UNIVERSITAT DER BUNDESWEHR MUNCHEN
Fakultat fiir Elektrotechnik und Informationstechnik

Pradiktion von chaotischen
Zeitreihen mit rekursiver genetischer
Programmierung und
Konstantenoptimierung

Witthaya Panyaworayan

Vorsitzender des Promotionsausschusses: Prof. Dr.-Ing. K. Landes
1. Berichterstatter Prof. Dr.-Ing. K. Trondle
2. Berichterstatter Prof. Dr.-Ing. U. Appel

Tag der Priifung 16.07.2002

Mit der Promotion erlangter akademischer Grad:

Doktor-Ingenieur
(Dr.-Ing)

Neubiberg, den 1. September 2002






111

Vorwort

Die vorliegende Arbeit entstand im Rahmen einer Promotion am Institut fiir Infor-
mationstechnik der Universitdt der Bundeswehr Miinchen wéhrend meiner militari-
schen Ausbildung in der Bundeswehr.

Mein besonderer Dank gilt Herrn Professor Dr.-Ing. Karlheinz Trondle fiir die Be-
treuung der Arbeit.

Ausdriicklicher Dank gebiihrt auch Herrn Dipl.-Ing.(FH) Karl Heinrich Besthorn fiir
die hervorragende Unterstiitzung bei der Orthographie der Dissertation.

Danken mochte ich allen lieben Kolleginnen und Kollegen vom Institut fiir Infor-
mationstechnik fiir die gute und hilfsbereite Zusammenarbeit und das personliches
Verhéltnis, das die tédgliche Arbeit bereichert hat.

Neubiberg, im September 2002

Witthaya Panyaworayan






Zusammenfassung

In der vorliegenden Arbeit wird ein Pradiktionsverfahren der deterministischen chao-
tischen Zeitreihe unter Anwendung der genetischen Programmierung (GP) vorge-
stellt. Die Arbeit beschéftigt sich zu Beginn mit der Einfithrung in die GP. Dabei
werden grundlegende Kenntnisse in der GP erlautert.

GP ist ein natur-inspiriertes Verfahren mit dem Ziel der automatischen Program-
merzeugung. Computer sollen in die Lage versetzt werden, sich weitgehend selbst zu
programmieren. Die GP liegt das natiirliche Prinzip der Evolution zugrunde, wonach
von einer Population diejenigen Individuen die besten Uberlebens- und somit Re-
produktionswahrscheinlichkeiten besitzen, die der jeweiligen Umgebung am besten
angepasst sind. GP funktioniert am besten bei Problemen, die ein Kontinuum von
Losungen besitzen, wobei einige besser sind als andere. Dies ermdglicht der GP zu
lernen, indem GP immer bessere Programme oder Losungen entwickelt.

Das Problem, wie z.B. Kryptoanalyse, ist fiir die GP ungeeignet, da das Brechen
eines Algorithmus der Kryptographie eigentlich nichts bietet, was mit Lernmdoglich-
keiten vergleichbar ist. Entweder hat man den Algorithmus entdeckt oder man hat
ihn nicht entdeckt. Aulerdem ist der Suchraum der kryptographischen Algorithmen
extrem grof}. Unsere Experimente zeigen, dass GP mit standardisierten Parametern
nach einigen Trainingsschritten keine besseren Programme mehr entwickeln kann.
Nur bei der GP, in der die Mutation intensiv angewendet wird, wird sich diese
schwierige Lage verbessern. Mit Hilfe der Mutation werden vollige Neuheiten in die
im vorherigen Trainingsschritt entwickelten Programme eingefiigt. Dadurch konnen
weit bessere Programme im néchsten Trainingsschritt entstehen.

In einem GP-Versuch entstehen mehrere Programme, deren Giite, sogenannte Fit-
ness, durch eine bestimmte Funktion bestimmt werden muss. Dies fithrt dazu, dass
der Zeitaufwand der GP sehr hoch ist. Durch die Parallelisierung der Fitnessberech-
nung auf verteilte Rechner lésst sich der Zeitaufwand der GP verringern. Mit diesem
Verfahren soll der Zeitaufwand proportional zur Anzahl der verwendeten Rechner
reduziert werden. Es ist jedoch nicht méglich, eine lineare Senkung des Zeitaufwands
beim Erhohen der Anzahl der verwendeten Rechner zu erreichen, weil man Zeit fiir
die Kommunikation zwischen den Rechnern benotigt.

Im weiteren Teil der Arbeit wird die Einfiithrung in die Chaostheorie und die be-
kannten Pradiktionsverfahren vorgestellt. Danach wird das Préadiktionsverfahren mit
rekursiver GP und Konstantenoptimierung, der Hauptanteil dieser Arbeit erklért.

Die folgende Abbildung verdeutlicht das Prédiktionsverfahren mit rekursiver GP
und Konstantenoptimierung im Uberblick.
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Dieses Pradiktionsverfahren fordert keine hoheren mathematischen Kenntnisse.
Durch das Lernen mit den Trainingsdaten der deterministischen chaotischen Zeitrei-
he entwickelt GP die geeignete Struktur der Pradiktionsfunktion. Anschlieend wer-
den alle Konstanten und Koeffizienten in der durch GP entwickelten nichtlinearen
Funktion optimiert, um ihre Effizienz zu erhéhen. Da die durch GP entwickelte Pra-
diktionsfunktion nichtlinear ist, benotigt man eine Konstantenoptimierung, die zum
globalen Optimum hinfiithrt. Eine solche Konstantenoptimierung ist zum Beispiel
der genetische Algorithmus (GA).

Das Pradiktionsverfahren arbeitet rekursiv. Die Trainingsdaten in jeder Rekursi-
onsstufe (aufler der 1. Rekursionsstufe) sind die Préadiktionsfehler der Pradiktions-
funktion der vorherigen Rekursionsstufe. Dadurch wird in jeder Rekursionsstufe eine
Sub-Pradiktionsfunktion, wie z.B. fsubl, fsubzy fsub3, - fsubn entwickelt, die einen Teil
der richtigen Pradiktionsfunktion darstellt. Am Ende des Préadiktionsprozesses bil-
det die Summe aller Sub-Préadiktionsfunktionen gemeinsam die Pradiktionsfunktion
fsumn. Das Rekursionsverfahren hat den Vorteil, dass die durch GP gut entwickel-
ten Préadiktionsfunktionen wihrend des GP-Laufes nicht verloren gehen. Um die
Effizienz der Pradiktionsfunktion fsumn nochmals zu erhchen, werden Koeffizienten
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ag, ay, as, ..., a, eingefiigt und durch GA optimiert.

Wegen der sensitiven Abhéangigkeit vom Anfangszustand der deterministischen chao-
tischen Zeitreihe ist die Langzeitpradiktion einer deterministischen chaotischen
Zeitreihe kaum moglich. Zur Verbesserung der Langzeitpradiktion sollen Stérungen
oder Rauschen in den deterministischen chaotischen Zeitreihen reduziert werden.
Die Storungs- oder Rauschreduzierung durch die Filterung mit Tiefpéssen ist ei-
ne Moglichkeit. Jedoch ist die Filterung mit Tiefpéssen nicht in jeder Situationen
zu verwenden, da die chaotischen Zeitreihen meistens einen hohen Frequenzanteil
besitzen, der durch die Filterung verloren geht.

Ein wichtiges Problem bei der Pradiktion ist das Overfitting, d.h. die Auffindung
einer Préadiktionsfunktion die zwar innerhalb der Trainingsdaten gut pradiktieren
kann, jedoch fiir die Pradiktion der Daten auflerhalb der Trainingsdaten ungeeignet
ist. Das Overfitting-Problem erscheint deutlich, wenn die Trainingsdaten verrauscht
sind. In dieser Arbeit werden folgende Malinahmen zur Vermeidung von Overfitting
durchgefiihrt.

e Die Trainingsdaten werden in zwei Mengen unterteilt, ndmlich die Trainings-
menge und die Validierungsmenge. Das Training wird mit Hilfe der Trainings-
menge durchgefiihrt. Dabei iiberwacht man wahrend des Trainings den Fehler
bei der Validierungsmenge, der dem Validierungsfehler entspricht.

e Tritt beim Training Overfitting ein, d.h. der Validierungsfehler steigt nach dem
Erreichen des minimalen Wertes an, wird das Training gestoppt. Das gefundene
beste Ergebnis ist das Ergebnis mit dem niedrigsten Validierungsfehler.

e Der Verlauf des Validierungsfehlers hat aber mehrere lokale Minima bevor das
endgiiltige Overfitting einsetzt. Aus dem Vorhandensein mehrerer lokaler Mi-
nima in der Validierungsfehlerkurve folgt, dass ein optimales Kriterium fiir das
Stoppen sich nicht einfach auf das erste Minimum beschrianken darf. Deshalb
soll das Training dann abbrechen, wenn eine maximale Anzahl von Traings-
schritten erreicht wird, oder der Trainingsfehler linger als eine bestimmte An-
zahl von Trainingsschritten stagniert.

Dieses Verfahren zur Vermeidung des Overfittings wird sowohl in GP und als auch
bei der Konstantenoptimierung eingesetzt.

Zum Schluss werden Pradiktionsexperimente mit vier verschiedenen deterministi-
schen chaotischen Zeitreihen demonstriert, ndmlich: die logistische Abbildung, mo-
natliche durchschnittliche Sonnenfleckenrelativzahl, jahrliche durchschnittliche Son-
nenfleckenrelativzahl und der Wechselkurs zwischen Euro € und Baht B (die thailén-
dische Wéhrung). Die Ergebnisse zeigen, dass unsere Priadiktionsverfahren bei der
Pradiktion aller vier chaotischen Zeitreihen effizient sind. Die Experimente sind zwar
unterschiedlich kompliziert. Je komplexer die chaotische Zeitreihe oder je stiarker das
iibergelagerte Rauschen ist, desto schwieriger ist die Entwicklung einer Pradiktions-
funktion.
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1 Einleitung

1.1 Grundlagen

Wenn kleinste Verdnderungen am Ausgangszustand riesige Auswirkungen auf das
Ergebnis haben, sprechen Wissenschaftler von Chaos. Weltmérkte, Borsenkurse,
das Wetter oder viele Eigenschaften der menschlichen Gesellschaft gehdren dazu
und ebenso die Turbulenzbildung in Fliissigkeitsstromungen oder die Aggregation
von Bakterien in biologischen Systemen. Aber auch die Sonnenfleckenaktivitat kann
chaotisch verlaufen.

Chaos im urspriinglichen Wortsinne (griechisch kaos) ist das Gegenteil von Kosmos
und bezeichnete bei den griechischen Philosophen den ungeordneten Stoff vor der
Entstehung unserer iibersichtlichen Welt.

Aus den philosophischen Meinungen iiber das Chaos ragen die Worte der beiden
franzosischen Mathematiker Laplace und Poincaré heraus. Pierre Simon de Laplace
(1749-1827) meinte, dass man die Zukunft aller Systeme dann voraussagen kann,
wenn man alle Einzelheiten eines Systems kennt. Diese Theorie ging als der Laplace-
sche Ddmon [Boy91] in die Geschichte ein. Dieser Ddmon sollte eine Maschine sein,
die alle Dinge der Welt weifl und daraus die Zukunft mechanisch vorhersagen kénne.

Henri Poincaré (1854-1912) [Lev89] war anderer Meinung. Er meinte, dass kleine
und unsichtbare Ursachen beachtliche Effekte bewirken konnen, die wir nicht mehr
iibersehen konnen. Poincaré lehrte, dass wir die Dinge dieser Welt niemals genau
genug messen konnen um die Zukunft sicher vorhersagen zu kénnen. Wir sprechen
dann von zufilligen Entwicklungen, obwohl gar kein Zufall wirkt, sondern nur eine
unbekannte Zahl nicht genau messbarer Krifte.

Im Jahr 1963 stellte der Meteorologe E. N. Lorenz in [Lor69] ein System von lediglich
drei gekoppelten Differentialgleichungen erster Ordnung vor, dessen Zeitentwicklung
fiir gewisse Parameter einen vollig irregulédren Verlauf aufweist. Er entdeckte damit
ein Beispiel von deterministischem Chaos.

Heute versteht man im Allgemeinen, dass die zeitliche Entwicklung deterministi-
schem Chaos folgt, also einerseits deterministischen Differenzen- bzw. Differenti-
algleichungen, andererseits zeichnen sie sich durch irreguléres, scheinbar zufélliges
(chaotisches) Zeitverhalten aus.



2 FEinleitung

Eine Beschreibung, Analyse und Pridiktion der deterministischen chaotischen
Zeitreihe ist von groBlem wissenschaftlichen und wirtschaftlichen Interesse.

Bei der Pradiktion einer chaotischen Zeitreihe mit bekannten Priadiktionsverfahren,
wie z.B. die globale und lokale Anndherung in [Cas89, Cas92, Ts092, Ger93, Kan97],
wird zunéchst in einem Phasenraum die chaotische Zeitreihe rekonstruktiert. Da-
nach wird eine nichtlineare Funktion entwickelt, die den Verlauf des Phasenraums
beschreiben kann. Eine andere Moglichkeit zur Préadiktion der chaotischen Zeitreihe
sind kiinstliche neuronale Netze (KNN), wie z.B. in [Ger93, Kan97, Pham99] be-
schrieben. Bei der Pradiktion einer chaotischen Zeitreihe mit KNN fehlt die Rekon-
struktion des Phasenraums. Ein geeignetes Netz der KNN wird zuerst ausgewéhlt.
Dann trainiert das Netz mit Trainingsdaten (verfiigbaren vorherigen Daten), damit
KNN die zukiinftigen Werte pradiktieren kann.

Die Préadiktion einer chaotischen Zeitreihe mit der genetischen Programmierung
(GP) [Koza92] ist eine Alternative zu den vorher erwihnten Priadiktionsverfahren.
GP ist ein weiter entwickelter Zweig der Evolutiondren Algorithmen (EA) mit dem
Ziel der automatischen Programmerzeugung. Durch das Training mit Trainingsdaten
der chaotischen Zeitreihe kann GP eine Pradiktionsfunktion entwickeln.

Der Ursprung der EA kann bis zum Jahr 1950 zuriickverfolgt werden (siehe
[Bae97a]). Mangels verfiigharer Rechenleistung blieb die Entwicklung auf dem Ge-
biet der EA fast drei Jahrzehnte relativ unbekannt. In den 80er Jahren bewirkten
die grundlegenden Arbeiten von J. H. Holland [Hol62], I. Rechenberg [Rec65], L. J.
Fogel [Fog66] und H.-P. Schwefel [Schw68] eine langsame Verdnderung bei der EA,
seitdem nimmt die Anzahl der Veroffenlichung und Konferenz auf diesem Gebiet
standig zu.

EA bilden Klassen bio-inspirierter Verfahren zur Losung unterschiedlicher Optimie-
rungsaufgaben. EA werden vor allem dort eingesetzt, wo klassische Optimierverfah-
ren aufgrund fehlender Voraussetzungen nicht eingesetzt werden kénnen oder solche
Methoden bekanntermaflen zu schlechten Resultaten fiithren. Zu diesen Situationen
zéhlen z.B. hochdimensionale Suchrdume mit vielen lokalen Optima, in denen andere
Verfahren entweder eine Losung von zu geringer Qualitét liefern oder zur Berechnung
einer Losung ausreichender Qualitét eine zu lange Zeit benotigt wird.

Das den evolutiondren Algorithmen zugrunde liegende natiirliche Prinzip ist das
aus der Evolutionstheorie bekannte Prinzip, wonach von einer Population diejenigen
Individuen die besten Uberlebens- und somit Reproduktionswahrscheinlichkeiten be-
sitzen, die der jeweiligen Umgebung am besten angepasst sind.

Im Jahr 1992 veroffentlichte J. R. Koza die GP in seiem Buch [Koza92]. GP
wurde urspriinglich zur automatischen Erzeugung von Programmen in der LISP-
Programmiersprache entwickelt. Computer werden dabei in die Lage versetzt, sich
selbst zu programmieren.
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GP bietet eine Vielzahl der Einstellung von Strategieparametern, die vor dem Start
der GP einzustellen sind. Die unterschiedlichen Parametereinstellungen sind vor-
teilhaft, da man GP mit geeigneten Mechanismen ausstatten kann, die GP an die
jeweilige Problemssituation anpassen.

Wihrend eines GP-Laufes werden mehrere Individuen (Programme) erzeugt, deren
Giite oder Qualitdat durch eine bestimmte Fitnessfunktion bestimmt werden muss.
Dies fithrt dazu, dass der Zeitaufwand der GP sehr hoch ist.

In den letzten zehn Jahren wurde GP in verschiedenen Gebieten, wie z.B. in [Kin94,
Ang96, Spec99], mit Erfolg eingesetzt. Bereits in [Koza92] wird die Anwendung der
GP fiir die Pradiktion der deterministischen chaotischen Zeitreihe vorgeschlagen. Fiir
die Pradiktionsaufgabe ist GP sehr flexibel und erfordert aulerdem keine hoheren
mathematischen Kenntnisse.

Ein haufiges Problem, das bei allen Pradiktionsverfahren auftritt, ist das Owerfit-
ting, d.h. die gefundene Prédiktionsfunktion ist innerhalb der Trainingsdaten gut,
jedoch ist diese Pridiktionsfunktion fiir Daten auflerhalb der Trainingsdaten un-
geeignet. Das Overfitting-Problem erscheint deutlich, wenn die Trainingsdaten ver-
rauscht sind. Dadurch versucht das Préadiktionsverfahren, wiahrend des Trainings
sich dem Rauschanteil anzupassen.

1.2 Problemstellung

Daraus ergeben sich die folgenden Fragen, die in dieser Arbeit zu beantworten sind:
e Welcher Aufgabenbereich ist fiir GP mit der standardisierten Parameterein-
stellung ungeeignet?

e Durch welche Mdglichkeiten kann der Zeitaufwand des GP-Laufes reduziert
werden.

e Welche Verfahren zur Pradiktion einer deterministischen chaotischen Zeitreihe
unter Anwendung der GP sind geeignet?

e Welche Gegenmafinahme kann das Overfitting-Problem in dem vorgeschlage-
nen Pradiktionsverfahren vermeiden?

In den nachfolgenden Kapiteln wird versucht, Antworten auf diese Fragen zu finden.
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1.3 Inhaltsubersicht

Nach einer kurzen Einfithrung in die EA in Kapitel 2 folgen in Kapitel 3 Grundlagen,
namlich das Grundkonzept und der Ablauf von GP. Weiterhin wird die Einfithrung
in die genetische Programmierung mit kontextfreier Grammatik erldutert.

Im Kapitel 4 stellen wir als Beispiel eine Aufgabe vor, fiir die die GP nicht ge-
eignet ist, da GP die Aufgabe nicht lernen kann. Eine solche Aufgabe ist z.B. die
Kryptoanalyse.

Kapitel 5 beschéftigt sich mit der globalen Parallelisierung, die eine Moglichkeit
zur Reduzierung des Rechenaufwands von GP ist. Wir stellen die Grundlagen der
globalen Parallelisierung, ein Programmpaket fiir ein Experiment und die Ergebnisse
aus dem Experiment vor.

Kapitel 6 gibt eine Einfithrung in die Chaostheorie. Wir beginnen mit den Begrif-
fen dynamisches System und Attraktor. Danach wird das deterministische Chaos
definiert. Dann werden zwei bekannte Methoden zur Charakterisierung chaotischen
Verhaltens erldutert. Dies sind die Lyapunov-Exponenten und die Anzahl der Dimen-
sionen. Zum Schluss werden einige Beispiele des dynamischen Chaos demonstriert.

Im Kapitel 7 stellen wir die Einfithrung in die Pradiktion der deterministischen
chaotischen Zeitreihen vor. Zunéchst werden Begriffe wie Modellieren, Identifikation
und Prédiktion definiert. Danach werden die Arten der Pradiktion erlautert. Zum
Schluss stellen wir die verschiedenen Arten der Pradiktionsverfahren vor.

Kapitel 8 ist das Hauptkapitel dieser Arbeit. Es beschéftigt sich mit dem Aufbau
und der Funktionsweise des Pradiktionsverfahrens einer deterministischen chaoti-
schen Zeitreihe unter Anwendung der GP. Fiir die Entwicklung einer nichtlinearen
Funktion zur Pradiktion der deterministischen chaotischen Zeitreihe ist GP beson-
ders geeignet. GP fehlen bei der Suche jedoch noch die angepassten Konstanten in
dieser Pradiktionsfunktion. Durch die Kombination von GP mit anderen Konstan-
tenoptimierungsverfahren soll das Pradiktionsverfahren mit GP verbessert werden.
Bei KNN gibt es bereits verschiedene Methoden, mit dem Overfitting-Problem um-
zugehen. Eine einfache und bekannte Methode ist das frithe Stoppen. Dies kann
sowohl fiir GP als auch fiir die Konstantenoptimierung sehr niitzlich sein. Aufler-
dem stellen wir die Funktion zur Berechnung der Pradiktionsfehler und den Verlauf
des Préadiktionsfehlers vor.

In Kapitel 9 demonstrieren wir die Experimente der Praddiktion von chaotischen
Zeitreihen. Im ersten Teil dieses Kapitels werden die Pradiktionen von chaotischen
Zeitreihen mit dem einfachen Verfahren und dem Rekursionsverfahren verglichen.
Im zweiten Teil werden die Experimente von vier weiteren chaotischen Zeitreihen
ohne und mit Reduzierung des Rauschens gezeigt, ndmlich: die logistische Abbil-
dung, monatliche durchschnittliche Sonnenfleckenrelativzahl, jadhrliche durchschnitt-
liche Sonnenfleckenrelativzahl und der Wechselkurs zwischen Euro € und Baht B
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(die thailéindische Wahrung). Anschlieend werden die Ergebnisse der Experimente
diskutiert.






2 Evolutionare Algorithmen

Bei der Bewiltigung komplexer Optimierungsprobleme haben in jiingster Zeit Me-
thoden betréchtlich an Bedeutung gewonnen, die man als naturanalog bezeichnen
kann, da sie sich an Vorbildern der Natur orientieren. Zu den bekanntesten neue-
ren Entwicklungen auf diesem Gebiet zéhlen die Evolutiondren Algorithmen (EA).
Praktisch synonym verwendet man vielfach auch den englischen Begrift Fvolutionary
Computation.

Dieses Kapitel stellt eine Einfithrung in die EA dar. Wir beginnen im Abschnitt 2.1
mit dem biologischen Vorbild der Natur. Im Abschnitt 2.2 und 2.3 werden allgemeine
Konzepte fiir EA und die vier bekanntesten Hauptstromungen der EA erlautert. Da
EA gut auf Parallelrechnern implementiert werden kénnen, wird im Abschnitt 2.4 ein
Konzept fiir die mogliche Parallelisierung vorgestellt. Zum Schluss werden Stérken
und Schwichen der EA zusammengefasst.

Fiir weiterreichende Darstellungen der Einfithrung in die evolutionédren Algorithmen
wird auf [Bae97a, Bae97b, Fog00], sowie das deutschsprachige Buch von V. Nissen
[Nis97] verwiesen.

2.1 Das biologische Vorbild

Die biologische Genetik, insbesondere aber die Evolutionstheorie, diente als Vor-
bild fiir die Entwicklung von evolutionédren Algorithmen. Die Informationen iiber
Struktur und Fahigkeiten eines biologischen Individuums sind bekanntlich in den
Chromosomen codiert, diese wiederum sind Bestandteil jeder Zellle. Ein Chromo-
som besteht chemisch vor allem aus Desozyribonukleinsiure (DNA) und diese ist, in
der Sprache der Informatik, ein String iiber einem Alphabet mit vier Zeichen. Diese
vier Zeichen sind Molekiile, die in einer Kette zu einem Chromosom aufgereiht sind:
das Adenin (A), Thymin (T), Cytosin (C) und Guanin (G). Teilstrings der Chro-
mosomen sind Baupléne fiir zu bildende Proteine und Enzyme. So ist der gesamte
Bauplan eines Individuums in jeder einzeln Zelle abgespeichert. Der vollstindige
Chromosomensatz des Menschen (Genom) enthélt etwa 3.000.000.000 Zeichen.

Die in Erbversuchen erfassbaren Erbeinheiten (Bliitenfarbe usw.) bezeichnet man
als Gene. Die Vererbung der durch Gene charakterisierten FEigenschaften erforschte
als erster J. G. Mendel, der seine Ergebnisse 1865 veroffentlichte. Die nach ihm
benannten Vererbungsgesetze hatte er durch Kreuzungsversuche an Erbsen erhalten.
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Durch Kreuzungsversuche mit der Frucht- oder Taufliege (Drosophilamelanogaster)
fand T. H. Morgan Vererbungsgesetze, die nur dadurch erklérbar sind, dass bei der
Fortpflanzung, d.h. bei der Reifeteilung der Zelle, zwei homologe Chromosomen sich
umschlingen. Dabei erfolgt ein Bruch und die Bruchstellen verkniipfen sich {iber
Kreuzung.

Des Weiteren erfolgen, wenn auch selten, Veridnderungen von Chromosomenteilen
durch Mutation. Durch Mutationen entstanden z.B. die verschiedenen Rassen un-
serer Haustiere und auch die Kulturpflanzen, die sich aus Wildformen entwickelten.
Dabei konnen Mutationen in jeder Zelle des Korpers auftreten, jedoch werden nur
Mutationsverdnderungen in den Keimzellen genetisch weitergegeben.

Im Jahr 1859 veroffentlichte C. Darwin in On the Origin of Species by Means of
Natural Selection seine Selektionstheorie. Er beobachtete und konstatierte die fol-
genden Sachverhalte.

e Die Lebewesen erzeugen mehr Nachkommen, als zum Erhalt der Rasse not-
wendig wéren. Nicht alle kénnen iiberleben.

e Die Nachkommen eines Elternpaares variieren in ihren Eigenschaften und Fé-
higkeiten.

e Jene Lebewesen, deren Eigenschaften zum Futtererwerb, zur Ausnutzung des
Lebensraumes und zur Paarung am giinstigsten entwickelt sind, iiberleben und
verdréngen die anderen.

Dies fithrt zu einer Selektion der am Besten an ihre Umwelt Angepassten. Diese
natiirliche Auslese fiihrt iiber Generationen zu einer allméhlichen Umbildung der
Arten.

Selektion und damit Evolution funktioniert, wenn die folgenden Voraussetzungen
gegeben sind.

e Es gibt eine Population von Individuen.

e Die Individuen einer Population variieren in ihren Eigenschaften.

e Die Fihigkeit zum Uberleben (Fitness) hingt von den Eigenschaften des In-
dividuums ab.

e Die Individuen einer Population besitzen die Fahigkeit zur Reproduktion.
Diese Theorie reduziert die Wirklichkeit auf ein Modell, und es ist sicher unzuléssig,

Realitét und Modell gleich zu setzen. Trotzdem erwies sich die Theorie als leistungs-
fahig bei der Erklarung der Entstehung der Arten.
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2.2 Evolutiondre Algorithmen

2.2.1 Grundkonzept

EA modellieren die natiirliche Vererbung und Evolution, also die Entwicklung kom-
plexer Organismen aus zeitlich fritheren, einfacheren Lebensformen. EA arbeiten
mit einer Population von Individuen. Jedem Individuum der Population wird eine
bestimmte Fitness zugeordnet. In diesem Fitnessmafl ist die Aufgabe kodiert, die
die EA I6sen soll. Je besser ein Individuum die Losung beschreibt, desto besser ist
dessen Fitness.

Bei den EA werden stochastische Verfahrenselemente bewusst eingesetzt. Daraus
entsteht jedoch keine reine Zufallssuche, sondern ein intelligenter Suchprozess.

Allgemein lésst sich ein EA-Lauf folgendermaflen beschreiben:

e Zu Beginn wird eine Population mit zufillig erzeugten Individuen initialisiert.
e Fiir alle Individuen in der Population wird eine bestimmte Fitness berechnet.

e Ist ein festgelegtes Abbruchkriterium erfiillt, bildet das Individuum mit dem
besten Fitnesswert in der Population das Ergebnis des Algorithmus, d.h.eine
approximative Losung der Aufgabe. Ein Abbruch erfolgt in der Regel nach
Erreichen einer maximalen Generationenanzahl oder eines bestimmten besten
Fitnesswertes (Erfolgskriterium).

e Danach werden Individuen beziiglich ihrer Fitness aus der Population aus-
gewihlt. Auf die ausgewéhlten Individuen, oder Eltern genannt, werden die
folgenden genetischen Operationen angewandt:

1. Reproduktion: identisches Kopieren des ausgewéhlten Individuums
2. Mutation: Veranderung einzelner zuféllig gewahlter Stringpositionen

3. Kreuzung (Crossover): Austausch von Teilstrukturen zwischen zwei Indi-
viduen

Durch Anwendung dieser an der Natur angelehnten Operationen werden Nach-
kommen produziert und in die néchste Generation iiberfiihrt. Dabei bleibt die
Populationsgrofie konstant.

e Bei einigen EA-Formen findet die Selektion erst am Ende der Generations-
schleife statt. Jedes Individuum hat dann die Moglichkeit zur Erzeugung von
mehreren Nachkommen. Danach werden die Nachkommen hinsichtlich ihrer
Fitness bewertet. Die Eltern und Nachkommen werden anschlieBend beziig-
lich ihrer Fitness ausgewéhlt und als Individuen in die néchste Generation
iiberfiihrt.
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Abbildung 2.1: Ablauf der evolutionédren Algorithmen

Der geschilderte Ablauf iteriert, bis ein Abbruchkriterium greift. Abbildung 2.1 ver-
deutlicht einen EA-Lauf nochmals im Uberblick.

Mit wachsender Anzahl von Generationen nimmt die Fitness der Individuen in der
Population meist zu. Dies begriindet sich einmal darin, dass Individuen mit guter
Fitness haufiger selektiert und reproduziert werden als andere, und in der Tatsache,
dass die Kreuzung zweier Eltern-Individuen mit guter Fitness mit hoherer Wahr-
scheinlichkeit Nachkommen entstehen lésst, die gleich gute oder bessere Fitnesswerte
aufweisen.

Das allgemeine Schema verdeutlicht den probabilistischen Charakter Evolutionérer
Algorithmen, der mehrere unabhéngige Versuche notig macht, um ein zuverlissiges
Ergebnis fiir ein Problem zu erzielen.

2.2.2 Evolutiondre Algorithmen als Optimierungsverfahren

In praktischen Anwendungen werden EA {iberwiegend als globale Optimierungsver-
fahren eingesetzt. Globale Optimierungsprobleme sind dadurch gekennzeichnet, dass
aus einer im Allgemeinen sehr grofien Anzahl von moglichen Lésungen diejenige be-
stimmt werden soll, die sowohl alle Nebenbedingungen der Problemstellung einhélt,
als auch die in Gestalt der Zielfunktion gegebenen Zielkriterien am besten erfiillt
(global optimale Lisung). Dabei kann es auch mehrere verschiedene global optimale
Losungsalternativen mit gleichem Zielfunktionswert geben. Eine Losung stellt ein
lokales Optimum dar, wenn ihr Zielfunktionswert besser ist als die Zielfunktion aller
Losungen, die in einer definierten Nachbarschaft zu ihr liegen. Die Schwierigkeit der
Suche nach Optimierungsverfahren besteht letztlich darin, dass es keine Kriterien
gibt, um eine lokal und global optimale Lésung ohne weiteres Vorwissen von einer
nur lokal optimalen Losung zu unterscheiden.

Man kann im Allgemeinen nicht garantieren, dass EA bei praktischen Anwendungen
in begrenzter Zeit ein globales Optimum finden. Zahlreiche Beispiele zeigen aber,
dass EA héufig in beschriankter Zeit sehr gute oder nahezu optimale Losungen finden
konnen. EA gehoren insofern ihrem Charakter nach zu den Heuristiken.
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Unter einer Heuristik versteht man eine nichtwillkiirlich und héufig iterative Me-
thode, die darauf abzielt, fiir eine gegebene Problemstellung in begrenzter Zeit eine
oder mehrere moglichst gute Losungen zu finden, ohne dass garantiert werden kann,
dass eine globale optimal Losung gefunden wurde.

Um die Qualitdt von Heuristiken zu beurteilen, lassen sich die beiden Kriterien
Allgemeinheit und Leistungsféhigkeit heranziehen.

e Der Grad an Allgemeinheit einer Heuristik bringt zum Ausdruck, auf wieviele
verschiedene Problemstellungen sie anwendbar ist.

e Die Leistungsfihigkeit einer Heuristik lasst sich an mindestens drei Dimensio-
nen messen:

— Lésungswahrscheinlichkeit: Wahrscheinlichkeit, mit der die Heuristik eine
Losung von bestimmter Mindestqualitéit findet,

— Ldsungsqualitdt: Abweichung vom global optimalen Zielfunktionswert,

— Ressourcenbedarf: Bedarf an Ressourcen (Mitteln), um eine bestimmte
Losungsqualitdt und Losungswahrscheinlichkeit zu erzielen.

Weniger leistungsfahige aber dafiir breit anwendbare Heuristiken gehoren zur Klasse
der schwachen Methoden. Leistungsstarke, aber dafiir nur in einem schmalen Bereich
anwendbare Heuristiken sind dagegen starke Methoden. Eine starke Methode ent-
hélt viel anwendungsspezifisches Vorwissen, wiahrend schwache Methoden mit wenig
oder keinem Anwendungswissen auskommen. EA lassen sich an jeder Stelle auf ei-
nem Kontinuum zwischen schwachen und starken Methoden plazieren. So zdhlen die
Basisformen der einzelnen EA-Hauptstréomungen zu den schwachen Methoden. Sie
sind ohne grofle Verdnderungen auf viele verschiedene Problemstellungen anwend-
bar. Es existieren jedoch eine ganze Reihe von Méglichkeiten, anwendungsbezogenes
Vorwissen in die EA zu integrieren, um ihre Leistungsfihigkeit zu verbessern.

2.2.3 Anwendungsgebiete von evolutiondren Algorithmen
Die mogliche Anwendungsgebiete von EA sind [Bae97b]:

e Planung: z.B. Bei dem Problem des Handelsreisenden (Travelling-Salesman-
Problem) sind die EA fihig, nach der kiirzesten Verbindung zwischen mehreren
Stadten zu suchen.

e FEntwurf: z.B. Entwurf von elektrischen oder digitalen Systemen

e Modellieren und Identifikation: z.B. Identifikation eines Systems und seine Mo-
dellierung sowie Charakterisierung seiner Ein- und Ausgangsignale oder Pra-
diktion von dynamischen Zeitreihen
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e Regelung: EA sind anpassungsfihig oder lernfihig, daher konnen sie im Bereich
von Regelung oder Kontrolle verwendet werden.

e Klassifikation: z.B. Mustererkennung und Bildverarbeitung

2.3 Vier Hauptformen der evolutionaren Algorithmen

Man kann heute vier verschiedene Hauptformen der EA unterscheiden [Nis97]. Diese
sind:

1. Genetische Algorithmen (GA),
2. Genetische Programmierung (GP),
3. Evolutionsstrategien (ES),

4. Evolutiondre Programmierung (EP).

Diese EA-Hauptformen unterscheiden sich nicht zuletzt in der Ausgestaltung der
Selektion sowie bei den eingesetzten Variationsoperatoren. Als Gedankenstiitze sei-
en einige wesentliche Unterscheidungsmerkmale der vier EA-Hauptstromungen er-
wéahnt:

Genetische Algorithmen

GA [Scho94, Bae97b, Nis97] verwenden hiufig eine bindre Losungsdarstellung. Die
Selektion erfolgt stochastisch, so dass auch schlechten Individuen eine gewisse Chan-
ce zur Reproduktion gegeben wird. Als Hauptsuchoperator dient die Kreuzung, wah-
rend die Mutation nur mit geringer Wahrscheinlichkeit auftritt.

Genetische Programmierung

GP [Koza92, Bae97b, Nis97, Ban00] ist im Grunde nur eine GA-Variante. Besonders
hervorzuheben ist die Losung in Form von Computerprogrammen. GP wird im 3.
Kapitel ndher betrachtet.

Evolutionsstrategien

ES [Scho94, Nis97] verwenden im allgemeinen einen Vektor reeller Zahlen zur Lo-
sungsdarstellung. Die Selektion findet am FEnde der Generationsschleife statt und
erfolgt deterministisch, so dass nur die besten Individuen iiberleben. Die Mutation
auf der Basis normalverteilter Zufallsgrofien ist als Suchoperator besonders wichtig,
doch spielt auch die Kreuzung eine grofle Rolle.
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Evolutiondare Programmierung

EP [Bac97b, Nis97] weist starke Ahnlichkeiten zu ES auf und verwendet hiufig
ebenfalls einen Vektor reeller Zahlen zur Losungsdarstellung. Es wird jedoch mit
einer stochastischen Form der Selektion gearbeitet und die Mutation bildet den
einzigen Suchoperator.

2.4 Parallelisierbarkeit von evolutiondren Algorithmen

EA ist gut auf Parallelrechnern zu implementieren. Die in EA nachgeahmten Evo-
lutionsphénomene sind hochgradig parallel verlaufende Prozesse, daher konnen EA
von paralleler Hardware in verschiedener Weise profitieren.

e EA sind aufgrund ihres inhédrent parallelen Charakters relativ leicht und effi-
zient zu parallelisieren.

e Parallele EA ermoglichen eine realistischere Abbildung des Evolutionsgesche-
hens als serielle EA.

e Auf Parallelrechnern kann mit zum Teil wesentlich grofieren Gesamtpopulatio-
nen gearbeitet werden als auf seriellen Maschinen. Dadurch, und aufgrund der
zu erreichenden Beschleunigung, konnen komplexere Anwendungen bearbeitet
werden.

Folgende grundsitzlichen Moglichkeiten der Parallelisierung von EA werden iibli-
cherweise unterschieden:

Globale Parallelisierung: Bei der globalen Parallelisierung werden gegeniiber se-
riellen Implementierungen die Fitnessberechnung, sowie teilweise auch die Ausfiih-
rung evolutiondrer Operatoren parallelisiert, ohne inhaltliche Anderungen am Ver-
fahrensablauf vorzunehmen. Es existiert nur eine Population, jedes Individuum der
Population kann mit jedem anderen gekreuzt werden. Die Fitnessberechnung eines
Individuums ist im Normalfall unabhéngig von anderen Mitgliedern der Population
und daher leicht zu parallelisieren (Abbildung 2.2).

Migrationsmodell: Das Migrationsmodell unterteilt die Gesamtpopulation in Teil-
populationen, sogenannte Deme oder Teilpopulationen, die einzelnen Prozessoren
zugeordnet werden (Abbildung 2.3).

Zwischen den Teilpopulationen sind Migrationspfade definiert. In jeder dieser Teilpo-
pulation werden die herkémmlichen EA ausgefiihrt. Die Teilpopulationen entwickeln
sich weitgehend unabhéngig voneinander und tauschen nur gelegentlich Individuen
aus.
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Abbildung 2.2: Einfache globale Parallelisierung mit paralleler Fitnessberechnung
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Abbildung 2.3: Einfaches Migrationsmodell mit 4 Teilpopulationen

Diffusionsmodell: Beim Diffusionsmodell ist der Grundgedanke folgender: Der im
Allgemeinen sehr grofien Gesamtpopulation wird eine bestimmte Struktur zugrunde
gelegt, z.B. ein zweidimensionales Gitter (Abbildung 2.4).

Jedes Individuum ist dabei einem Gitterpunkt zugeordnet. Aulerdem wird die Popu-
lation in viele kleine lokale Nachbarschaftsstrukturen zergliedert. Die Nachbarschaft
eines Individuums bilden alle jene Individuen, die innerhalb einer bestimmten Entfer-
nung liegen. Selektion und Kreuzung sind auf Individuen in der definierten Nachbar-
schaft beschrénkt. Die Nachbarschaften verschiedener Individuen {iberlappen sich,
so dass Elemente guter Losungen sich langsam iiber die ganze Population ausbreiten
konnen. Dieses Diffusionsmodell reduziert die Heterogenitdat von Individuen in der
Gesamtpopulation viel langsamer als es bei EA, in der nur eine Population existiert,
der Fall wére.

Empirische Untersuchungen, in denen die grundsétzlichen Parallelisierungskonzepte
fiir EA verglichen werden, sind in der Literatur selten. Eine effiziente Parallelisie-
rungsstrategie muss letztlich auf die Architektur des benutzten Rechnersystems ab-
gestimmt werden. Insgesamt scheint das Migrationsmodell die meisten Anhénger zu
haben.
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Abbildung 2.4: Einfaches Diffusionsmodell (zweidimensionales Gitter)

2.5 Starken und Schwachen von evolutionaren
Algorithmen

2.5.1 Starken von evolutiondren Algorithmen

Breite Anwendbarkeit der EA-Basisformen

EA stellen breit anwendbare schwache Methoden dar, weil diese als Basisformen ohne
anwendungsspezifisches Vorwissen arbeiten und mit sehr geringen Anforderungen an

die Struktur des gegebenen Problems auskommen.

Flexible Verfahrensgestaltung oder Anpassung an Problemstellungen

EA bieten sehr flexible Gestaltungsmoglichkeiten um die Leistungsfahigkeit im kon-

kreten Einzellfall zu verbessern, z.B. durch:

Decodierung und Lésungsoptimierung,

Gestaltung der Fitnessfunktion,

gezielte Initialisierung der Ausgangspopulation,

Mafinahmen zur Beriicksichtigung von Nebenbedingungen,

Hybridisierung mit nichtevolutionédren Losungsverfahren.

problemspezifische Losungscodierung, angepasste Suchoperatoren, intelligente
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Eignung fiir komplexe Suchrdume

Durch den Populationsansatz und die stochastischen Komponenten verringert sich
bei EA die von vielen anderen Optimierungsverfahren bekannte Abhéngigkeit vom
Startpunkt der Optimierung. Weil EA tolerant sind gegeniiber voriibergehenden
Verschlechterungen des Zielfunktionswertes, kénnen auflerdem lokale Suboptima oft
wieder verlassen werden, solange die Population noch hinreichend heterogen ist.

Keine restriktiven Anforderungen an die Zielfunktion

Viele klassische Optimierungsverfahren sind auf eine gegebene Problemstellung nur
anwendbar, soweit die Zielfunktion stetig und ein- bzw. zweimal differenzierbar ist.
EA kommen ohne diese restriktiven Anforderungen aus, wodurch sich ihr potentieller
Einsatzbereich verbreitert.

Gut verstandliche Basisprinzipien

Es ist ohne weiteres moglich, einem Laien die grundsétzlichen Prinzipien von EA in
einfachen Worten versténdlich und plausibel zu machen.

Anwendbarkeit bei unbekannter Struktur des Anwendungsproblems

Die EA-Basisformen koénnen bei Problemstellungen eingesetzt werden, bei denen
Vorwissen beziiglich der Anwendung nicht gegeben ist. Sie werden zwar in solchen
Fillen keine {iberragenden Ergebnisse liefern, aber die bisherige Situation sollte sich
mit ihnen verbessern lassen.

Gute Kombinationsmdéglichkeiten

EA lassen sich sehr gut mit lokalen Verbesserungsverfahren kombinieren.

Gute Parallelisierbarkeit

Die Parallelisierbarkeit wurde im Abschnitt 2.3 erlautert.
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2.5.2 Schwiachen von evolutiondren Algorithmen
Fehlende Optimalitatsgarantie bei beschrinkter Rechenzeit

Man kann nicht garantieren, dass EA in begrenzter Zeit fiir ein beliebiges Optimie-
rungsproblem ein globales Optimum finden.

Relativ hoher Rechenaufwand

Als populationsbasierte Methoden sind EA oft rechenintensiv. Viele der in einem
Optimierungslauf erzeugten Losungen fiihren nicht unmittelbar zu einer Verbesse-
rung, obwohl sie unter anderem dazu beitragen konnten, das Verfahren robust zu
machen.

Ineffektivitdt in der Schlussphase

Die Suchoperatoren von EA sind nicht speziell auf schnelle lokale Optimierung aus-
gelegt, weshalb EA in der Schlussphase eines Optimierungslaufes oft nicht effizient
sind.

Schwierige Anpassung an die Problemstellung

EA bieten sehr flexible Gestaltungmoglichkeiten, wie z.B. die Losungsreprasentation,
Suchoperatoren, Fitnessfunktion und viele Strategieparameter, um die Leistungsfa-
higkeit im konkreten Einzellfall zu verbessern. Diese vielen Freiheitsgrade bei der
Verfahrensgestaltung kénnen fiir unerfahrene Entwickler zum Problem werden.

2.6 Zusammenfassung

EA orientieren sich am Vorbild der natiirlichen Evolution. EA arbeiten mit einer Po-
pulation von Individuen, welche Suchpunkte im Raum der Entscheidungsvariablen
darstellen, entweder direkt oder indirekt mit Codierungsstufen. Der Ubergang von
einer Generation zur néchsten erfolgt durch den Austausch von genetischem Mate-
rial zwischen Individuen, z.B. durch Kreuzung oder Mutation. Die Selektion erfolgt
geméfB dem Giitekriterium (Fitness) durch Auswertung der als potentielle Losungen
des Optimierproblems aufzufassenden Individuen. Bei jedem Selektionsschritt wer-
den dabei die besseren Individuen beibehalten, die dann zu Eltern der Folgegenera-
tion werden, wiahrend die schlechteren Individuen keine Nachkommen produzieren
diirfen, oder die mittlere Nachkommenzahl ist proportional zur elterlichen Fitness.
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Mutation und Kreuzung sind im Algorithmus meist Prozesse mit nichtdetermini-
stischen Komponenten, wihrend Selektion sowohl streng deterministisch als auch
probabilistisch modelliert werden kann. Im Laufe des Evolutionsprozesses steigt so
die durchschnittliche Qualitét der Individuen an und erméglicht das Auffinden einer
guten, oft sogar der global optimalen Losung des Problems.

Die bekanntesten Vertreter von EA sind die in den USA entwickelten GA, GP und
EP sowie die in Deutschland entwickelten ES.

Der Vorteil der EA sind ihre breite Anwendbarkeit der Basisverfahren, ohne restrik-
tive Anforderungen an die Zielfunktion (es ist insbesondere keine Stetigkeit oder
Differenzierbarkeit erforderlich). EA sind gut auf Parallelrechnern zu implementie-
ren. EA arbeitet aber mit relativ hohem Rechenaufwand. Aulerdem kann man nicht
garantieren, dass EA in begrenzter Zeit fiir ein beliebiges Optimierungsproblem ein
globales Optimum finden.



3 Genetische Programmierung

Dieses Kapitel beschéftigt sich mit den Grundlagen der genetischen Programmie-
rung (GP). GP ist ein von Koza [Koza92] entwickelter Zweig der evolutionéren
Algorithmen mit dem Ziel der automatischen Programmerzeugung. In diesem Ka-
pitel wird aulerdem die genetische Programmierung mit kontextfreier Grammatik
(CTF-GP), die eine Erweiterung von GP ist, dargestellt. Fiir weiterreichende Dar-
stellungen der GP, als sie hier ausgefiihrt werden, wird auf die Arbeiten von W.
Banzhaf [Ban98, Ban00] verwiesen.

3.1 Grundkonzept

Die Aufgabe, anhand von Trainingsdaten automatisch ein Computerprogramm zu
generieren das eine gegebene Aufgabenstellung 16st, wird als Programm-Induktion
bezeichnet. GP ist als eine eigenstéindige Variante der evolutiondren Algorithmen
fiir die Programm-Induktion anzusehen. Die Individuen oder Strukturen, die in der
GP durch evolutionéire Operatoren modifiziert werden, sind Computerprogramme
unterschiedlicher Gréfle und Komplexitét. Sie setzen sich aus Funktionen, Variablen
und Konstanten zusammen.

3.1.1 Funktionenmenge und Terminalmenge

Die Ausgangspopulation besteht bei der GP aus mehreren stochastisch generierten
Programmen. Die GP-Individuen (Programme) sind im Regelfall baumartig struk-
turiert (Siehe Abbildung 3.1). Sie werden gebildet aus den Elementen einer Menge
problemangemessener elementarer Funktionen (Funktionenmenge, function set, F)
sowie den Elementen einer Menge problemangemessener Variablen und Konstanten
(Terminalmenge, terminal set, T ). Beide Mengen bilden die Grundlage, auf deren
Basis GP versucht, Programme zu erzeugen, die das gegebene Anwendungsproblem
bestméglich 16sen. Gleichzeitig determiniert die Wahl der Funktionenmenge und der
Terminalmenge den Raum aller potentiell generierbaren Programme. Damit haben
diese Vorgaben grofien Einfluss auf die Komplexitéit des Suchraumes und beeinflus-
sen auch die Qualitéit des GP-Ergebnisses.
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Abbildung 3.1: Programmbaum und korrespondierender Ausdruck

Elemente der Funktionenmenge F konnen insbesondere sein:

e arithmetische Operationen (wie 4, —, ),

e mathematische Funktionen (sin, cos, usw.),
e boolsche Operationen (AND, NOT, usw.),
e Verzweigungen (IF-THEN-ELSE),

e Iterationen (FOR, DO-UNTIL, usw.),

e anwendungsspezifische Funktionen (wie z.B. protected division function).
Elemente der Terminalmenge sind:

e Konstanten und

e Variablen.

In praktischen Anwendungen sollte man grundsétzlich versuchen, moglichst niitz-
liche Funktionen in die Funktionenmenge aufzunehmen, die voraussichtlich das ra-
sche Auffinden guter Losungen erleichtern. Hier besteht also eine Moglichkeit zur
Beriicksichtigung von anwendungsspezifischem Vorwissen. Durch geeignete Aus-
wahl der Funktionenmenge kann Vorwissen beriicksichtigt werden. Die
Grofle des Suchraumes héngt direkt von den Elementen der Funktionenmenge und
der Terminalmenge ab. Man sollte diese Mengen von GP-Grundbausteinen also nicht
unnotig aufbldhen. Andererseits darf man sie aber nicht so stark einschrénken, dass
gute Losungen nicht mehr gefunden werden kénnen.

An die benutzerdefinierten Grundbausteine, also Funktionenmenge und Terminal-
menge, werden die folgenden zwei Anforderungen gestellt:

e Angemessenheit: Es muss mit den Elementen der Funktionenmen-
ge und Terminalmenge moglich sein, eine Losung fiir das gegebene
Anwendungsproblem zu finden.
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e Abgeschlossenheit: Jede Funktion der Funktionenmenge sollte als
Argument jeden Wert zulassen, den beliebige andere Funktionen
dieser Menge potentiell zuriickgeben kénnen sowie jeden Wert, den
beliebige terminals (das sind Variablen und Konstanten) annehmen
kénnten.

Um die Abgeschlossenheit sicherzustellen und Laufzeitfehler zu vermeiden kann es
erforderlich werden, bestimmte, seitens der Programmiersprache vorhandene Funk-
tionen zu ergédnzen, bevor man sie in die Funktionenmenge iibernimmt. So miissen
beispielsweise Divisionen durch Null verhindert werden, weshalb man eine spezielle
Form der Divisionsfunktion verwendet, bei der Division durch Null zu einem Ergeb-
niswert von 1 fithren. Diese in der GP héufig eingesetzte Funktion (protected division
function) wird mit dem Symbol % dargestellt.

3.1.2 Initialisierung

In der Initialisierungsphase wird eine Ausgangspopulation von baumstrukturierten
Programmen stochastisch erzeugt. Man generiert Programme, indem zunéchst mit
gleicher Wahrscheinlichkeit zuféllig eine Funktion der Funktionenmenge ausgewéhlt
und zur Wurzel des Programmbaumes bestimmt wird. Damit Programme nicht
iiberméfig grofl und komplex werden, legt man eine maximale Baumtiefe fest. Sie
entspricht der Anzahl der Kanten des ldngsten Pfades von der Wurzel zu einem
Endpunkt des Baumes. Ublich ist bei Koza eine Maximaltiefe von sechs in der Aus-
gangspopulation und von 17 in allen spéteren Populationen.

Umoglichst vielfaltige Programmstrukturen in der Ausgangspopulation zu haben,
benutzt man bei der Initialisierung haufig eine als half-ramping bezeichnete Vorge-
hensweise. Alle Baumtiefen zwischen zwei und der Maximaltiefe werden gleich oft
erzeugt. Fiir jede dieser Baumtiefen bestimmt man je die Hélfte der Vertreter auf
eine der beiden folgenden Weisen:

e full: Alle Pfade im Baum zwischen Wurzel und Endpunkten des Baumes sind
gleichlang und entsprechen der Tiefe des Baumes. Dies erreicht man, indem
Knoten auf einer Stufe des Baumes, die geringer sind als die festgelegte Baum-
tiefe, nur durch stochastisch und mit identischen Wahrscheinlichkeiten aus-
gewihlte Elemente aus der Funktionenmenge belegt werden diirfen. Knoten
auf der Stufe des Baumes, die seiner Tiefe entsprechen, werden dagegen durch
stochastische Auswahl aus der Terminalmenge bestimmt.

e grow: Die andere Halfte der Baume spezifizierter Tiefe weist unterschiedliche
Strukturen auf. Hier werden alle Knoten auf Stufen unterhalb der Baumtiefe
durch Elemente aus der Vereinigungsmenge von Funktionenmenge und Termi-
nalmenge belegt. Fiir die Knoten der letzten Stufe des Baumes werden dagegen
nur Elemente der Terminalmenge ausgewihlt. In beiden Fillen erfolgt die Aus-
wahl wieder stochastisch mit identischen Wahrscheinlichkeiten.



22 Genetische Programmierung

Duplikate, also identische Individuen, werden fiir die Ausgangspopulation nicht zu-
gelassen.

3.1.3 Fitnessberechnung

Die Gestaltung der Fitnessfunktion ist von sehr grofier Bedeutung fiir die Effektivitét
von GP. Folgende Uberlegungen sollten einfliefSen:

e Die unterschiedliche Qualitidt verschiedener Programme muss sich
im Fitnesswert moglichst differenziert wiederspiegeln.

e Auch Teillbsungen miissen differenziert bewertbar sein.

e In die Fitnessfunktion kénnen auch mehrere Beurteilungskriterien
einflieBen. Haufig beriicksichtigt man an dieser Stelle neben der
funktionalen Qualitéit eines Programmes auch andere Eigenschaften,
wie z.B. seine Komplexitit.

Je nach Anwendung kann die Fitness auf sehr unterschiedliche Weise gemessen wer-
den. Der unmittelbar aus der jeweiligen Anwendung abgeleitete Fitnesswert wird
als Rohfitness f. bezeichnet. Haufig arbeitet man bei der GP jedoch nicht mit der
Rohfitness, sondern transformiert diesen Wert.

Mit M als Populationsgréfle und b; ¢ (7 = 1,2, ..., M) als Bezeichner fiir ein Individu-
um 7 der aktuellen Population in der Generation GG gelten folgende Zusammenhénge:

e Rohfitness (raw fitness, f;): Der urspriinglich ermittelte Fitnesswert ohne prin-
zipielle Begrenzung. Er ist je nach Aufgabenstellung und Art der Berechnung
zu minimieren oder zu maximieren.

— In vielen Féllen lésst sich Fitness z.B. als Fehlerterm angeben, also als
absolute Differenz zwischen der Ausgabe des Programms und der korrek-
ten Ausgabe, summiert iiber eine Menge von reprisentativen Beispielen
(Trainingsdaten). Diese Differenz wird bei jedem Trainingsfall hdufig noch
quadriert. Je geringer die Summe der quadrierten Abweichungen ist, desto
besser ist das Programm.

Die folgende Gleichung ist ein Beispiel fiir eine Rohfitnessfunktion:

N

frb]-’G = Z(fl(bj,G) - al,Korrckt>2 (31)

=1
Wobei:

* o die Rohfitness des Individuums j in der Generation G,

Iy .
b]v
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x N die Anzahl der Trainingsdaten,
%y Korrekt die korrekte Ausgabe im Fall /, und

* fi(bjc) Ausgabe des Individuums j im Fall [ ist.

— In anderen Féllen kann die Fitness mit Hilfe einer Punktzahl ausgedriickt
werden, z.B. im Sinne von richtig erkannten Féllen aus einer Menge von
Trainingbeispielen. Hier wiirde eine hohe Punktzahl einer guten Fitness
entsprechen.

e Standardisierte Fitness (standardized fitness, fs ): Linear umgerechnete Roh-
fitness, wobei bessere Individuen kleinere standardisierte Fitnesswerte zuge-
ordnet bekommen als schlechtere Individuen. Der bestmdgliche standardisierte
Fitnesswert sei Null.

frbj’G , falls min. frbj,G gut ist

fon, = (3.2)
Froae.G — frbj,G , falls max. frbj,(; gut ist

Wobei:

- fst,,j . die standardisierte Fitness des Individuums j in der Generation G,

— frmax.c die mogliche maximale Fitness in der Generation G ist.

e Angepasste Fitness, Justierte Fitness oder Adjustierte Fitness (adjusted fit-
ness, fa): Sie liegt fiir jedes Individuum zwischen 0 und 1, wobei bessere Indi-
viduen gréflere Werte zugewiesen bekommen. Die Ermittlung der adjustierten
Fitness aus der standardisierten Fitness kann durch jede lineare oder nichtli-
neare Funktion erfolgen, die diese Bedingungen erfiillt. z.B.:

1

Jor, o =7 77—
b],G 1 + fStbj,G

(3.3)

Wobei f,, ., die angepasste Fitness des Individuums j in der Generation G ist.
J»

e Normalisierte Fitness (normalized fitness, f,): Liegt zwischen 0 und 1, wobei
die Summe der normalisierten Fitnesswerte aller Individuen einer Population
genau 1 ergibt. Groflere Werte entsprechen besseren Individuen.

fony o

fnbj,G Y

(3.4)

Wobei fnb_G die normalisierte Fitness des Individuums j in der Generation G
Js
ist.
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3.1.4 Selektion

Der Selektionsoperator kann in zwei algorithmische Teilschritte gegliedert werden:

1. Selektionsalgorithmus

2. Auswahlalgorithmus

Selektionsalgorithmus

Der Selektionsalgorithmus ist die Berechnung einer Auswahlwahrscheinlichkeit (tar-
get sampling rate, ts) fur jedes Individuum, die angibt, mit welcher Wahrscheinlich-
keit das Individuum zur Selektion herangezogen wird.

Die wichtigsten Selektionsalgorithmen sind:

1. Fitnessproportionale Selektion
2. Rangbasierte Selektion

3. Wettkampfselektion

Alle drei sind grundsétzliche Formen der nicht diskriminierenden (not extinctive)
Selektion.! Zur nitheren Charakterisierung der verschiedenen Selektionsalgorithmen
eignet sich unter anderem das Konzept des Selektionsdrucks.

Der Selektionsdruck kann anhand der takeover time charakterisiert werden. Dies ist
jene Anzahl an Generationen, nach der durch wiederholte Anwendung der Selektion
alleine eine Population entsteht, die M — 1 Kopien des besten Individuums der
Ausgangspopulation enthélt.

Je langer die takeover time ist, desto weicher ist die Selektion, umso niedriger ist
also der Selektionsdruck. Niedriger Selektionsdruck entspricht in erster Néherung
einer eher globalen Form der Optimumsuche, wiahrend hoher Selektionsdruck einer
Art stochastischer Gradientensuche entspricht.

'Bei der diskriminierenden Selektionsform werden einige Individuen in der Population keine Chan-
ce erhalten, Nachkommen zu haben.
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Fitnessproportionale Selektion Bei der fitnessproportionalen Selektion wird ein
Individuum mit umso groBlerer Wahrscheinlichkeit ausgewédhlt und in die néchste
Generation kopiert, je grofler sein Anteil an der Gesamtfitness der Population ist.

Die fitnessproportionale Selektion ist, nicht zuletzt wegen ihrer Einfachheit, die wohl
bekannteste Selektionsmethode und wird bei den meisten Einfiihrungen in genetische
Lernverfahren zuerst vorgestellt. Bei der fitnessproportionalen Selektion errechnet
sich die Auswahlwahrscheinlichkeit proportional zur normalisierten Fitness

e

¢ fnbg

(3.5)

t
STb;,
wobei:

° tsrbj . die Auswahlwahrscheinlichkeit des Individuums j in der Generation G,

. fnb_c die normalisierte Fitness des Individuums j in der Generation GG, und
s

° fnbc die durchschnittliche normalisierte Fitness in der Generation G

darstellen.

Bei der Wahl dieser Methode ist jedoch zu bedenken, dass die Gefahr eines ab-
nehmenden Selektionsdruckes bei zunehmender Angleichung der Fitnesswerte in der
Population besteht. Dem kann durch eine geeignete Berechnungsmethode der Fit-
nesswerte entgegengewirkt werden.

Rangbasierte Selektion Um der Gefahr des abnehmenden Selektionsdrucks zu
entgehen, kann man auf die rangbasierte Selektion ausweichen. Hierbei werden die
Individuen nach ihrer normalisierten Fitness aufsteigend sortiert und mit Rangnum-
mern rank(b; ) (beginnend mit Rang 1) versehen. Die Auswahlwahrscheinlichkeit
errechnet sich dann wie folgt:

rank(b; o) — 1

T (3.6)

tsrbj a = Qmin T (amax - amin)

wobel:

oty . die Auswahlwahrscheinlichkeit des Individuums j in der Generation G,
Js

amin die Auswahlwahrscheinlichkeit fiir das schlechteste Individuum,

(max die Auswahlwahrscheinlichkeit fiir das beste Individuum,

M die Populationsgrofie und

rank(b; ) der Rang des Individuums j in der Generation G nach f, sortiert
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darstellt.

Da die Auswahlwahrscheinlichkeit eines Individuums gréfier sein muss als 0, und die
Summe aller Auswahlwahrscheinlichkeiten der Individuen einer Population genau
M zu ergeben hat, gelten fiir ay;, und a,., folgende einschrinkende Bedingungen:

1 < apax < 2

Qmin = 2— Amax

Die Auswahlwahrscheinlichkeit jedes Individuums héngt von seiner Position in einer
auf der Fitness basierenden Rangordnung aller Mitglieder der aktuellen Population
ab. Die absolute Hohe von Fitnessunterschieden zwischen verschiedenen Individuen
wird dadurch nebenséchlich. Der Selektionsdruck kann direkt iiber den Wert von
(max gesteuert werden.

Wettkampfselektion Dieser Algorithmus vermeidet Skalierung und erfordert, an-
ders als die rangbasierte Selektion, keine rechenaufwendige Sortierung der Populati-
on nach Fitnesswerten. Die Wettkampfselektion integriert Selektions- und Auswahl-
algorithmus.

Die iibliche Vorgehenweise besteht darin, dass aus der Population ¢ Individuen (2 <
¢ < M) mit gleicher Selektionswahrscheinlichkeit P, = 1/M ausgewéihlt werden, um
dann das beste unter ihnen auszuwéhlen. Dieser Vorgang wird M-mal wiederholt.
Uber den Wert von ¢ lisst sich der Selektionsdruck steuern. Haufig nimmt man
den Wettkampfumfang ¢ = 2. Man spricht dann von bindrer Wettkampfselektion.
Mit steigendem & nimmt bei konstanter Populationsgrole M der Selektionsdruck zu.
Héalt man dagegen den Wettkampfumfang ¢ konstant und erhéht M, so sinkt der
Selektionsdruck.

Auswahlalgorithmus

Nachdem jedem Individuum der Population eine Auswahlwahrscheinlichkeit ¢ zu-
geordnet wurde, wird ein entsprechender Auswahlalgorithmus bestimmt, der Indivi-
duen mit groBler Auswahlwahrscheinlichkeit ¢, bevorzugt. Die Auswahlalgorithmen
sind:

e Stochastic Sampling with Replacement

e Stochastic Universal Sampling
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Stochastic Sampling with Replacement Es handelt sich hierbei um den ge-
brauchlichsten Auswahlalgorithmus. Die einzelnen Individuen der Population wer-
den in einem gewichteten Zufallsverfahren ausgewéhlt, wobei die Gewichtung anhand
der zuvor berechneten Auswahlwahrscheinlichkeit (tg) erfolgt. Dieser Auswahlalgo-
rithmus kann sehr gut mit Hilfe eines Roulettrades veranschaulicht werden, welches
in M Sektoren unterschiedlicher Grofle unterteilt ist (wobei M die Anzahl der Indi-
viduen in der Population darstellt). Die Grofie jedes Sektors wird durch die g, des
entsprechenden Individuums bestimmt. Mit m Versuchen kann man nun m Individu-
en selektieren, wobei die Chance fiir jedes Individuum ausgewéhlt zu werden, mit der
Grofle des entsprechenden Sektors, und somit mit ¢, des Individuums korreliert. Man
spricht wegen dieser anschaulichen Darstellung auch vom Roulett- Wheel- Verfahren.

Problematisch hierbei ist jedoch, dass im Prinzip jedes Individuum mit einer positi-
ven tg, durch Zufall die ganze Folgepopulation ausfiillen kann. Dies stellt vor allem
bei kleinen Populationsgrofien ein echtes Problem dar.

Dass t,, und die tatsidchliche Anzahl von Kopien eines Individuums weit ausein-
anderklaffen konnen, ist der gravierendste Nachteil des Stochastic Sampling with

Replacement.

Abbildung 3.2: Auswahlalgorithmus: Stochastic Sampling with Replacement (links),
Stochastic Universal Sampling (Auswahl von 4 Individuen) (rechts)

Stochastic Universal Sampling Dieses Verfahren bietet die beste Losung fiir das
angesprochene Problem. Die Grundidee besteht darin, alle m Individuen in nur einer
Zufallsselektion auszuwéahlen. Will man z.B. 4 Individuen selektieren, dann legt man
um beim Roulett-Beispiel zu bleiben, iiber das in Sektoren unterteilte Roulettrad
ein weiteres Rad mit genau 4 Speichen in gleichem Abstand. Dreht man nun dieses
Rad, so kommt nach dem Stillstand jede Speiche iiber einem bestimmten Sektor des
darunter liegenden Roulettrades zu stehen. Damit sind z.B. 4 Individuen in einem
Schritt selektiert, und es besteht auch bei kleinen Populationen keine Gefahr, dass
ein einzelnes Individuum die ganze Nachfolgepopulation ausfiillt. In Abbildung 3.2
(rechts) wird ein Beispiel von Stochastic Universal Sampling gezeigt, bei dem das
Individuum mit der grofiten tg,. zwei mal, und die beiden anderen Individuen jeweils
ein mal ausgewahlt werden.
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3.1.5 Elite-Selektion

In vielen Anwendungen wird, unabhéngig vom sonst verwendeten Selektionsalgo-
rithmus, das beste Individuum der aktuellen Generation auf jeden Fall in die Popu-
lation der néchsten Generation iibernommen. Man bezeichnet diese Vorgehensweise
als Elite-Selektion (elitist selection) oder Elitismus.

Durch Elite-Selektion ist gewé&hrleistet, dass die besten bisher gefundenen Losun-
gen eines GP-Laufes nicht mehr aus der Population verlorengehen. Dies wére sonst
aufgrund des stochastischen Charakters von Kreuzung und Mutation nicht sicher-
gestellt. Andererseits vergrofert Elite-Selektion die Gefahr dauerhafter Stagnation
auf einem Suboptimum.

3.1.6 Genetische Operatoren

Genetische Operatoren dienen im GP zur Erzeugung von Nachkommen, damit die
Population der néchsten Generation eine moglichst bessere Durchschnittsfitness be-
sitzen kann. Kreuzung und Reproduktion werden als primére Operationen fiir die
GP bezeichnet. Dariiber hinaus gibt es weitere Operationen, die man einsetzen kann,
aber nicht unbedingt muss. Solche Operationen sind Mutation, Permutation, Editie-
ren und Einkapselung. Diese Operationen seien im Folgenden genauer beschrieben.

Reproduktion (Reproduction)

Im Fall des Reproduktionsoperators wird ein Individuum ausgewéhlt und unverin-
dert in die neuen Population kopiert.

Kreuzung (Rekombination oder Crossover)

Bei der Kreuzung werden zunéchst zwei Individuen als Eltern-Individuen ausge-
wéhlt. In beiden Eltern wird anschlieend stochastisch und unabhéngig voneinander
ein Kreuzungspunkt bestimmt. In Abbildung 3.3 sind dies die Knoten + und ¢ von
den Eltern-Individuen

((ax5)—(4+b)) und (c*(9+1)).

Im Allgemeinen werden innere Knoten und Endpunkte des Baumes (Endknoten) mit
unterschiedlichen Wahrscheinlichkeiten als Kreuzungspunkte gewéhlt. In [Koza92]
wurden innere Knoten mit einer Wahrscheinlichkeit von p;, = 0,9 und Endknoten
mit einer Wahrscheinlichkeit von pe, = 0, 1 als Kreuzungspunkte ausgewahlt. Ist die-
se Entscheidung getroffen, so wird bei jedem Eltern-Individuum unter dem jeweiligen
Knoten stochastisch und mit gleicher Wahrscheinlichkeit einer als Kreuzungspunkt
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ausgewahlt. Anschliefend tauscht man die zwei entstehenden Kreuzungsfragmente
(Abbildung 3.3), also die mit dem Kreuzungspunkt als Wurzelknoten beginnenden
Teilbdume, zwischen den Elternkopien aus und erhélt so zwei Nachkommen von in
der Regel unterschiedlicher Gréfle und Struktur.

2 Eltern-Individuen——> 2 Nachkommen

1. Kreuzungspunkt

(2)
(%) ©

@ ©® © O

Abbildung 3.3: Kreuzung zwischen zwei Eltern-Individuen in GP

Allerdings werden Nachkommen, welche die maximal erlaubte Tiefe iiberschreiten,
verworfen und stattdessen fiir Nachkomme 1 das Eltern-Individuum 1 (fiir Nach-
komme 2 das Eltern-Individuum 2) in die neue Population tibernommen. Ebenfalls
ausgeschlossen wird oft die Moglichkeit, ein Kreuzungsfragment, das nur aus einer
Variablen oder Konstanten besteht, an die Wurzel (als Kreuzungspunkt) dem ande-
ren Eltern-Individuum anzufiigen.

Mutation (Mutation)

Der durch den Reproduktions- oder Kreuzungsoperator erzeugte Nachkomme kann
anschliefend mutiert werden. Die Mutationswahrscheinlichkeit p,, ist normalerweise
sehr klein oder wird null gesetzt.

Eine iibliche Form der Mutation ist in Abbildung 3.4 dargestellt. Ein Knoten eines
Individuums wird stochastisch als Mutationspunkt bestimmt. Dann wird ebenfalls
stochastisch ein neuer Programmbaum generiert, dessen maximal erlaubte Tiefe ge-
ringer ist als der sonst zuldssige Wert der Baumtiefe. Nun ersetzt man im Individuum
den Teilbaum, dessen Wurzel der Mutationspunkt ist, durch den eben generierten
Baum. Die so entstandene Mutante wird in die neue Population iibernommen, so-
fern sie die zulédssige maximale Baumtiefe nicht iiberschreitet. Ansonsten kann der
Mutationsvorgang entweder wiederholt werden, oder man iibernimmt das Ausgangs-
Individuum.
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1 Nachkomme ——> 1 Mutant

Mautationspunkt

Abbildung 3.4: Mutation in GP
Editieren (Editing)

Die Operation Editieren verkiirzt ein Individuum, ohne dass es seine Bedeutung
oder seine Fitness verliert. Es gibt namlich Unterausdriicke, die man durch ein
Terminalsymbol ersetzen kann. Als Beispiel betrachtet man den mathematischen
Ausdruck 1 + 4. Er kann durch das Terminal 5 ersetzt werden.

Editieren

Beispiel: 14+4 "— 5

Um die Komplexitdt der bereits gefundenen Ausdriicke zu reduzieren, wird
die Operation Editieren wiahrend eines Programmlaufes hin und wieder ausgefiihrt.

Permutation (Permutation)

Die Operation Permutation vertauscht einen Teilbaum mit einem anderen Teilbaum
innerhalb eines Individuums.

2. Teilbaum 1.Teilbaum
S ~ =~ Permutation ——
Beispiel: (4 xa) — Yy — Y — (4xa)
—— ~
1. Teilbaum 2.Teilbaum

Einkapselung (Encapsulation)

Bei dieser Operation wird ein Teil eines Individuums durch ein Symbol ersetzt. So
kann man z.B. in (2 X s) + d die Multiplikation (2 x s) durch einen Ausdruck E
ersetzen und erhélt E + d. Die weitere Verarbeitung erfolgt dann mit dem Symbol
E, was fiir die Ausdriicke unter Umstéanden eine erhebliche Vereinfachung darstellen
kann.
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Einkapselung
—

Beispiel: (2 xs) + d E + d

——
E

3.1.7 Steady-state

In den meisten GP-Implementierungen werden wéhrend einer Generation immer
alle Individuen der Population durch ihre Nachkommen ersetzt. Man bezeichnet
diese Ersetzungs-Strategie als generational replacement. In einer als steady-state be-
zeichneten Variante werden dagegen bei jeder Iteration nur wenige Individuen der
Population, im Allgemeinen die schlechtesten, ersetzt. Dadurch verbleiben gute Lo-
sungen tendenziell ldnger in der Population und kénnen den Optimierungsprozess
dauerhafter beeinflussen als bei dem generational replacement.

3.1.8 Vereinfachungszwang

Der Vereinfachungszwang (Parsimony Pressure) ist eine Mafinahme zur Verminde-
rung der iiberméfligen groflen Komplexitit des Ergebnisses. Die Komplexitiat kann
die Programmlénge oder die Tiefe des Individuums sein. Bei der Anwendung des
Vereinfachungszwangs wird die Komplexitdt in die Fitnessfunktion eingeschlossen.
Die Gleichung 3.9 zeigt eine einfache Fitnessfunktion mit der hinzu addierten Kom-
plexitit.

frvpbj,c = frbj7G + Oz(G) ’ ij,c (3'9)
Wobei:

® fu .. die Rohfitness des Individuums j in der Generation GG ohne Beriicksich-
Js

tigung des Vereinfachungszwangs

° fr,pb.c die Rohfitness des Individuums j in der Generation GG unter Beriick-
Js
sichtigung des Vereinfachungszwangs

o (}, , die Komplexitét des Individeums j in der Generation G, und

e a(G) der bestimmter Faktor des Vereinfachungszwangs in der Generation G

ist.

Der Faktor des Vereinfachungszwangs «(G) ist von der Generation abhingig. Am
Anfang des GP-Laufes sollte er sehr klein bleiben, damit die GP eine grofie Freiheit
fiir die Evolution besitzt. Falls die GP ein Ergebnis mit einem akzeptierbaren Fehler
findet, kann «(G) erhoht werden.
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Der Vorteil des Vereinfachungszwangs kann heute noch nicht véllstindig zusammen-
gefasst werden. Ein konstanter Faktor des Vereinfachungszwangs a(G) fiihrt sehr oft
zu einem schlechten Ergebnis, und die GP stagniert vorzeitig. Dagegen kann man
beim variierten Faktor des Vereinfachungszwangs a(G) eine gute und kurze Losung
bekommen.

3.1.9 Automatisch Definierte Funktionen

Komplexe Problemstellungen lassen sich héufig in verschiedene, besser iiberschauba-
re Teilprobleme zerlegen. Im néchsten Schritt versucht man dann, diese Teilprobleme
zu 16sen. Anschlieend verwendet man die Losung der Teilprobleme, um das kom-
plexe Gesamtproblem zu l6sen. So entsteht eine hierarchische und modulare Lésung
des Gesamtproblems.

Ein solches Vorgehen ist typisch und fiihrt hdufig zu besserer Verstédndlichkeit der
Programme und macht somit den Prozess der Problemlésung und Systementwick-
lung effizienter. Losungen von Teilproblemen kénnen wiederholt aufgerufen oder,
eventuell mit kleinen Modifikationen, an verschiedenen Stellen eines Programmes
verwendet werden.

Um die Effizienz von GP bei komplexen Problemstellungen zu verbessern, sind ver-
schiedene Modularisierungskonzepte vorgeschlagen worden, von denen sich die Au-
tomatisch Definierten Funktionen (ADFs) in [Koza94] am weitesten durchgesetzt
haben. Sie sind inzwischen eine Standarderweiterung in vielen GP-Systemen gewor-
den.

Im Wesentlichen geht es bei dieser Erweiterung der GP darum, fiir konkrete Pro-
blemstellungen modular aufgebaute Programme zu generieren, die aus ADFs und
einem Hauptprogramm bestehen. Dabei werden die konkreten Inhalte des Haupt-
programmes und der ADFs durch evolutiondre Mechanismen automatisch erzeugt.
Es ist nicht vorgegeben, ob und in welcher Weise die ADFs im Rahmen eines GP-
Individuums aufgerufen und eingesetzt werden.

Allerdings muss im Vorfeld eines GP-Laufes entschieden werden, wie die grobe Pro-
grammarchitektur aussehen soll, insbesondere, wieviele ADFs jedes Programm der
GP-Population hat und wieviele Parameter (Argumente) einer Funktion iibergeben
werden.

3.2 Durchfiihrung des GP-Laufes

Bevor ein GP-Lauf gestartet werden kann, sind einige Entscheidungen zu treffen, die
in die folgenden fiinf Schritte untergliedert werden:
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1. Festlegen der Terminalmenge,

2. Festlegen der Funktionenmenge,

3. Bestimmen eines geeigneten Fitnessmafles
4. Bestimmen von Strategieparameterwerten,

5. Bestimmen des Abbruchkriteriums und einer Entscheidungsregel, um das GP-
Ergebnis festzulegen.

Da sich Computerprogramme in der GP aus Elementen der Funktionenmenge und
der Terminalmenge zusammensetzen, definiert der Benutzer in den ersten zwei vor-
bereitenden Schritten faktisch eine Sprache, in der GP die spétere Losung ausdriickt.

Ein wichtiger Strategieparameter von GP ist die Populationsgrofie M. GP verwen-
det in der Grundform vergleichsweise grofie und héufig nicht weiter strukturierte
Populationen von oft mehreren Tausend Individuen.

Fiir den Wert der maximalen Anzahl von Generationen Gy, gibt es keine generel-
len Empfehlungen. Er hiangt iiberwiegend von der Komplexitiat der Anwendung und
vom Leistungsumfang der verfiigharen Hardware ab. Koza verwendet in seinen Ex-
perimenten haufig 51 Generationen (inkl. Ausgangspopulation). Ein GP-Lauf wird
andererseits oft auch vorzeitig abgebrochen, wenn eine vollkommen korrekte Losung
fiir das bearbeitete Problem gefunden ist. Ansonsten gilt in der Regel das Beste im
gesamten GP-Lauf gefundene Programm als Schlussergebnis der GP.

GP-Parameter Einstellung
Populationsgrofle M 4000

Max. Generation G« 50
Kreuzungswahrscheinlichkeit p,. 0,9
Reproduktionswahrscheinlichkeit p;, 0,1

Lage Kreuzungspunkt: pi,/pep 0,9/0,1
Max. Baumtiefe Ausgangspopulation Djpitial 6

Max. Baumtiefe wiahrend des restl. Laufes Deieatea 17
Mutationswahrscheinlichkeit py, 0,0
Premutationswahrscheinlichkeit p,, 0,0
Editierenswahrscheinlichkeit peq 0,0
Einkapselungswahrscheinlichkeit pe, 0,0
Initialisierungsmethode half-ramping

Selektionsverfahren Wettkampf mit £ =7
Elite-Selektion Nein
Fitnesstyp standardisierte Fitness

Tabelle 3.1: Standardeinstellungen fiir wichtige GP-Parameter
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Tabelle 3.1 nennt Standardeinstellungen der wesentlichen GP-Strategieparameter,
die von Koza in [Koza94| vorgeschlagen wurden. Aufgrund verschiedener stochasti-
scher Einfliilsse in GP koénnen die Ergebnisse einzelner Léaufe, auch bei der gleichen
Parametereinstellung, stark streuen. Nachdem die fiinf vorbereitenden Schritte ab-
geschlossen sind, kann ein GP-Lauf durchgefiihrt werden.

Schritt 1: Initialisierung

In der Initialisierungsphase wird eine Ausgangspopulation P(0) von M baumstruk-
turierten Programmen stochastisch erzeugt.

Schritt 2: Bewerten der Ausgangslésungen

In diesem Schritt wird jedes Individuum der Ausgangspopulation P(0) anhand der
Fitnessfunktion in der bereits beschriebenen Weise bewertet. Da alle Programme
zufilligen Charakter haben, sind die Fitnesswerte in der Ausgangspopulation im
Allgemeinen extrem schlecht. Dennoch werden bessere und schlechtere Losungen
vorliegen, die sich anhand ihrer Fitnesswerte differenzieren lassen.

Schritt 3: Selektion

e In diesem Schritt wird zuerst eine Auswahlwahrscheinlichkeit (), die auf der
Basis der Fitnesswerte erfolgt, fiir jedes Individuum berechnet.

e Danach werden M Individuen anhand dieser Auswahlwahrscheinlichkeit gezo-
gen und damit als Eltern-Individuen ausgewéhlt.

Schritt 4: Bilden der neuen Population

Die folgenden Teilschritte werden so oft durchlaufen, bis die zunéchst leere neue
Population den Umfang von M Individuen (Programmen) erreicht hat.

Schritt 4.1: Manche GP, z.B. [Wein97], haben die Moglichkeit, ein neues Indivi-
duum mit der Wahrscheinlichkeit pereat stochastisch zu erzeugen. Im anderen Fall
wird der Reproduktions-, Kreuzungs- oder Mutationsoperator verwendet.

Schritt 4.2: Operatorwahl Ein Operator (entweder Kreuzungsoperator oder Re-
produktionsoperator) wird auf der Basis der Kreuzungswahrscheinlichkeit p. und
der Reproduktionswahrscheinlichkeit p, ausgewéhlt.
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Schritt 4.3: Stochastische Elternwahl und Erzeugen von Nachkommen

e Im Fall des Reproduktionsoperators wird ein Eltern-Individuum mit gleicher
Wahrscheinlichkeit 1/M ausgewéhlt und unverdndert in die neue Population
kopiert.

e Im Fall der Kreuzung werden zunéchst zwei Eltern-Individuen mit gleicher
Wahrscheinlichkeit 1/M ausgewihlt. Bei beiden Eltern-Individuen wird da-
nach der Kreuzungsoperator angewendet, um zwei Nachkommen zu erzeugen.
Anschlieend werden die zwei Nachkommen in die neue Population iibernom-
men.

Mit der Wahrscheinlichkeit p, konnen die Nachkommen anschlieBend durch den
Mutationsoperator verdndert werden.

Schritt 5: Weiter mit Schritt 2 bis ein Abbruchkriterium greift

Der geschilderte Ablauf iteriert, bis ein Abbruchkriterium greift. So entstehen im
Verlauf der Zeit aus den zufilligen Ausgangslosungen sukzessiv bessere Losungen
des gegebenen Anwendungsproblems.

Oft empfiehlt sich eine manuelle Nachbearbeitung der Schlusslosung, um die Les-
barkeit und Versténdlichkeit zu verbessern. Abbildung 3.5 verdeutlicht den GP-Lauf
nochmals im Uberblick.
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Initialisierung der
Ausgangspopulation

Fitnessberechnung

Fitnessberechnung
G=G+1
nein
Mit Wahrscheinlichkeit: ) .. Mit Wahrscheinlichkeit: 1,0,

Abbildung 3.5: Ablauf der GP
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3.3 Genetische Programmierung mit kontextfreier
Grammatik

GP war in [Koza92] urspriinglich zur automatischen Erzeugung von Programmen
in LISP entwickelt. Die Sprache LISP hat nur sehr wenige syntaktische Grundre-
geln. Da hohere Programmiersprachen (C, C++, Java, usw.) durch eine kontextfreie
Grammatik beschrieben sind, ist es moglich, die kontextfreie Grammatik als Basis
fiir die automatische Erzeugung von Programmiersprachen einzusetzen.

Eine GP, deren Evolutionsprozess auf einer bestimmten kontextfreien Grammatik
basiert, wird hier genetische Programmierung mit kontextfreier Grammatik (CTF-
GP) genannt.

CTF-GP erscheint in den verschiedensten Verdffentlichungen. In [Hoer96, Gey97]
werden Ableitungsbdume einer bestimmten kontextfreien Grammatik als Struktur
von Individuen (Programmen) verwendet. Dabei erzeugen der Kreuzungs- und Mu-
tationsoperator immer syntaktisch korrekte Nachkommen. Diese Idee ist dhnlich wie
die Arbeit von Whigham in [Whig96, Whig01]. In [Kel96, Free98, One99, One01]
sind die Individuen der CTF-GP nicht mehr in Ableitungsbdumen strukturiert, son-
dern in eine lineare Form umgewandelt. Weitere Veroffentlichungen von CTF-GP
findet man in [Wong95, Pat97].

3.3.1 Kontextfreie Grammatik

Eine formale Sprache besteht aus einer Menge von Zeichenketten, die durch eine
Grammatik erzeugt werden. Eine Grammatik ist sowohl das mathematische System
zur Definition einer formalen Sprache, als auch ein Satz von Regeln zur Feststel-
lung der syntaktischen Giiltigkeit eines konkreten Satzes. Im Folgenden werden nur
kontextfreie Grammatiken betrachtet, die hohere Programmiersprachen beschrei-
ben. Eine kontextfreie Grammatik ist in der Literatur [Aho72, Aho88] iiblicherweise
folgendermaflen definiert:

Definition 3.1 FEine konteztfreie Grammatik ist ein 4-Tupel G = (N, T, P, S), wo-
bei

N : die Menge der Nichtterminalsymbole,
T : die Menge der Terminalsymbole, und

P: die Relation N x (N UT)* ist.
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S': st ein besonderes Nichtterminalsymbol, auch Startsymbol genannt.

Definition 3.2 Fin Element (A, 3) € P heifit Ableitung (oder Produktion) und wird
abkiirzend A — (3 geschrieben.

Eine Ableitung ist somit eine Ersetzungsregel fiir ein Nichtterminalsymbol A, wobei
dieses Nichtterminalsymbol durch einen String (Zeichenkette) ( aus (Nichtterminal-
und) Terminalsymbolen ersetzt wird.

Existieren mehrere Ableitungen (A, 51), (A4, 52), ..., (4, 5,) € P, so schreiben wir
hierfiir:

A—’ﬁl|52||ﬁn

Definition 3.3 Die Menge Pa, C P aller maglichen Ableitungen fiir ein Nichtter-
minalsymbol Ay

Pay ={(A,8) €P : A=A} (3.10)

heifst auch die Menge der Alternativen fiir Ag. Die Entscheidung fiir die Anwendung
einer konkreten Ableitung (Ao, Br) € Pa,, (k=1,2,...,n) nennen wir Auswahl.

Beispiel 3.1 (Das boolsche 4-zu-1-Multiplexer Problem) Alle boolschen
Ausdriicke, die aus zwei Adressbits (ag,a1) und vier Datenbits (dy,dy, ds, ds) beste-
hen, und mit den boolschen Operationen NOT, OR, AND und IF verknipft sind,
konnen durch eine formale Sprache beschrieben werden, die durch die Grammatik
Ga:1—Mux bestimmit ist:

g4:17Mux = (N7 Ta P? S)
N - {F07 Fl}
7 = {ap,a1,do,dy,dy,d3, NOT, OR, AND, IF}

P besteht aus den folgenden Ableitungen:

S — Fl
Fl — FO |
NOT F; |

OR F F o

Das Programm:

IF(ag, (IF(ay,ds, ds)), (IF(ay,dy,dp)))

ist beispielsweise ein giltiger Satz, der einer Losung des boolschen 4-zu-1-Multiplexer
Problems entspricht.
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Bei der Erzeugung eines Satzes werden Strings aus Nichtterminal- und ggf. Ter-
minalsymbolen durch Anwendung passender Produktionen auf die Nichtterminal-
symbole weiter abgeleitet, bis der String nur noch aus Terminalsymbolen be-
steht. Im Beispiel besteht der giiltige Satz nur noch aus den Terminalsymbolen
ap, a1, do, dl, d27 d3, NOT, OR, AND, IF.

3.3.2 Grundkonzept der CTF-GP

Es gibt verschiedene Konzepte der CTF-GP. In dieser Arbeit wird Bezug auf die
Biicher von [Hoer96, Gey97| genommen.

()
© @
® © ©

GP CTF-GP

Abbildung 3.6: Baumartige Struktur der GP (links) und Ableitungsbaum der CTF-
GP (rechts)

Die wichtigsten Hauptunterschiede zwischen CTF-GP und GP in [Ko0za92] sind fol-
gende:

e GP wurde zur automatischen Erzeugung von LISP-Programmen entwickelt,
deren Individuen auf einer LISP-baumartigen Struktur basieren. Dagegen be-
steht ein Individuum in CTF-GP aus Ableitungsbdumen einer bestimmten
kontextfreien Grammatik.

Abbildung 3.6 zeigt deutlich den Unterschied zwischen den beiden Individuen
dieser Grammatiken. Offensichtlich ist jede baumartige Struktur der GP ein
Ableitungsbaum, jedoch nicht jeder Ableitungsbaum ist passend zur baumar-
tigen Struktur.

e Die genetischen Operatoren basieren in CTF-GP auf der Syntax einer kon-
textfreien Grammatik. Dagegen verwenden die genetischen Operatoren in GP
die Syntax einer solchen kontextfreien Grammatik nicht.

Der Ablauf der CTF-GP soll dhnlich wie der Ablauf der GP aussehen. Aufgrund der

Anwendung einer kontextfreien Grammatik miissen aber

e die Wahl der Funktionenmenge und Terminalmenge,
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e das Initialisierungsverfahren und

e die genetischen Operatoren, d.h. Kreuzung und Mutation,

angepasst werden. Weitere Prozesse in CTF-GP, wie z.B. Selektion oder Fitnessbe-
rechnung, sind identisch mit den entsprechenden Prozessen der GP.

Funktionenmenge und Terminalmenge

Funktionenmenge und Terminalmenge werden durch eine kontextfreie Grammatik
ersetzt. Die Wahl einer kontextfreien Grammatik ist besonders wichtig fiir CTF-GP.
Da sie die Struktur des Individuums bestimmt, beeinflusst sie damit auch die Ver-
teilung der Individuen in der Ausgangspopulation, und der Wirkung der genetischen
Operatoren, wie Kreuzung und Mutation.

Die kontextfreie Grammatik G4.q_nux im Beispiel 3.1 zeigt eine kontextfreie Gram-
matik, die der Funktionenmenge:

F = {NOT, OR, AND, IF} (3.11)
und der Terminalmenge:
T: {a07a17d07d17d27d3} (312)

fiir das boolsche 4-zu-1-Multiplexer Problem in [Koza92] entspricht.

Initialisierung

Bei der Initialisierung wird eine Ausgangspopulation aus M Zufallsableitungsbau-
men erzeugt, wobei M fiir die Grofle dieser Population steht. Es ist nun aber fiir die
Effizienz des Verfahrens von grofler Bedeutung, wie diese Baume erzeugt werden.
Dies wird durch das folgende Beispiel offensichtlich.

Wie man aus der kontextfreien Grammatik G4.1_nu im Beispiel 3.1 gezeigten Nota-
tion erkennt, gibt es fiir jedes Nichtterminalsymbol eine gewisse Anzahl moglicher
Ableitungen. F{y kann beispielsweise nach ag, ai, dgy, di, ds oder ds abgeleitet werden.
Die einfachste Form der Erzeugung eines zufélligen Ableitungsbaumes besteht darin,
zunéchst mit dem Startsymbol F} zu beginnen und dieses um eine der fiinf méglichen
Ableitungen zu erweitern. Dann wird jedes noch verbleibende Nichtterminalsymbol
solange zufillig um eine seiner moglichen Ableitungen erweitert, bis ein vollstéandiger
Ableitungsbaum entstanden ist, oder die maximale Ableitungstiefe erreicht wurde.
Beim Erreichen der maximalen Ableitungstiefe muss der unfertige Ableitungsbaum
verworfen, und ein neuer Versuch gestartet werden. Die Ableitungstiefe wird hier
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durch die Anzahl der Nichtterminalsymbole definiert. Abbildung 3.6 (rechts) zeigt
beispielhaft die Zufallserzeugung des Wortes:

AND((NOT(ay)), (OR(dy, d3)))

In [Gey97] wurde gezeigt, dass bei dieser einfachen Art der Zufallserzeugung kiirzere
Worte mit weitaus hoherer Wahrscheinlichkeit in der Ausgangspopulation vertreten
sind, als langere Worte. Auch der naheliegende Gedanke, doppelte Individuen zu
eliminieren, bringt keine tatséchliche Verbesserung. Geyer-Schulz schlug in [Gey97]
noch weitere Initialisierungsverfahren vor, diese sind jedoch sehr zeitaufwendig.

Kreuzung

Es ist darauf zu achten, dass der durch den Kreuzungsoperator entstandene Ablei-
tungsbaum wieder eine vollstdndige, korrekte Ableitung ergibt. Dies kann erreicht
werden, indem man in den zu kreuzenden Bidumen jeweils stochastisch und un-
abhéngig voneinander zwei gleiche Nichtterminalsymbole heraussucht, und den so
gefundenen Teilbaum des ersten Ableitungsbaumes durch den gefundenen Teilbaum
des zweiten Ableitungsbaumes ersetzt.

2 Eltern-Individuen———> 1 Nachkomme

Abbildung 3.7: Kreuzung zwischen zwei Eltern-Individuen in CTF-GP von [Hoer96]

In Abbildung 3.7 wird anhand eines Beispiels demonstriert, wie dies funktionert. In
den beiden Ableitungsbdumen des Eltern-Individuums

OR(a1,NOT(AND(ds,d;))) und IF(NOT(OR(aq,ds)),do,ds)

wird jeweils ein Knoten mit dem Symbol F; zufillig herausgesucht. Der erzeugte
neue Baum im unteren Teil der Abbildung ist eine Kopie des ersten Baumes, mit
dem Unterschied, dass der Teilbaum unterhalb des Kreuzungspunktes durch den
Teilbaum des zweiten Ableitungsbaumes ersetzt wurde. Der resultierende Nachkom-
me OR(a;, NOT(OR(aq,d3))) ist wiederum syntaktisch korrekt.
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In CTF-GP von [Hoer96] wird nur ein Nachkomme aus den zwei Eltern-Individuen
durch den Kreuzungsoperator erzeugt. Es ist jedoch moéglich CTF-GP neu zu im-
plementieren, so dass der Kreuzungsoperator zwei Nachkommen aus zwei Eltern-
Individuen erzeugen kann.

Mutation

Ein Teilbaum des zu mutierenden Individuums, beginnend mit einem Nichtterminal-
symbol, wird dhnlich dem zuvor erlauterten Kreuzungsoperator durch einen zufélli-
gen Teilbaum, beginnend mit dem gleichen Nichtterminalsymbol, ausgetauscht. Dies
stellt sicher, dass der derart modifizierte Baum wiederum eine korrekte Ableitung
darstellt.

3.4 Zusammenfassung

GP ist eine automatische Erzeugung von Computerprogrammen, die urspriinglich
fiir die Programmiersprache LISP entwickelt wurde. Thr Ablauf orientiert sich an
der Evolution der Natur. Computer sollen damit in die Lage versetzt werden, sich
weitgehend selbst zu programmieren.

Alle moglichen ausfithrbaren Computerprogramme lassen sich aus einer bestimm-
ten Menge von Funktionen und Terminalen zusammensetzen. Die Funktionenmenge
und die Terminalmenge miissen gut genug definiert sein, so dass die gesuchte Losung
(Programm) eines Problems damit ausgedriickt werden kann. Um die syntaktische
Korrektheit der durch die genetischen Operatoren neu entstandenen Programme
zu gewahrleisten, muss jede Funktion neben allen Terminalen auch jedes Ergebnis
als Eingabe akzeptieren, das eine andere Funktion zuriickliefern kann. Alle Funk-
tionen unterliegen damit der Einschriankung, den gleichen Typ zuriickzugeben und
ausschlieflich Argumente dieses Typs zu akzeptieren.

In der Ausgangspopulation sollen moglichst vielfiltige Programmstrukturen ent-
halten sein. Man benutzt daher bei der Initialisierung héaufig ein half-ramping-
Verfahren.

Die Gestaltung der Fitnessfunktion ist von sehr groler Bedeutung fiir die Effektivitat
von GP, da die Fitnessfunktion als Orientierung fiir die Evolution dient. Die unter-
schiedliche Qualitdat verschiedener Individuen muss sich im Fitnesswert moglichst
differenziert widerspiegeln.

Bei allen Selektionsverfahren erhilt jedes Individuum in GP eine Chance, abhingig
von seinem Fitnesswert, Nachkommen zu haben.
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Kreuzung und Reproduktion sind primére genetische Operationen zur Erzeugung
von Nachkommen. Dagegen werden weitere genetische Operatoren, wie z.B. Mutati-
on, Editieren, Permutation, Einkapselung mit sehr niedriger Wahrscheinlichkeit oder
gar nicht verwendet.

CTF-GP ist eine weitere Form von GP. Der Hauptunterschied zu GP besteht darin,
dass die Individuen in der CTF-GP keine baumartige Struktur der Funktionen- bzw.
Treminalmenge, sondern Ableitungsbédume einer bestimmten kontextfreien Gram-
matik, verwenden. Daher miissen die Initialisierung sowie die genetischen Operato-
ren an die Syntax der kontextfreien Grammatik angepasst werden.






4 Positive Effekte des
Mutationsoperators in der
genetischen Programmierung

Das Wesen der Kreuzungs- und Mutationsoperatoren wurden bereits in verschiede-
nen Literatur-Stellen debattiert. Gewohnlich verwendet die GP den Mutationsope-
rator sehr selten oder nicht. Der Kreuzungsoperator ist dagegen der vorherrschende
Operator beim Erzeugen von Nachkommen. In [Koza92] wird behauptet, dass der
Kreuzungsoperator der Hauptoperator ist, der zum Erfolg bei der Entwicklung eines
gewiinschten Computerprogrammes fiihrt.

In diesem Kapitel wird ein Experiment gezeigt, welches GP mit den standardisierten
Parameterseinstellungen, d.h. nur mit dem Kreuzungsoperator als Hauptoperator
bei der Erzeugung von Nachkommen, nicht 16sen kann. Durch den Mutationsopera-
tor wird aber die GP verbessert. Dabei wird in Abschnitt 4.1 eine Building Block
Hypothese kurz erlautert, die die Wirkung des Kreuzungsoperators in der GP be-
griinden kann. Das Konzept eines linearen Schieberegisters mit Riickkopplung, das
als Aufgabe fiir die GP dient, wird in Abschnitt 4.2 présentiert. Abschnitt 4.3 stellt
die Problemstellung und die Problemanalyse dar. Ergebnisse aus den Experimenten
und die Diskussion wird im Abschnitt 4.4 gezeigt.

4.1 Building Block Hypothese

Die dominierende Rolle des Kreuzungsoperators bei der Erzeugung einer Losung
eines Problems wird durch ein Prinzip unterstiitzt, das Building Block Hypothe-
se ([Gold89]) genannt wird. In der Building Block Hypothese glaubt man, dass die
Kreuzung kleinere Fit-Building-Blocks der Eltern kombiniert, dadurch werden gro-
Bere Fit-Building-Blocks in den Nachkommen entstehen.

Dagegen ist der Mutationsoperator ein nur relativ unwichtiger Operator, da er kei-
ne Fit-Building-Blocks erzeugen kann. Der Mutationsoperator wird mit einer sehr
geringen Wahrscheinlichkeit eingesetzt, um die Stagnation der Population wahrend
des GP-Laufes zu verhindern, indem sie vollig neue Aspekte, neue Richtungen in
den Prozess einbringt.

45
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In der Natur bezeichnet die biologische Kreuzung die Neukombination von Erb-
material, wie sie bei Organismen mit geschlechtlicher Fortpflanzung auftritt. Die
Nachkommen erhalten damit jeweils einen Teil des Erbmaterials des Vaters und der
Mutter. Durch diesen Vermischungseffekt kénnen sich vorteilhafte Teile des Erbma-
terials in einem Nachkommen vereinen und dort einen Uberlebensvorteil bewirken.
Die Vermischung von Erbgut bringt daher Vorteile fiir die Art im Sinne verbesserter
Anpassungsmoglichkeiten mit sich.

Jedoch hat die biologische Kreuzung Unterschiede zum Kreuzungsoperator in der
GP, z.B. es gibt Arten-, Spezies-Beschrankungen und Geschlechtsbedingungen, au-
Berdem ist das Kreuzen durch die biologische Kreuzung nur an einer bestimmten
Position moglich, usw.

In der letzten Zeit préisentieren mehrere GP-Forscher, z.B. die Arbeiten von Banz-
haf in [Ban96] und Luke in [Luke97], neue theoretische Argumente und Ergebnisse
aus der Erfahrung, dass der Mutationsoperator niitzlicher ist, als man in der Ver-
gangenheit angenommen hat. In [Che97] schlagt Chellapila sechs verschiedene Mu-
tationsoperatoren vor, die effektiver als der konventionelle Kreuzungsoperator beim
Losen von gleichen Aufgaben wie in [Koza92] sind. Angeline demonstriert ebenfalls
in [Ang97a, Ang97b|, dass seine zwei Mutationsoperatoren mehr als der konventio-
nalle Kreuzungsoperator leisten.

4.2 Lineares Schieberegister mit Riickkopplung

Ein Schieberegister mit Riickkopplung ([Schn96]) besteht aus zwei Teilen, ndmlich
einem Schieberegister und einer Rickkopplungsfunktion. Das Schieberegister enthélt
eine Bitfolge. Die Lénge eines Schieberegisters wird in Bit ausgedriickt; betrégt sie
L Bit, so spricht man von einem L-Bit-Schieberegister. Immer wenn ein Bit benotigt
wird, werden alle Bits im Schieberegister um ein Bit nach rechts verschoben. Das
neue Bit ganz rechts wird abhéngig von den anderen Bits im Register berechnet.
Das Schieberegister liefert ein Bit Ausgabe, oft das niederwertigste Bit. Die Periode
eines Schieberegisters ist die Lange der Ausgabefolge vor der ersten Wiederholung.

Die einfachste Variante eines Schieberegisters mit Riickkopplung ist das Schieberegi-
ster mit linearer Riickkopplung oder linear feedback shift register LFSR. Die Riick-
kopplung besteht einfach aus einer boolschen Operation XOR bestimmter Bits des
Registers.

Abbildung 4.1 stellt ein 6-Bit-Schieberegister mit linearer Riickkopplung, das ein
Riickkopplungspolynom f(x) = 2® + 2° + 2* + x + 1 besitzt, dar.
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Abbildung 4.1: Ein 6-Bit-Schieberegister mit linearer Riickkopplung mit dem Riick-
kopplungspolynom f(z) = 2% + 2% + 2t + 2 + 1
Das Ausgabebit a,, kann durch die folgende Riickkopplungsfunktion definiert werden:
(p = Ap—6 D Ap—5 D Ap—2 D ap—1 (41)
wobei & die boolsche Operation XOR ist.

Die Riickkopplungsfunktion des L-Bit-LFSRs kann durch die Untersuchung von 2L
Ausgabebits berechnet werden.

Qe Gp aip Gz a3z a4 as Co
az a; az az a4 as Qg C1
as Gz as a4 as as ar Ca
Gy - az a4 as G ar as © C3 (4'2)
a0 a4 as Gg a7y ag ag C4
| d11 | | a5 Qg Q7 ag Qg9 A0 | C5 |

Hier: co=1,c1=1,c0=0,c3=0,¢c4, =1, ¢c5 =1

4.3 Problemstellung und Problemeigenschaft

4.3.1 Problemstellung

Fiir die Problemstellung sind die folgenden 64 Ausgabebits eines 32-Bit-LFSRs
ag, a1, s, ..., Ggg gegeben:

1,0,1,0,1,1,1,0,1,0,1,1,1,0,1,0,1,1,1,0,1,0,1,1,1,1,1,0,1,1,0,1,
1,0,1,1,0,1,1,0,1,1,0,1,1,0,1,1,0,1,0,0,0,1,1,1,1,0,0,0,0,0,0,0

Die Riickkopplungsfunktion des 32-Bit-LFSRs ist:
(p = Ap—25 D Ap—27 D Ap—29 D Ap—30 D ap—31 D Ap—32 (4.3)
Diese Riickkopplungsfunktion ist willkiirlich ausgew#hlt, sie kann jedoch eine Pseu-

dozufallssequenz der Linge 232 — 1 generieren, bevor eine Wiederholung auftritt.

Die Aufgabe des Experiments ist es, aus diesen gegebenen 64 Ausgabebits des 32-
Bit-LFSRs die Riickkopplungsfunktion (4.3) mit Hilfe von GP zu gewinnen. Zwei
Experimente werden durchgefiihrt, deren Kreuzungswahrscheinlichkeit p. und Mu-
tationswahrscheinlichkeit p,, folgendermafien eingestellt sind:
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e 1. Experiment: GP mit p. = 0,9 und p,, = 0,0
e 2. Experiment: GP mit p. = 0,0 und p,, = 0,9.

Jedes Experiment besteht aus zehn Versuchen, ein Versuch umfasst 50 GP-Laufe.

4.3.2 GP-Einstellung

Beim Experiment wird die genetische Programmierung mit kontexfreier
Grammatik (CTF-GP) [Hoer96] benutzt. Wichtige Einstellungen des GP-Laufes
sind folgende:

Kontextfreie Grammatik

Die folgende kontextfreie Grammatik Grrpsg wird gewéhlt.
gLFSR - (N7 T? 7)7 S)
N = {FT}
T = {a07a17d07d17d27d37X0R}

Dabei besteht die Relation der kontextfreien Grammatik P aus den folgenden Ab-
leitungen:

S — F
F — XOR F F |
T
T — ap | ap—2 ‘ an—3 | ‘ An—32

Die in der kontextfreien Grammatik Gy pgr definierten Funktion XOR wird die bool-
sche Operation XOR interpretiert.

Fitnessfunktion

Die Rohfitness wird durch die folgende Gleichung bestimmt:
fi=L—dy (4.4)
wobei L die Lange des LSFR représentiert, und hier 32 gesetzt wird.

dy représentiert die Summe der Differenz zwischen den tatséchlichen 32 Werten der
Folge ass, ass, asy, ..., agz und den 32 Werten der entsprechenden Folge, die durch die
bewertete Funktion f(ag—1), ..., @(n—32)) produziert wird.
63
dyg = Z (f(a(n_l), ceey a(n_32)> D an) (45)
n=32
Darum besitzt die gesuchte Riickkopplungsfunktion die Rohfitness von f, = 32.
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Einstellung der GP-Parameter und Abbruchkriterium

Die wichtigsten Kontroll-Parameter des GP-Laufes sind in Tabelle 4.1 dargestellt.

GP-Parameter Einstellung
Anzahl der Versuche 10

Anzahl der GP-Laufe pro Versuch RU Ny ax 50
Populationsgrofie M 1000

Max. Generation G« 50
Kreuzungswahrscheinlichkeit p. 0,9 oder 0,0
Reproduktionswahrscheinlichkeit p, 0,1 oder 1,0
Mutationswahrscheinlichkeit p,, 0,0 oder 0,9

Max. Ableitungstiefe der Ausgangspopulation 100

divinitial

Max. Ableitungstiefe wihrend des restl. Laufes 100

divereated
Initialisierungsmethode Zufillige Initialisierung
Selektion-Verfahren Fitnessproportional
Elitismus Ja

Tabelle 4.1: Einstellungen der GP Parameter

Der GP-Lauf wird nur gestoppt, wenn die Riickkopplungsfunktion gefunden ist, oder
die Anzahl der maximalen Generationen G ., erreicht ist.

4.3.3 Problemeigenschaft

Angenommen, beinahe alle Teile der Riickkopplungsfunktion sind bereits gefunden,
dann ergibt sich z.B. die folgende Funktion:

Qp = Ap—25 DB Gp_27 D Ap_29 D apn_30

Die fehlenden Teile werden noch gesucht. Abbildungen 4.2 stellt die Fitness-
landschaft (Darstellung der Fitnesswerte in n Dimensionen, hier n = 3) von allen
moglichen Programmen, d.h. mit den bekannten Teilen a,,_o5 ® a,,_27 D Gy —29 B @y _30
und zwei moglichen Teilen aus der Grammatik Gy psgr, dar.

Obwohl in der bereits gefundenen Riickkopplungsfunktion nur noch a,,_31) ® a,—(32)
fehlen, besteht die Fitnesslandschaft in Abbildung 4.2 aus mehreren steilen Spitzen
(hoher Fitnesswert), deren Umgebung meist die Fitness von ca. 16 besitzen. Ein Pro-
blem mit einer solchen Fitnesslandschaft ist fiir die GP schwierig zu 16sen. Schlechte
Individuen werden leicht irrtiimlich als Eltern ausgewéhlt, um anschlieBend Nach-
kommen zu erzeugen.
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Abbildung 4.2: Fitnesslandschaft der Riickkopplungsfunktion: a,,_o5®a,,_o7PBa,_29P
Qn—30 D An—(1..32) D An—(1..32)

Auflerdem wird der Kreuzungsoperator keine besseren Nachkommen mehr produzie-
ren. Durch die Kombination von kleineren Fit- Building- Blocks kénnen keine grofieren
Fit-Building-Blocks in den Nachkommen entstehen. Darum kann die Evolution in
der GP, die nur mit dem Kreuzungsoperator arbeitet, sehr schnell stagnieren.

4.4 Ergebnisse aus den Experimenten und Diskussion

Zur Darstellung und Diskussion der Ergebnisse aus den Experimenten ist es notig,
zuerst den akkumulierten Rechenaufwand Ry (Computational Effort) zu erlautern.

4.4.1 Rechenaufwand

Der akkumulierte Rechenaufwand Ry ist bereits in [Koza92] beschrieben und wird
in den folgenden Schritten bestimmt:

e Zuerst wird P(M,G) berechnet. P(M,G) ist die kumulative Wahrscheinlich-
keit eines erfolgreichen GP-Laufs mit der Populationsgréfie M und der maxi-
malen Generation GG, und wird durch die folgende Gleichung definiert:

Anzahl der erfolgreichen GP-Léaufe

Anzahl der GP-Laufe (4.6)

P(M,G) =
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wobei ein erfolgreicher GP-Lauf ein GP-Lauf ist, in dem das gewiinschte Indi-
viduum (Losung) gefunden wird. In dem Experiment besitzt das gewiinschte
Individuum eine maximale Rohfitness von 32.

e Zweitens wird die Erfolgswahrscheinlichkeit z definiert. z ist die Wahrschein-
lichkeit, um mindestens in einem GP-Lauf mit der Populationsgrofle M ein
gewiinschtes Individuum innerhalb der Generation G zu bekommen, wenn R
GP-Léaufe durchgefiihrt werden, und wird durch die folgende Gleichung defi-
niert:

z=1—(1—-P(M,G)" (4.7)
In dem Experiment ist die Wahrscheinlichkeit z = 99%.

e Danach wird R(M, G, z) berechnet. R(M, G, z) ist die Anzahl der bendtigten
unabhéngigen GP-Laufe mit der Populationsgréfie M und der maximalen Ge-
neration G, um mit der Wahrscheinlichkeit z mindestens einen erfolgreichen
GP-Lauf zu bekommen, und wird durch die folgende Gleichung definiert:

- log(1 — z)
R(M,G,2) = cel <1og(1—P(M, G)))

) log(1 —0,99)
= i (i pirey) 48)

e Dann wird I(M, G, z) berechnet. I(M, G, z) ist die minimale Anzahl benttig-
ter Individuen zum Erreichen einer Erfolgswahrscheinlichkeit von z, und wird
durch die folgende Gleichung definiert:

I(M,G,z) =M -R(M,G,2)-(G+1) (4.9)

Die erste Generation, in der I(M, G, z) minimal ist, wird als beste Generation
G* bezeichnet.

e Zum Schluss wird der akkumulierte Rechenaufwand Ry bestimmt. Der Re-
chenaufwand Rp ist folgendermaflen definiert:

Re = I(M,G*,2) = M - R(M,G*,2) - (G* + 1) (4.10)

Der akkumulierte Rechenaufwand Rpg ist eine Schétzgréfe. Sie gibt an, wie viele
Individuen (Programme) insgesamt mindestens durch die GP generiert werden miis-
sen, um mit der definierten Wahrscheinlichkeit (hier 99%) eine Losung zu finden,
die das Erfolgskriterium erfiillt.

4.4.2 Ergebnisse und Diskussion

Fiir das 32-Bit-LFSR Problem gibt es insgesamt 23? = 4.294.967.296 mogliche Riick-
kopplungsfunktionen. Es ist sehr schwer, die Riickkopplungsfunktionen geméss Glei-
chung (4.3) in einer solchen Suchraumgrofie durch zuféllige Suche zu finden. AuBler-
dem versagt der Kreuzungsoperator. Nur durch den Mutationsoperator wird sich GP
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verbessern, da der Mutationsoperator neue Richtungen in die Evolution einbringen
kann.

Tabelle 4.2 stellt die Anzahl der erfolgreichen GP-Léufe nach der 50. Generation aus
zehn Versuchen der Experimente mit unterschiedlichen Kreuzungs- und Mutations-
wahrscheinlichkeiten dar.

Einstellung Anzahl der erfolgreichen GP-Léaufe
des nach der 50. Generation
Experiments im 1.,2.,3.,...,10. Versuch
pe = 0,9 und p,, = 0,0 1, 0, 0, 2, 0, 0, 2, 0, 0, O
pe = 0,0 und p, = 0,9 4, 2, 2, 3, 3, 1, 4, 3, 3, 2

Tabelle 4.2: Anzahl der erfolgreichen GP-Laufe nach der 50. Generation im
1.,2.,3.,...,10. Versuch aus den LFSR-Experimenten, wobei ein Versuch
aus 50 GP-Léaufen besteht.

GP mit einer hoheren Einstellung der Mutationswahrscheinlichkeit (p, = 0,9) ist
deutlich besser als GP mit einer Einstellung der Mutationswahrscheinlichkeit von
Null (p,, = 0,0). Die durchschnittliche Anzahl erfolgreicher GP-Léufe aus zehn
Versuchen jeweils mit 50 GP-Léaufen pro Versuch betrégt im 1. Experiment (p. = 0,9
und p, = 0,0) 0,5, im 2. Experiment (p. = 0,0 und p,, = 0,9) jedoch 2, 7.

Mit diesen Ergebnissen wird zunéchst fiir jeden Versuch die kumulative Wahrschein-
lichkeit eines erfolgreichen GP-Laufs P(M,G) berechnet. Danach wird die durch-
schnittliche kumulative Wahrscheinlichkeit eines erfolgreichen GP-Laufs P(M, G)
aus zehn Versuchen fiir das 1. und 2. Experiment ermittelt. Die durchschnittliche
kumulative Wahrscheinlichkeit eines erfolgreichen GP-Laufs P(M, G) wird dann ver-
wendet, um den akkumulierten Rechenaufwand Rg in den beiden Experimenten zu
bestimmen.

Abbildung 4.3 stellt die durchschnittliche kumulative Wahrscheinlichkeit eines er-
folgreichen GP-Laufs mit der Populationsgréfie von 1000 bei den verschiedenen Ge-
nerationen P(1000,G) und die minimale Anzahl benétigter Individuen zum Errei-
chen einer Erfolgswahrscheinlichkeit von 99% 1(1000,G,99%) aus dem 1. Experi-
ment dar. Die durchschnittliche kumulative Wahrscheinlichkeit eines erfolgreichen
GP-Laufs P(1000,G) steigt in der 4., 5., 13., 14. und 15. Generation an. Da wurde
bei dem 1. Experiment nur in diesen Generationen die Losung gefunden. Ab der 15.

Generation stagniert P(1000, &), die maximale P(1000,G) betriigt ca. 1,11%.

1(1000, G,99%) kann erst in der 4. Generation berechnet werden. Nur in den Ge-
nerationen, in denen die Losung gefunden wird, wird die Anzahl der bendttigten
unabhéngigen GP-Léiufe R(1000, G, 99%) reduziert. Dadurch sinkt 7(1000, G,99%)
in der 5., 13., 14. und 15. Generation. In anderen Fillen wird 1(1000, G,99%) in Glei-
chung (4.9) proportional zur Generation ansteigen. Bei den Experimenten wurde ab
der 16. Generation keine Losung gefunden, folglich steigt 7(1000, G,99%) propor-
tional bis zur letzten Generation. Das Minimum von (1000, G,99%) liegt in der
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Abbildung 4.3: Ergebnisse aus dem 1. Experiment (p. = 0,9 und p,, = 0,0) «a:
durchschnittliche kumulative Wahrscheinlichkeit eines erfolgreichen
GP-Laufs mit der Populationsgrofle von 1000 bei den verschiede-
nen Generationen P(1000,G)  3: minimale Anzahl benétigter In-
dividuen zum Erreichen einer Erfolgswahrscheinlichkeit von 99%

1(1000, G, 99%)

5. Generation. Daraus folgt, dass bei dem 1. Experiment der akkumulierte Rechen-
aufwand Rg, = 1(1000,5,99%) = 6.204.000 betragt. Das Verhéltnis zwischen dem
akkumulierten Rechenaufwand und der Suchraumgréfle betriigt ca. 1,44 - 1073,

Abbildung 4.4 stellt die durchschnittliche kumulative Wahrscheinlichkeit eines er-
folgreichen GP-Laufs mit der Populationsgréfie von 1000 bei den verschiedenen Ge-
nerationen P(1000,G) und die minimale Anzahl benétigter Individuen zum Errei-
chen einer Erfolgswahrscheinlichkeit von 99% 1(1000,G,99%) aus dem 2. Experi-
ment dar. In dem 2. Experiment wurde die Losung in verschiedenen Generationen
(5. bis 49. Generation) gefunden. Dadurch steigt die durchschnittliche kumulative

Wahrscheinlichkeit eines erfolgreichen GP-Laufs (1000, G) in mehreren Generatio-
nen G an, und die maximale P(1000, G) betrigt ca. 5,4%.

1(1000, G,99%) kann erst in der 5. Generation berechnet werden. Nur in der Gene-
ration, in der die Losung gefunden wird, wird I(1000, G, 99%) sinken. Das Minimum
von I(1000,G,99%) liegt bei der 14. Generation. Daraus folgt, dass bei dem 2.
Experiment der akkumulierte Rechenaufwand Rg, = (1000, 14,99%) = 2.850.000
betréigt. Das Verhéltnis zwischen dem akkumulierten Rechenaufwand und der Such-
raumgrofe betrigt ca. 0,66 - 1073,

Falls das Minimum von (1000, G,99%) in beiden Experimenten bei der 0. Generati-
on (Initialisierungsphase) ldge, wiirde es bedeuten, dass die gesuchte Riickkopplungs-
funktion geméss Gleichung (4.3) durch zufillige Suche gefunden wire. Die Ergebnisse
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Abbildung 4.4: Ergebnisse aus dem 2. Experiment (p. = 0,0 und p, = 0,9) «:
durchschnittliche kumulative Wahrscheinlichkeit eines erfolgreichen
GP-Laufs mit der Populationsgrofle von 1000 bei den verschiede-
nen Generationen P(1000,G) 3: minimale Anzahl bendtigter In-
dividuen zum FErreichen einer Erfolgswahrscheinlichkeit von 99%
1(1000, G, 99%)

zeigen, dass der Mutationsoperator bei der Aufgabe mit diskontinuierlicher Fitnes-
slandschaft besser als der Kreuzungsoperator funktioniert. Der Mutationsoperator
bringt neue Richtungen in die Population ein, er ist auflerdem nicht identisch mit
zufélliger Suche. Durch den Mutationsoperator soll GP von einer Spitze zur ande-
ren Spitze in der diskontinuierlichen Fitnesslandschaft solange springen, bis GP die
richtige Losung findet. Der Vorteil von GP gegeniiber der zufélligen Suche in beiden
Experimenten ist aus dem Verhéltnis zwischen dem akkumulierten Rechenaufwand
und der Suchraumgrofle ersichtlich.

4.4.3 GP in der Kryptoanalyse

Die Kryptoanalyse ist die Wissenschaft von der Wiederherstellung des Klartextes
einer verschliisselten Nachricht ohne Zugriff auf den Schliissel. Die Kryptoanalyse
ist erfolgreich, wenn der Klartext oder der Schliissel ermittelt wird. Sie kann auch
Schwachstellen in einem Kyptosystem aufspiiren, die schliefSlich zu den eben genann-
ten Ergebnissen fithren.

Das Problem mit LFSR ist ein einfaches Beispiel der Kryptoanalyse. LFSR ist ein
Bestandteil in der Kryptologie, indem LFSR als Generator fiir Pseudozufallsfolgen
verwendet wird. Die meisten praktischen Entwiirfe fiir Stromchiffrierungen basieren
auf LFSRs. In Abbildung 4.5 ist der prinzipielle Aufbau einer Stromchiffrierung
gezeigt. Der Schliissel bildet den Anfangszustand der LFSRs.
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Abbildung 4.5: Aufbau einer Stromchiffrierung

Die Riickkopplungsfunktion des L-Bit-LFSRs kann leicht durch den Berlekamp-
Massey-Algorithmus [Schn96] mit nur 2L Ausgabebits berechnet werden. Hat man
erst einmal das LFSR generiert, ist die Stromchiffrierung geknackt.

Im Bereich der Kryptographie beschéftigt man sich mit der scheinbar zufélligen
Welt, damit der kryptographische Algorithmus nicht sehr leicht gebrochen wird. Da-
durch besitzt der gute kryptographische Algorithmus immer eine diskontinuierliche
Fitnesslandschaft. Auflerdem ist der Suchraum der kryptographischen Algorithmen
extrem groff. Obwohl GP in den beiden Experimenten die Riickkopplungsfunktion
des LFSRs besser als die zufillige Suche finden kann, ist die Anzahl der erfolgreichen
GP-Léaufe sehr niedrig.

Daraus konnen wir sehen, dass GP fiir die Kryptoanalyse nicht besonders gut ge-
eignet ist, in erster Linie wegen der Beschaffenheit der Losunglandschaft. GP funk-
tioniert am besten bei Problemen, die ein Kontinuum von Losungen besitzen, wobei
einige besser sind als andere. Dies ermoglicht GP zu lernen, indem GP immer bes-
sere Losungen entwickelt. Das Knacken eines Algorithmus der Kryptographie bie-
tet eigentlich nichts, was mit Lernmoglichkeiten vergleichbar ware. Entweder hat
man den Schliissel (auch Klartext) entdeckt oder man hat ihn nicht entdeckt. (Dies
trifft zumindest auf gute Algorithmen zu.) GP eignet sich gut in strukturierten Um-
gebungen, in denen es etwas zu lernen gibt. In der scheinbar zufilligen Welt der
Kryptographie, die eine hohe Entropie aufweist, ist GP eher fehl am Platze.

4.5 Zusammenfassung

In der GP mit standardisierten Parametereinstellungen ist der Kreuzungsoperator
gewohnlich der vorherrschende Operator beim Erzeugen von Nachkommen. Die be-
deutende Rolle des Kreuzungsoperators bei der Erzeugung einer Losung eines Pro-
blems wird durch die Building Block Hypothese unterstiitzt. Der Mutationsoperator
wird dagegen mit einer sehr geringen Wahrscheinlichkeit eingesetzt.

Das Problem der Riickkopplungsfunktion eines LFSRs ist ein einfaches Beispiel der
Kryptoanalyse. Eine wichtige Eigenschaft der Kryptoanalyse ist, dass sie kein Kon-
tinuum von Losungen besitzt. Thre Fitnesslandschaft ist stark diskontinuierlich und
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besteht aus mehreren steilen Spitzen. GP kann sich in einer solchen Fitnesslandschaft
nicht gut orientieren oder lernen. Schlechte Individuen kénnen irrtiimlich leicht als
Eltern ausgewéhlt werden, um Nachkommen zu erzeugen. Auflerdem wird der Kreu-
zungsoperator keine besseren Nachkommen mehr produzieren. Dadurch stagniert die
Evolution in der GP, die nur mit Kreuzungsoperationen sehr schnell arbeitet. Nur
der Mutationsoperator kann neue Aspekte oder neue Richtungen in der Population
einbringen. Dennoch ist die Anzahl der erfolgreichen GP-L&aufe sehr niedrig. Auf
Grund der geringen Lernmoglichkeiten ist das Problem der Kryptoanalyse fiir GP
nicht geeignet.



5 Genetische Programmierung mit
Parallelisierung der
Fitnessberechnung auf ein
verteiltes Rechnersystem

Dieses Kapitel beschéftigt sich mit der Parallelisierung der Fitnessberechnung auf
ein verteiltes Rechnersystem, die eine Variante der globalen Parallelisierung ist. Die
Parallelisierung der Fitnessberechnung auf ein verteiltes Rechnersystem beruht auf
einer von Siewert! betreuten Diplomarbeit ([For00]). Mit dieser Parallelisierung kann
der Zeitaufwand der GP reduziert werden.

Im ersten Abschnitt dieses Kapitels beginnen wir mit dem Konzept der globalen
Parallelisierung. Im zweiten Abschnitt wird der Aufbau der Parallelisierung der Fit-
nessberechnung auf verteilte Rechnersysteme erldautert. Der dritte Abschnitt stellt
die Experimentergebnisse mit der Parallelisierung dar. Zum Schluss werden Vortei-
le und Probleme der Arbeit zusammengefasst. Fiir weiterreichende Darstellungen
der Theorie der Parallelisierung bei GP wird auf die Arbeit von M. Tomassini in
[Tom99] verwiesen. Weitere Verfahren der Parallelisierung bei GP findet man in
[Ous96, Ous97, Wal99, Dev01, Tane01].

5.1 Konzept der globalen Parallelisierung

Wie schon in Kapitel 2 erwédhnt, lasst sich die GP leicht parallelisieren. Bei der
globalen Parallelisierung werden

e die Fitnessberechnung sowie

e teilweise auch die Ausfithrung genetischer Operatoren
parallelisiert, ohne inhaltliche Anderungen am Verfahrensablauf vorzunehmen. Es

existiert nur eine Population und jedes Individuum der Population kann mit jedem
anderen gekreuzt werden.

Thttp://speedy.et.unibw-muenchen.de/persons/gedenk.html#siewert
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Die genetischen Operatoren, wie z.B. Mutation und Kreuzung, sind méglich zu par-
allelisieren. Die Mutation der Individuen erfolgt unabhéngig voneinander und kann
daher parallel durchgefiihrt werden. Bei der Kreuzung sind jeweils Paare von Indi-
viduen unabhéngig voneinander zu betrachten.

Die Fitnessermittlung eines Individuums ist im Normalfall unabhéngig von anderen
Mitgliedern der Population, daher ist sie leicht zu parallelisieren.

Die globale Parallelisierung zur Fitnessberechnung ist fiir GP besonders niitzlich, da
sie den betrichtlichen Zeitaufwand der GP reduzieren kann. Die globale Parallelisie-
rung der Fitnessberechnung kann in verschiedenen Implementierungen durchgefiihrt
werden:

1. Auf einem Multiprozessor-Rechner mit gemeinsamem Speicher kann die Po-
pulation im gemeinsamen Speicher abgelegt sein. Jeder Prozessor liest die ihm
zugewiesenen Individuen und schreibt das Ergebnis der Fitnessbewertung zu-
riick in den gemeinsamen Speicher. Eine Synchronisation ist hier nur zwischen
den Generationszyklen nétig.

2. Bei Parallelrechnern mit verteiltem Speicher wird das Master-Client-Konzept
verwendet. Dies lésst sich folgendermafien erkléren.

e Die Population wird auf einem Master-Prozessor gespeichert.

e Der Master-Prozessor verteilt die Individuen zur Fitnessberechnung an
die Client-Prozessoren.

e Nach der Fitnessberechnung werden die Ergebnisse dem Master-Prozessor
zuriickgeliefert.

e Der Master-Prozessor sammelt die Ergebnisse und wendet die genetischen
Operatoren zur Erzeugung der néchsten Generation an.

Hierbei kann allerdings der Master-Prozessor zum Engpass werden. Abbildung
5.1 verdeutlicht das Master-Client-Konzept nochmals im Uberblick. Ein Bei-
spiel dafiir ist die Arbeit von M. Oussaidene in [Ous96, Ous97].

GP mit
paralleler Master

Fitnessberechnung

Fitness- itness- Fitness-
berechnung berechnung berechnung

1.Client 2.Client 3.Client

Abbildung 5.1: Einfache globale Parallelisierung zur Fitnessberechnung mit dem
Master-Client-Konzept
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3. In Computernetzwerken ist die Durchfithrung der globalen Parallelisierung
dghnlich wie bei Parallelrechnern mit verteiltem Speicher. Die Population ist
auf einem Master-Rechner gespeichert, der die Individuen zur Fitnessbewer-
tung an die iibrigen Client-Rechner verteilt, die Ergebnisse einsammelt und
dann die genetischen Operatoren zur Erzeugung der nichsten Generation an-
wendet. Ein Beispiel dafiir ist die Arbeit von C. Forster in [For00].

5.2 Programmpaket zur Parallelisierung der
Fitnessberechnung auf ein verteiltes
Rechnersystem

C. Forster entwickelte in seiner Diplomarbeit [For00] ein Programmpaket zur Par-
allelisierung der Fitnessberechnung auf verteilte Rechner. Die Implementierung der
Parallelisierung der Fitnessberechnung in einem Computernetzwerk hat folgende
Vorteile:

e Es gibt bereits Standard-Software Umgebungen fiir Computernetzwerke, die
die Entwicklung des Programms leichter machen.

e Diese Implementierung ist in jedem normalen PC einsetzbar. Alle im Netz ver-
bundenen Rechner, d.h. sowohl Rechner im lokalen Netzwerk als auch Rechner
im Internet, konnen bei der Parallelisierung der Fitnessberechnung genutzt
werden.

Das gewiinschte Ziel des Programmpakets ist es, den Zeitaufwand bei der Fitnessbe-
rechnung mit n Clients um den Faktor n zu reduzieren.

Um die Ergebnisse der Implementierung deutlich darzustellen, wird ein relativer
Geschwindigkeitsfaktor Gi.,, gemessen. Der relative Geschwindigkeitsfaktor G,
ist hier folgendermaflen definiert.

TSin le
Gip, = — 2 5.1
b TnCCIients ( )

Wobei:
® Tgingle der benotigte Zeitverbrauch zur Durchfiihrung einer gegebenen Aufgabe
mit einem Rechner, und

e T}, clients der benétigte Zeitverbrauch zur Durchfithrung derselben Aufgabe bei
der Parallelisierung mit n Client-Rechnern ist.
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Der gewiinschte relative Geschwindigkeitsfaktor G.,, soll daher bei der Implemen-
tierung mit n-Clients n entsprechen. Jedoch ist es normalerweise nicht moglich, eine
lineare Steigung des relativen Geschwindigkeitsfaktores Gy.,. beim Erhohen der An-
zahl der Client-Rechner n, zu erreichen. Weil Zeit fiir die Kommunikation zwischen
dem Master-Rechner und den Cleint-Rechnern, und Zeit fiir den Transport der zu
bearbeiten Pakete und Ergebnisse benotigt wird.

Zum besseren Verstdndnis der Implementierung werden kurz wichtige Begriffe er-
lautert.

TCP/IP

Das am héaufigsten verwendete Protokoll in lokalen, wie in globalen Netzen ist die
TCP/IP Protokollfamilie ([Her99]). TCP steht fiir Transmission Control Protocol,
IP fiir Internet Protocol.

TCP/IP liegt derzeit in der Version 4 vor (IPv4). Das vor 20 Jahren entwickelte
[Pv4 verwendet ein 32-Bit-Adresssystem, das theoretisch an die vier Milliarden IP-
Adressen erméglicht. In der Praxis ist aber ein grofler Teil dieser Adressen durch
Gruppenbildung und andere Mechanismen nicht nutzbar.

Unix-Domain-Socket

Unix-Domain-Socket ([Her99]) sind keine Netzwerkprotokolle und kénnen nur fiir
Sockets auf einem lokalen Rechner verwendet werden. Die Adressen sind hierbei
Dateien (Pfadnamen), die im Filesystem angelegt werden, wenn ein Socket an eine
Datei gebunden wird.

Capabilities

Als Capabilities werden Codepakete, die die Clients um neue Fahigkeiten erweitern,
bezeichnet. Damit wird die Anwendung variabel gehalten.

Pakete
Drei Pakettypen werden unterschieden.

e Datenpakete beinhalten die vom Client zu bearbeitenden Daten.
e Ergebnispakete enthalten die Ergebnisse der Berechnungen.

e Updatepakete enthalten alle notwendigen Informationen, um einem Client eine
neue Capability hinzuzufiigen.
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Single-Verfahren und Multi-Verfahren

Das Single- Verfahren ist in dieser Arbeit als die GP, die in einem Rechner durchge-
fiihrt wird, definiert.

Im Gegensatz dazu bedeutet das Multi- Verfahren die Durchfiithrung einer GP mit
dem Programmpaket zur Parallelisierung der Fitnessberechnung auf die im Compu-
ternetzwerk verteilten Rechner ([For00]).

5.2.1 Aufbau der Parallelisierung der Fitnessberechnung auf ein
verteiltes Rechnersystem

Das Programmpaket zur Parallelisierung der Fitnessberechnung auf verteilte Rech-
ner besteht aus zwei Teilen, ndmlich

1. Anwendung
2. Cluster.

Clients

TCP/IP

Y
Feed
Server:
-Verwaltung der Clients, Pakete und Anforderungen
-Multithreaded

-Zwischenspeicherung der Pakete

Feed:

-Bereitstellung einer Beispielimplementation

zur Kommunikation Application <--> Server
-Vereinfachung der Application-Programmierung
-Logging

-Beendet sich bei erledigter Arbeit

Status

Application

GP - Client:

-Berechnung der Pakete

Abbildung 5.2: Funktionsweise des GP-Clusters
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Anwendung

Die Anwendung (Application) ist ein normales GP-Programm, das vorher umpro-
grammiert werden muss. In diesem GP-Programm findet keine Fitnessberechnung
mehr statt, stattdessen muss das GP-Programm

e Individuen in Datenpakete umwandeln und diese verteilen,

e Fitnesswerte aus dem Ergebnispaket lesen und den entspechenden Individuen
zuordnen.

Die Anzahl der Pakete n, wird in der Anwendung eingestellt. Die Anwendung be-
findet sich im Master-Rechner.

Cluster
Ein Cluster besteht aus drei wichtigen Teilen.

1. Server: Der Server ist die zentrale Steuerungseinrichtung des Systems und
befindet sich im Master-Rechner. Er verwaltet den Feed sowie die diversen
Clients und koordiniert die einzelnen zu bearbeitenden Pakete.

Die dabei anfallende Notwendigkeit zur Verwaltung von Paketen, Versions-
nummern und Daten geschieht iiber Verzeichnisse und Dateinamen, die nach
einem ganz bestimmten Muster vergeben werden.

2. Clients: Die Clients machen nichts anderes als erhaltene Datenpakete zu bear-
beiten und die Ergebnisse zuriickzuschicken. Diese Bearbeitung geschieht iiber
einen einfachen Aufruf des Befehls system() ([Her99]), der ein Programm
startet, welches die Fitnessberechnung iibernimmt. Diese Programme koénnen
ebenfalls dhnlich wie Pakete iiber das Netz geladen und installiert werden.

Die Verbindung zwischen Clients und Server geschieht iiber TCP/IP.

3. Feed: Der Feed befindet sich im Master-Rechner. Er stellt die Schnittstelle
zwischen Anwendung und Server dar. Thm wird ein Verzeichnis mit den zu
bearbeitenden Paketen und eine vorbereitete Datei iibergeben. Diese vorberei-
tete Datei enthélt gepackt das fiir die Clients zum Bearbeiten notwendige Pro-
gramm samt Installationsroutine. Der Feed befindet sich im Master-Rechner.

Die Verbindung zwischen Feed und Server geschieht, im Gegensatz zu der von
Client und Server, iiber einen Unix Domain Socket (UDS), der nur lokal, also
nicht {iber ein Netzwerk, angesprochen werden kann.

Abbildung 5.2 veranschaulicht nochmals den Aufbau der Parallelisierung der Fit-
nessberechnung auf ein verteiltes Rechnersystem.
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5.2.2 Ablauf der Parallelisierung der Fitnessberechnung auf
einem verteilten Rechnersystem

In Abbildung 5.3 wird der Ablauf der Parallelisierung der Fitnessberechnung auf
ein verteiltes Rechnersystem zusammengefasst. Der Ablauf ldsst sich in folgenden
Schritten erldutern:

[Bestimme » ’
das Ergebnil it /

Nein q Erzeuge
Sttty ¥’ |Nachkommer|

Lese
Ergebnispakete | | Vorbereitung
und der

ordne die Datenpakete
Fitnefiwerte zu

H v
Feed
? UDS lokal

Fl

N

- —1

Server

Abbildung 5.3: Einfacher Ablauf des GP-Clusters mit n-Clients

Vorbereitungsschritt

Bevor eine Parallelisierung der Fitnessberechnung auf verteilte Rechnersysteme ge-
startet werden kann, sind folgende Arbeiten im Master-Rechner notwendig:

e Vorbereiten des GP-Laufes (wie gewohnlich)
e Festlegen der Paketanzahl n,, und

e Erstellen der bendtigten Capabilities

Initialisierung des Clusters

Als erstes wird der Server im Master-Rechner gestartet. Dieser wartet dann auf
Verbindungen. Dann folgen die Clients. Diese lesen ihre Konfiguration ein, um die
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[P-Adresse des Servers zu erhalten. Dann melden sie sich dort an, iibertragen ihre
Capabilities und erhalten eine Client-Number (oder ID-Number), die der Unterschei-
dung der einzelnen Clients dient.

Start von GP und Erzeugen von Datenpaketen

Das GP-Programm arbeitet wie gewohnlich. Ab der 1. Generation werden die neu
erzeugten Nachkommmen aber in Datenpakete, deren Anzahl vor dem Ablauf der
GP festgelegt wird, aufgeteilt. GP wartet dann auf Ergebnispakete.

Start des Feed und Aufbau der Feed-Server-Verbindung

Nun wird der Feed gestartet. Die Verbindung zwischen Feed und Server wird iiber
einen Unix Domain Socket (UDS) aufgebaut. Ein normales IP-packet wird an den
Server geschickt. Der Inhalt ist der Dateiname des UDS. Daraufhin 6ffnet der Server
diesen Socket und meldet sich als UDS-Client an den Feed an. Der Feed antwortet
mit der Ubertragung der Capability. Dann folgen die einzelnen Datenpakete. Ist dies
beendet, wartet der Feed auf Antwort vom Server.

Verteilen von Datenpaketen durch den Server

Der Server sortiert die Datenpakete, deren Name den UDS Dateinamen enthalten.
Besitzt der Server vakante Datenpakete und der Client die passenden Capabilities,
werden diese sofort danach {ibertragen und die Clients beginnen mit der Arbeit.

Bearbeiten der Datenpakete in den Clients

Der Client liest die Datenpakete und berechnet dann Fitnesswerte mit den zuvor vom
Server {ibertragenen Capabilities. Nach der Fitnessberechnung werden die berechne-
ten Fitnesswerte in ein Ergebnispaket geschrieben und zum Server zuriickgeschickt.

Ergebnispaket zuriick an Server

Kommen die Ergebnispakete beim Server an, analysiert der Server die einzelnen
Pakete und o6ffnet darauthin jeweils eine Verbindung zu dem im Namen angegebenen
UDS, iibertriagt das Ergebnispaket und schliefft die Verbindung wieder.
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Ergebnispaket zuriick an Feed

Der Feed hingegen speichert das Erhaltene und inkremeniert einen Zahler, bis alle
Ergebnispakete wieder angekommen sind. Damit endet der Feed. Wenn aber nach
einer bestimmten Wartezeit nicht alle Ergebnispakete angekommen sind, wird der
Server die entspechenden fehlenden Datenpakete nochmals zu einem Client schicken.

Lesen von Fitnesswerten und weitere Arbeit in GP

Falls das Ergebnispaket ankommt, werden die Fitnesswerte aus dem angekommenen
Ergebnispaket ausgelesen und den urspriinglichen Individuen zugeordnet. Die GP
muss warten, bis sie alle Ergebnispakete bekommt, erst dann kann sie wie gewohnlich
weiterarbeiten.

5.2.3 Mathematische Analyse

In diesem Abschnitt wird die mathematische Berechnung zur Analyse des relativen
Geschwindigkeitsfaktors G.,, durchgefiithrt. Wir nehmen zuerst an, dass alle Client-
Rechner die gleiche Rechnerleistung besitzen. Auflerdem ist es nétig, einige Begriffe
zu erlautern:

Im Single-Verfahren

e Tg ist der Gesamtzeitaufwand zur Fitnessberechnung im Single-Verfahren.

Im Multi-Verfahren

Tp ist der Gesamtzeitaufwand der Fitnessberechnung eines Paketes.

Ty ist die Vorlaufzeit, die ein Paket benotigt (Header).

Ty ist der Gesamtzeitaufwand der Fitnessberechnung im Multi-Verfahren.

n, ist die Anzahl der Pakete.

n. ist die Anzahl der Client-Rechner.

Die Vorlaufzeit eines Pakets Ty ist die benotigte Zeit fiir verschiedene Prozesse
innerhalb des Clusters, wie z.B.

1. Bearbeiten von Daten- und Ergebnispaketen in der Anwendung



66 GP mat der globalen Parallelisierung

2. Kommunikation zwischen Server und Feed oder Server und Client
3. Bearbeiten von Daten- und Ergebnispaketen im Client

4. Ubertragung des Pakets im Netzwerk,

damit Fitnessberechnungen in Client-Rechnern stattfinden kénnen. Die Vorlaufzeit
eines Pakets Ty ist daher abhingig von dem Protokoll des Clusters, der Leistung
des Rechners und der Geschwindigkeit des Netzes.

Die Lastverteilung in Datenpaketen ist ein wichtiger Faktor fiir den relativen Ge-
schwindigkeitsfaktor G.,,. Bei ideal guter Lastverteilung wird 7p bei allen Clients
gleich lang sein, Tp betréigt daher:
Ts
T = — 5.2
b= (52)
Bei schlechter Lastverteilung sind die Paketberechnungszeiten Tp deutlich unter-
schiedlich, und die ldngsten Tp werden den relativen Geschwindigkeitsfaktor Gj.,,
stark beeinflussen. Bei der GP mit hohen Populationsgréfien verteilen sich die Indi-
viduen mit unterschiedlicher Gréfe gut in der Population. Bis zu einer bestimmten
Anzahl von Paketen kann die Last in jedem Datenpaket noch ideal gleich verteilt
sein.

Fiir den Gesamtzeitaufwand der Fitnessberechnung im Multi-Verfahren Ty, ergibt
sich folgendes:
T
Tn = (2 +Ty) -2 smit ny > ne (5.3)
np Ne
Als Funktion fiir den relativen Geschwindigkeitsfaktor Gy., aus Gleichung (5.1)
ergibt sich dann:
TSingle TS

Gim, = = cmit n, >n
Me T n ’ p = T
TncClients (ﬁ + TH) C

Daraus folgt:

Gim, = nNe ;mit  ny > ne (5.4)

Aus Gleichung (5.4) kénnen wir feststellen, dass ein Cluster den gewiinschten rela-
tiven Geschwindigkeitsfaktor, d.h. G.,. = n, erreicht, wenn

1. die Lastverteilung in den Datenpaketen gleichméfig ist (siche Gleichung (5.2)),
und

2. die Last der GP sehr grof} ist, so dass der Zeitaufwand der Fitnessberechnung
im Single-Verfahren Tg sehr viel gréfler als die Vorlaufzeit eines Pakets Ty ist.
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Ubrigens soll die optimale Anzahl der Pakete der Anzahl der Client-Rechner ent-
sprechen, d.h. n, = n,.

Ein Cluster mit geringer Anzahl von Clients und GP-Laufen mit hoher Last bringt
deutliche Vorteile. Je grofler die Anzahl der Clients n. ist, desto langsamer steigt
der relative Geschwindigkeitsfaktor G.,,.

Im Fall von unterschiedlicher Rechnerleistung der Clients ist es erforderlich, die An-
zahl der Pakete neu zu optimieren. Clients mit hoher Rechnerleistung kénnen mehr
Datenpakete als Clients mit niedriger Rechnerleistung bekommen. Der gewiinschte
relative Geschwindigkeitsfaktor G.,, ist daher noch schwieriger zu erreichen.

Bei sehr kleinem Zeitaufwand der Fitnessberechnung im Single-Verfahren Ty hat
jedoch das Multi-Verfahren keinen Vorteil gegeniiber dem Single-Verfahren. Der re-
lative Geschwindigkeitsfaktor GG1.,, wird unter eins liegen.

5.3 Experiment mit Parallelisierung der
Fitnessberechnung auf ein verteiltes
Rechnersystem

In diesem Abschnitt wird das Ergebnis aus dem Experiment mit Parallelisierung der
Fitnessberechnung auf ein verteiltes Rechnersystem dargestellt. Das Ziel des Expe-
riments ist die Messung des relativen Geschwindigkeitsfaktors (G1.,,. unter optimalen
Bedingungen. Die optimalen Bedingungen bedeuten hier:

e Das Cluster befindet sich in einem geschlossenen Netzwerk. Kein weiterer Be-
nutzer kann auf die Rechner zugreifen.

e Alle Client-Rechner haben die gleiche Hardware und besitzen daher die gleiche
Rechnerleistung .

e Auflerdem entspricht die Anzahl der Pakete n, der Anzahl der Client-Rechner
ne, d.h. ny, = ne.

Im Experiment wird die Anzahl der Client-Rechner n. von 2, 3, 4, 6 und 8 eingestellt.

5.3.1 Vorbereitung des Experiments

Fiir das Multi-Verfahren wurden mehrere Rechner (AMD-Prozessor 700 MHz Ar-
beitspeicher von 256 MByte) zu einem Cluster vereinigt. Jeder Rechner arbeitet
mit dem Betriebsystem SuSE Linux 7.0. Die Rechner sind iiber einen Switch als
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sternformiges Netzwerk verbunden. Das Single-Verfahren fand in einem identischen
Rechner statt.

Fiir den beiden Verfahren (das Single- und Multi-Verfahren mit n. = 2,3, 4,6 und 8)
werden fiinf GP-Laufe durchgefiihrt. Die Aufgabe der Anwendung (GP) ist die Suche
nach einer Pradiktionsfunktion der jahrlichen durchschnittlichen Sonnenfleckenrela-
tivzahl 2.

Die genetische Programmierung mit kontextfreier Grammatik (CTF-GP)
[Hoer96] wurde dabei verwendet, deren Einstellung in Tabelle 5.1 dargestellt ist.

GP-Parameter Einstellung
Max. Anzahl der GP-Laufe RU Ny ax 5
Populationsgroie M 1000 und 2000
Max. Generation G pax 50
Kreuzungswahrscheinlichkeit p. 0,9
Reproduktionswahrscheinlichkeit p, 0,1
Mutationswahrscheinlichkeit py, 0,2

Max. Ableitungstiefe der Ausgangspopulation 30

divipitial
Max. Ableitungstiefe wihrend des restl. Laufes 200
Ddivcreated

Initialisierungsmethode Zufillige Initialisierung
Selektionsverfahren Fitnessproportional
Elitismus Ja

Tabelle 5.1: Einstellungen der GP-Parameter

Die Rohfitness ist die Summe des Quadrats des Pradiktionsfehlers fiir die Jahre von
1750 bis 1920, die von Gleichung (5.5) deutlich dargestellt wird:

1920

fe = Z (zp — &) (5.5)

t=1750

Dabei ist x; die tatséchliche jahrliche durchschnittliche Sonnenfleckenrelativzahl im
Jahr ¢, und z; die pradiktierte jahrliche durchschnittliche Sonnenfleckenrelativzahl
im Jahr ¢.

Die folgende kontextfreie Grammatik G; wurde verwendet.

gs - (N, 777)75)
N = {F07F17Ft}
7 = {ap,a1,do,dy,ds,d3, NOT,OR, AND, IF }

P besteht aus den folgenden Ableitungen:

2Siehe Abschnitt 6.5.3
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S — F
F — F |
Add F Fy
Sub F1 F1 |
Mul F1 F1 |
Div F F |
sin Fy
cos Fy
exp Fy |
log F
Fy — F | Tt—1 | T2 | Tt—a ‘ Tt—8
F, — 100 ] 95 | .. | =95 | —=10.0

Die in der kontextfreien Grammatik G definierten Funktionen, z.B. Add, Sub, usw.
sind als mathematische Funktionen zu interpretieren:

Sub(a,b) = a—1»

Mul(a,b) = axb

Div(a,b) = a-=+b
sin(la) = sin(a)
cos(a) = cos(a)
exp(a) = exp(a)
log(a) == log(]al)

In der kontextfreien Grammatik G, bedeutet x; | die tatséchliche jahrliche
durchschnittliche Sonnenfleckenrelativzahl im Jahr ¢ — 1, z;_o die tatséchli-
che jahrliche durchschnittliche Sonnenfleckenrelativzahl im Jahr ¢ — 2 usw.
—10.0,-9.5,-9.0,...,9.0,9.5,10.0 sind die einfachen konstanten Werte im Bereich
von —10,0 bis 10, 0.

Die CTF-GP wurde in fiinf unabhéngigen GP-Léaufen durchgefiihrt. Bei jedem GP-
Lauf des Multi-Verfahrens wurde der relative Geschwindigkeitsfaktor Gy.,_ in jeder
Generation gemessen. Danach wurde der mittlere relative Geschwindigkeitsfaktor
G'1.n, aus diesen fiinf unabhingigen GP-Liufen ermittelt.

5.3.2 Ergebnisse des Experiments und Analyse

Die Ergebnisse des Experiments und ihre Analyse werden in zwei Teile aufgeteilt.
Zuerst wird gezeigt, wie hoch der Zeitaufwand der Fitnessberechnung im Vergleich
zum Gesamtzeitaufwand aller Vorgénge innerhalb einer Generation (z.B. Selektion,
Erzeugung von Nachkommen durch Reproduktion, Kreuzung und Mutation, sowie
Fitnessberechnung) beim Single-Verfahren ist. Danach wird der Vergleich zwischen
dem Single-Verfahren und dem Multi-Verfahren dargestellt.
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Zeitaufwand der Fitnessberechnung im Single-Verfahren

Die Fitnessberechnung ist der zeitaufwendigste Vorgang in der GP bzw. in der CTF-
GP. Dies wird in Abbildung 5.4 deutlich dargestellt. Das obere Bild der Abbildung
5.4 stellt die durchschnittliche mittlere Ableitungstiefe innerhalb einer Generation
bei dem Single-Verfahren aus fiinf GP-Laufen dar. Dabei bedeutet die Ableitungs-
tiefe eines Individuums Dg;, in CTF-GP die Anzahl von Nichtterminalsymbolen.
Die mittlere Ableitungstiefe Dg;, ist damit die mittlere Ableitungstiefe von allen
Individuen der Population in einer bestimmter Generation eines GP-Laufes.

150 - .

0 5 10 15 20 25 . 30 35 40 45 50
Generation

0.92 I I I I I I I I I
5 10 15 20 25 30 35 40 45 50

Generation

Abbildung 5.4: oben: durchschnittliche mittlere Ableitungstiefe Dy;, innerhalb einer
Generation beim GP-Single-Verfahren aus fiinf GP-Laufen, unten:
durchschnittliches Verhéltnis zwischen dem Zeitaufwand der Fit-
nessberechnung beim Single-Verfahren Ts und dem gesamten Zeit-
aufwand aller Vorgénge innerhalb einer Generation bei dem Single-

Verfahren T aus fiinf GP-Liufen

Am Anfang ist die durchschnittliche mittlere Ableitungstiefe Dg;, aus fiinf GP-
Laufen meist klein, wichst aber im Laufe der Evolution, bis die meisten Individuen
die maximale Ableitungstiefe besitzen. Dann stagniert die durchschnittliche mittlere
Ableitungstiefe Dy;, (ab ca. 40. Generation).

Das untere Bild der Abbildung 5.4 stellt das durchschnittliche Verhéltnis zwischen
dem Zeitaufwand der Fitnessberechnung Ts und dem gesamten Zeitaufwand aller
Vorgénge innerhalb derselben Generation aus fiinf GP-Laufen dar. Unter Ty versteht
man den Zeitaufwand zur Durchfiihrung aller Vorgédnge innerhalb einer Generation
z.B. Selektion, Erzeugung von Nachkommen durch Reproduktion, Kreuzung und
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Mutation, sowie Fitnessberechnung. Der Zeitaufwand der Fitnessberechnung Ty aus
dem Experiment betriagt durchschnittlich iiber 90% vom gesamten Zeitaufwand aller
Vorgénge innerhalb einer Generation 1.

Der mittlere Zeitaufwand der Fitnessberechnung ist proportional zur mittleren Ab-
leitungstiefe des Induvidiums. Je linger die mittlere Ableitungstiefe Dy, ist, de-
sto grofler ist der Zeitaufwand der Fitnessberechnung Ts. Dagegen variiert die Zeit
zur Selektion und Erzeugung von Nachkommen nur wenig und ist im Vergleich zur
Fitnessberechnungzeit sehr klein. Daher wéchst ebenfalls der Zeitaufwand der Fit-
nessberechnungzeit im Lauf der Evolution. Das mittlere Verhéltnis zwischen dem
Zeitaufwand der Fitnessberechnungszeit Ts und dem gesamten Zeitaufwand aller
Vorgénge innerhalb einer Generation T stagniert ab der 40. Generation.

Vergleich zwischen dem Single-Verfahren und dem Multi-Verfahren

:: 1 1 1 1 1 1
5 10 15 20 25 30 35 40 45 50

Generation

Abbildung 5.5: mittlerer relativer ~Geschwindigkeitsfaktor G1.,. des Multi-
Verfahrens mit 2, 3,4,6 und 8 Clients

Nach dem Experiment mit den Multi-Verfahren wurde der mittlere relative Ge-
schwindigkeitsfaktor Gy.,, (mit n. = 2,3,4,6 und 8) aus fiinf GP-Liufen berechnet.
Abbildung 5.5 zeigt die Ergebnisse des Experiments, dessen Populationsgrofie auf
M = 1000 eingestellt ist. Alle fiinf mittleren Geschwindigkeitsfaktoren Gi.o, G1.3,
Gh.a, G und Gy.g aus fiinf GP-Léufen zeigen einen sehr dhnlichen Verlauf.

In den frithen Generationen (bis zur 3. Generation) sind die meisten Individuen sehr
klein. Dadurch kénnen die Fitnessberechnungen sehr schnell durchgefiihrt werden.
Infolgedessen liegen alle mittleren relativen Geschwindigkeitsfaktoren Gi.,, unter
1, und der mittlere relative Geschwindigkeitsfaktor G.,, bei einer kleinen Anzahl
von Client-Rechnern n. hoher als der mittlere relative Geschwindigkeitsfaktor G1.,,.
bei einer grofleren Anzahl von Client-Rechnern n.. Das Multi-Verfahren hat daher
keinen Vorteil gegeniiber dem Single-Verfahren.
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AuBlerdem kommt es bei der Simulation von Multi-Verfahren mit 4 oder mehr Clients
in den frithen Generationen (bis zur 3. Generation) sehr haufig vor, dass die Clients
mit grofleren Client-Nummern an der Fitnessberechnung nicht beteiligt sind. Die
Fitnessberechnungen finden nur in den Clients mit kleinen Client-Nummern statt.
Zum Beispiel bei der Simulation von Multi-Verfahren mit 4 Clients: Der 1. Client
beendet die Fitnessberechnung des 1. Datenpakets, und schickt das Ergebnispaket
zum Server zuriick. Anschlieend meldet der 1. Client, dass er frei, d.h. bereit zur
Bearbeitung des weiteren Datenpakets, ist. Dies geschieht, bevor das 3. und 4. Daten-
paket gesendet wird. In dieser Zeit bearbeitet der 2. Client noch das 2. Datenpaket.
Daraus folgt, dass der Server das 3. Datenpaket zum 1. Client sendet. Wenn sich
der 2. Client vor der Sendung des 4. Datenpaket frei meldet, wird der Server das 4.
Datenpaket zum 2. Client senden. Die Clients mit gréfleren Client-Nummern, z.B.
3. Client oder 4. Client, werden daher an der Fitnessberechnung nicht beteiligt.

Im Lauf der Generation werden die Ableitungstiefen von den meisten Individuen
groBer, folglich vergrofert sich der Zeitaufwand der Fitnessberechnung. Wie in Ab-
bildung 5.5 gezeigt wurde, hat das Multi-Verfahren ab der 5. Generation Vorteile
gegeniiber dem Single-Verfahren. Die mittleren relativen Geschwindigkeitsfaktoren
@1;nc steigen weiter, bis ihr maximaler Wert erreicht wird. Die maximalen mittleren
relativen Geschwindigkeitsfaktoren max (., bei einer bestimmten Anzahl n. von
Client-Rechnern sind in Tabelle 5.2 dargestellt. Die Ergebnisse sind @hnlich wie die
besten Ergebnisse aus der Arbeit von Oussaidene in [Ous96, Ous97]. Die maximalen
mittleren Geschwindigkeitsfaktoren max Glmc aus dem Experiment konnen leicht
durch Gleichung (5.4) erklart werden.

e Wenn man die Anzahl der Client-Rechner n. erhéht, muss man auch die Anzahl
der Pakete n, erhohen. Jedes Paket bekommt darum weniger Daten als vorher.
Die Vorlaufzeit eines Pakets Ty wird nur leicht abnehmen, jedoch steigt der
Anteil n,, - Ty in Gleichung (5.4) an. Aus diesem Grund nimmt der maximale
mittlere relative Geschwindigkeitsfaktor max C_JMC beim Erhohen der Anzahl
der Clients n, nur langsam zu.

e Wenn man die Populationsgrofle erhoht, wird die Last des Multi-Verfahrens
vergrofert. Damit nimmt der Zeitaufwand der Fitnessberechnung im Single-
Verfahren Ty in Gleichung 5.4 deutlich stérker als die Vorlaufzeit eines Pakets
Ty zu. Aus diesem Grund steigt der maximale mittlere relative Geschwindig-
keitsfaktor max G.,, beim Erhohen der Populationsgrofie an.

Die relativen Geschwindigkeitsfaktoren beim Multi-Verfahren mit 2 oder 3 Clients
sind in manchen GP-Léaufen besonders interessant, da sie grofier sind als die Werte,
die wir erwarten. Zum Beispiel betragen die grofiten relativen Geschwindigkeitsfak-
toren mit 2 Clients 2,09 bei GP mit M = 1000 und 2,04 bei GP mit M = 2000.

Beim Multi-Verfahren mit 2 Clients bekommt jeder Client 500 Individuen zu ver-
arbeiten, anstatt 1000 Individuen wie im Single-Verfahren. Auflerdem kann das Be-
triebsystem Linux kleine Daten (z.B. 500 Individuen) besser als grofe Daten (z.B.
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Anzahl max C_JMC bei der max Gl:nc bei der
der Clients Populationsgrofe Populationsgrofie
Ne M = 1000 M = 2000
2 1,98 (2,09) 1,99 (2,04)

3 2,87 (3,04) -

4 3,70 (3,96) 3,80 (3,95)
6 5,01 (5,75) 5,35 (5,65)
8 5,95 (7,37) 6,55 (7,13)

Tabelle 5.2: Die maximalen mittleren relativen Geschwindigkeitsfaktoren max G_—’l:nc
des Multi-Verfahrens mit 2, 3, 4, 6 und 8 Clients aus fiinf GP-Laufen bei
der Populationsgrofle M = 1000 und M = 2000. Die in runde Klammern
gesetzten Werte sind die grofiten relativen Geschwindigkeitsfaktoren aus
fiinf GP-Laufen.

1000 Individuen) im Rechner verwalten. Aus diesem Grund ist der groBte relati-
ve Geschwindigkeitsfaktor max G1.,, im Multi-Verfahren mit 2 Clients bei manchen
Generationen im GP-Lauf grofler als 2. Bei Erhohung der Anzahl der Clients (z.B.
3, 4, 6 und 8) wird sich der Anteil n,, - Ty in Gleichung (5.4) vergréfern, demnach
wird dieser Vorteil des Betriebsystems Linux unterdriickt.

Dass der grofite relative Geschwindigkeitsfaktor bei der Populationsgréfie M = 1000
grofler als der grofBite relative Geschwindigkeitsfaktor bei der Populationsgrofier M =
2000 ist, ist rein zufillig, da die Individuen in beiden Féllen verschieden sind.

5.4 Vorteile und Probleme des Programmpakets zur
Parallelisierung der Fitnessberechnung auf ein
verteiltes Rechnersystem

Aus dem Ergebnis des Experiments werden die Vorteile und Probleme des Pro-
grammpakets [For00] festgestellt, und wie folgt zusammengefasst:

Vorteile

e Das Programmpaket [For00] kann den Zeitaufwand der Fitnessberechnung re-
duzieren. Besonders bei Clustern mit zwei oder drei Client-Rechnern bekommt
man den gewiinschten relativen Geschwindigkeitsfaktor GGy, . Dieser Vorteil ist
jedoch von mehreren Faktoren, wie z.B.

— der richtigen Einstellung der Anzahl der Pakete,

— der Lastgrofie von Anwendung oder GP, und
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— der Ubertragungsgeschwindigkeit des Netzes,
abhéngig.

e Das Cluster konnte nicht nur bei GP-Anwendungen, sondern auch in anderen
Anwendungen eingesetzt werden. Man muss die Anwendungen so verdndern,
dass sich ihre Prozesse in Datenpakete zerteilen lassen, und die Ergebnispa-
kete lesbar und weiter verarbeitbar sind. Im Ubrigen miissen alle Clients die
entsprechenden Capabilities besitzen.

Probleme

e Die Anzahl der Pakete n, ist zur Zeit konstant und wird immer vor dem
GP-Lauf festgelegt. Diese Festlegung ist manchmal sehr schwierig, da man die
Last des GP-Laufes nicht richtig einschétzen kann. Bei einer groflen Anzahl von
Paketen n, bei kleiner Last des GP-Laufes bringt das Cluster keinen Vorteil mit
sich. Auflerdem konnte das Cluster, besonders bei kleiner Last des GP-Laufes,
zu langerem Zeitaufwand als beim Single-Verfahren fithren. Zur Erhchung des
effizienten Einsatzes des Clusters soll die Anzahl der Pakete n, automatisch
und dynamisch nach der Last des GP-Laufes in jeder Generation eingestellt
werden. Die Last des GP-Laufes und die Geschwindigkeitsfaktoren G.,, in
der jetzigen n. Generation kénnen durch ihre Werte in der vorherigen (n —1).
Generation geschétzt werden.

e Bei Experimenten mit mehr als acht Clients entsteht sehr haufig ein Problem,
da Ergebnispakete nach ihrer Ankunft im Master-Rechner verloren gehen. Die
Ursache wird noch untersucht und beseitigt.

5.5 Zusammenfassung

Das Programmpaket zur Parallelisierung der Fitnessberechnung auf verteilte Rech-
nersysteme ([For00]) ist eine Variante der globalen Parallelisierung. Es besteht aus
zwei Teilen, Anwendung und Cluster.

Die Anwendung ist ein GP-Programm, in dem keine Fitnessberechnung stattfindet.
Sie verteilt Individuen in Datenpakete und liest anschlieflend die Fitnesswerte aus
den Ergebnispaketen.

Das Cluster besteht aus Server, Feed und Client. Die Anwendung, Server und Feed
befinden sich in demselben Rechner, der Master-Rechner genannt wird. Server ist
die zentrale Steuerungseinrichtung des Systems. Er verwaltet den Feed sowie die
diversen Clients und koordiniert die einzelnen zu bearbeitenden Pakete. Feed stellt
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die Schnittstelle zwischen Anwendung und Server dar. Die Clients bearbeiten erhal-
tene Datenpakete mit den entsprechenden Capabilities, also Fitnessberechnung, und
schicken Ergebnisse in Ergebnispaketen dem Server zuriick.

Das Programmpaket kann den Zeitaufwand bei der Fitnessberechnung reduzieren.
Je grofler die Last der GP ist, desto mehr steigt der relative Geschwindigkeitsfaktor
G1.,, nahezu linear an. Die Anzahl der Clients n. ist theoretisch unbegrenzt. Sie
muss jedoch an die Geschwindigkeit der Rechner und dem Netzwerk angepasst sein.






6 Einfiihrung in die Chaostheorie

Dieses Kapitel beschéaftigt sich mit der Einfiihrung in die Chaostheorie. Wir begin-
nen im Abschnitt 6.1 und 6.2 mit dem Begriff der dynamischen Systeme und At-
traktoren. Das deterministische Chaos wird im Abschnitt 6.3 definiert. Im Abschnitt
6.4 werden zwei bekannte Methoden zur Charakterisierung chaotischen Verhaltens
erlautert. Dies sind die Lyapunov-Exponenten und die Dimensionen. Zum Schluss
werden einige Beispiele des dynamischen Chaos demonstriert. Fiir weiterreichen-
de Darstellungen der Theorie wird auf das Buch von H. Nagashima und Y. Baba
[Nag92] und A. A. Tsonis [Ts092], sowie das deutschsprachige Buch von R. Leven,
B. Koch und B. Pompe [Lev89] und O. Loistl und I. Betz [L0i93] verwiesen.

6.1 Dynamisches System

Chaotisches Verhalten kennt man vor allem aus der Theorie dynamischer Systeme.
Zur Beschreibung eines derartigen Systems muss man seinen Zustand (die wesent-
liche Information iiber ein System) und die Dynamik (eine Vorschrift, welche die
zeitliche Anderung des Zustandes angibt) kennen. Die zeitliche Entwicklung kann
man sich im Phasen- bzw. Zustandsraum veranschaulichen, dessen Koordinaten die
Komponenten des Zustands sind.

Definition 6.1 [Bro93] Phasenraum oder Zustandsraum wird ein Koordinatensy-
stem genannt, in dem die Zustandsvariablen eines Systems als Koordinaten dienen.
Der Phasenraum enthdlt die Menge aller mdglichen Zustinde eines Systems und
kann endlich— oder unendlichdimensional sein. Die im Phasenraum ablaufende Zeit
kann stetig oder diskret sein.

Der Phasenraum eignet sich besonders zur Darstellung der Systemdynamik.

Definition 6.2 [Moe92]

o Fin System heifit eindimensional, wenn seine Zustandsvariable eine Kompo-
nente aufweist.

e Fin System heifit mehrdimensional, wenn seine Zustandsvariable mehrere
Komponenten aufweist.

77
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e Fin System heifst endlichdimensional, wenn seine Zustandsvariable endlich
viele Komponenten aufweist.

Definition 6.3 [L0i93] Ein dynamisches System sei nachfolgend durch ein System
von gewdhnlichen Differenzengleichungen:

2(t+1) = F(=(1)) (6.1)
oder durch ein System von gewdhnlichen Differentialgleichungen in der Form:
d
d—f =& = F(z) (6.2)

gegeben.

Dabei bezeichnen © = (x1,29,....,2,) € R und F = (F1, F, ..., F,) und f =
(f1, fa, -y fn) reellwertige Funktionsvektoren mit R™ — R™.

R™ bezeichnet einen n-dimensionalen euklidischen Vektorraum mit dem Skalarpro-
1
dukt (x,y) = > x; - y; und der Norm |x| = (x,x)=.

x(t) stellt den Zustand des Systems zur Zeit t dar, der im Falle von Differentialglei-
chungen durch t € R und im Falle von Differenzengleichungen durch t € 7 definiert
15t.

Mit der Differenzengleichung (6.1) wird ein zeitdiskretes System, mit der Differenti-
algleichung (6.2) ein zeitkontinuierliches System beschrieben.

Definition 6.4 [Bro93] Eine Abbildung f : A — B ist eine Vorschrift, die jedem
Element a aus einer Menge A genau ein Element b = f(a) aus einer Menge B
zuordnet:

a€A a—b=f(a)€B. (6.3)
Man nennt b = f(a) ein Bild von a und a das Urbild von b.

Durch das System (6.1) und (6.2) werden spezielle Abbildungen beschrieben, die von
den Zustandsvariablen x; (i = 1,2,...,n) und Parametern abhéngen. Oft geht dabei
wie in (6.1) die zeitliche Entwicklung in diskreten Schritten, Iterationen genannt,
vor sich. Man spricht dann von iterierter Abbildung.

Im zeitkontinuierlichen Fall sei angenommen, dass die Funktionen F;(i = 1,2,...,n)
im R” hinsichtlich aller Argumente x; stetig differenzierbar seien. Dieses ist eine
hinreichende Bedingung fiir die Existenz eindeutiger Losungen zu einem beliebi-
gen Anfangszustand. Bei gegebenem Anfangszustand folgt daraus eindeutig jeder
zukiinftige als auch vergangene Zustand eines dynamischen Systems. Man spricht
infolgedessen auch von der Determiniertheit des Systems.
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Ist im zeitdiskreten Fall f nicht umkehrbar, so nennt man das dynamische System
halbdeterminiert.

Fiir die Zeit t folgt daraus ¢t € Z. Hangen die Funktion F' bzw. f nicht explizit von
der Zeit ab, so bezeichnet man das dynamische System als autonom, andernfalls als
nichtautonom. Formal kann ein nichtautonomes System durch Einfithrung der Zeit
t jederzeit in ein autonomes System iiberfiihrt werden.

Ein zeitdiskretes System bezeichnet man als losbar, wenn es in die Form x(t) =
Fi(xzo) = f'ao iiberfithrt werden kann (f' = fo f7', f° = 1) und somit zu je-
dem Anfangszustand x, unmittelbar jeder zukiinftige Zustand angegeben werden
kann. Eine spezielle Losung ordnet einem Anfangszustand xy bei festem t einen ein-
deutigen Zustand x(x,t) zu. Die gesamte Losungsmenge ordnet demzufolge allen
Anfangszustianden aus R™ nach der Zeit ¢t neue Zustéinde zu. Man nennt eine solche
Abbildung Phasenfluss auf dem Phasenraum R". Einzelne Zusténde im R"™ erhalten
die Bezeichnung Phasenpunkte.

Variiert man unter Festhalten einer Anfangsbedingung x, die Zeit ¢, so erhélt man
eine Losungskurve des dynamischen Systems, die als Trajektorie oder Orbit des
Flusses f' zur Anfangsbedingung x, bezeichnet wird.

6.1.1 Konservative Systeme

Fiir ein autonomes konservatives System gilt, dass das Volumen eines Volumen-
elementes im Phasenraum erhalten bleibt, was einer Energieerhaltung entspricht.
Formalisiert bedeutet dieses, dass die Divergenz eines durch F' im Phasenraum R"
aufgespannten Vektorfeldes gleich 0 ist [Eck81].

divF=Y" a@’iw —0 (6.4)
i=1 ‘

Ein Volumenelement wird in konservativen Systemen unter der Wirkung eines Flus-
ses f' also hochstens deformiert, wihrend dabei auf jeden Fall das Volumen als
solches erhalten bleibt.

6.1.2 Dissipative Systeme

Urspriinglich wurden mechanische Systeme mit Dampfung oder Reibung, d.h. in
denen die Energie keine Erhaltungsgrofle ist, dissipativ genannt.

Eine der wichtigsten Eigenschaften dissipativer Systeme ist, dass sich ein Volumen-
element des Phasenraums R™ unter der Wirkung des Flusses f* zusammenzieht und
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schlielich zum Volumeninhalt Null wird (vorausgesetzt, dass dem dynamischen Sy-
stem keine neue Energie zugefiihrt wird). Nach einem solchen transienten Ubergang
befindet sich der Systemzustand auf einem Attraktor, dessen Dimension kleiner ist
als die des urspriinglichen Phasenraums.

Dissipation impliziert jedoch nicht, dass das Phasenraumvolumen fiir ¢ gegen un-
endlich gegen Null strebt und sich der Systemzustand letztendlich immer auf einem
Fixpunkt einfindet.

Wird als Raum fiir die Anfangsbedingungen der gesamte Phasenraum R™ zugelas-
sen, so zieht sich der systemzugéngliche Phasenraum im Mittel der Zeit auf einen
niedriger dimensionalen Unterraum des R" zusammen, d.h. dass sich die Zahl der
zur Beschreibung der Dynamik notwendigen Zustandsvariablen reduziert.

6.2 Attraktoren

Die nun zuvor beschriebene Volumenkontraktion in einem dissipativen System hat
zur Folge, dass sich ein Volumen V' C R"™ unter der Wirkung eines Flusses im
Regelfall auf einen Attraktor A niedriger Dimension zusammenzieht. Trajektorien
x(xo,t) mit &y € V' \ A bezeichnet man als Transiente. Transiente beschreiben also
das Ubergangsverhalten im Einzugsbereich des Attraktors.

6.2.1 Definition von Attraktoren

Definition 6.5 [Loi93] Ein Attraktor eines Flusses f' ist eine kompakte Menge A
mit den folgenden Eigenschaften:

1. A ist invariant unter dem Fluss f', d.h. f'(A)=A V t.

2. A besitzt eine offene Umgebung U, die sich unter dem Fluss f' auf A zusam-
menzieht, d.h. tlim Fi(U) = A.

3. Der Fluss von A ist wiederkehrend, d.h. dass A keine Untermenge besitzt, die
transient ist.

4. A kann nicht in nichttriviale, kompakte, invariante Mengen zerlegt werden.

Das Einzugsgebiet oder Bassin von A ldsst sich durch die offene Menge aller zuge-
lassenen Anfangsbedingungen x( definieren, fiir die gilt:

lim f'(2) € A (6.5)

Der Attraktor ist also die Menge, gegen die schliefSlich alle von einer Umgebung U
des Attraktors ausgehenden Trajektorien konvergieren.
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6.2.2 Fixpunktattraktoren

Die einfachste Form eines Attraktors ist ein asymptotisch stabiler Fizpunkt (Abbil-
dung 6.1). Das dynamische System bewegt sich unabhéngig vom Anfangspunkt und
landet mit der Zeit zu einem Fixpunkt im Phasenraum.

Ve

I I Attraktor

Abbildung 6.1: Fixpunktattraktor

Definition 6.6 [Bro93] Fizpunkt nennt man einen Punkt x* = (z7,...,2}), wenn
er unter der Wirkung der Abbildung in sich selbst tibergeht:

z* = f(z") (6.6)
fur alle t > 0.

Definition 6.7 [Arr94] Ein Fizpunkt x* heifst stabil, wenn fir alle Umgebungen U
von x* eine Umgebung U' C U von x* existiert, so dass fir x € U’ gilt f'(x) € U
fur alle t > 0.

Definition 6.7 sagt also aus, dass Punkte in der N#he eines stabilen Fixpunktes
bei Iteration in der Nahe bleiben fiir positive t. Ist ein Fixpunkt a* stabil und
tlim f'(x) = «* fiir alle & in einer Umgebung von x*, dann nennt man den Fix-

punkt asymptotisch stabil. Trajektorien von Punkten in der Ndhe von asymptotisch
stabilen Punkten bewegen sich auf ihn hin fiir steigendes t.

6.2.3 Grenzzyklische Attraktoren

Die néchstkompliziertere Form eines Attraktors ist ein Grenzzyklus (Abbildung 6.2).

Definition 6.8 [L0i93] Eine Trajektorie x(t) eines dynamischen Systems heifit ge-
schlossene Bahn, wenn ein t # 0 existiert, so dass f'(x) = x und x(t) kein Gleich-
gewichtspunkt ist.
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V=

Attraktor

Abbildung 6.2: Grenzzyklischer Attraktor

Handelt es sich bei dieser Bahn um einen Attraktor so spricht man von einem Grenz-
zyklus. Prézisiert lautet die Definition:

Definition 6.9 [L0i93] Eine geschlossene Bahn x(t) ist ein Grenzzyklus, wenn alle
Losungen des Systems, die durch Punkte einer Umgebung U(x) verlaufen, gegen
x(t) konvergieren, d.h.

lim d(f*(x)) =0 (6.7)

t—o00

mit d als der Distanz zwischen der Trajektorie und dem Grenzzyklus.

6.2.4 Torus-Attraktoren

In hoherdimensionalen Systemen mit n > 3 sind wesentlich kompliziertere Attraktor-
strukturen moglich. Zusammengesetzte Schwingungen oder quasiperiodisches Ver-
halten gehoren zum Torus-Attraktor (Abbildung 6.3).

T ko Ktor

Abbildung 6.3: Torus-Attraktor
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Es ist jedoch hervorzuheben, dass bei auf Tori verlaufenden Lésungen zwei beliebig
nahe beieinander startende Trajektorien sich im Zeitverlauf nicht voneinander ent-
fernen, sie divergieren nicht. Tori, Grenzzyklen und Fixpunkten ist diese Eigenschaft
gemeinsam, die sie als Klasse der nicht chaotischen Attraktoren charakterisieren.

6.2.5 Seltsame Attraktoren

Neben den vorstehend beschriebenen Attraktortypen existieren aber auch solche, auf
denen nicht-periodische Bewegungen mit sensitiver Abhagigkeit von den Anfangsbe-
dingungen stattfinden. Die Klasse der Attraktoren, die durch diese Eigenschaft ge-
kennzeichnet sind, werden als seltsame oder auch chaotische Attraktoren (Abbildung
6.4) bezeichnet. Grundlegendes Charakteristikum der seltsamen Attraktoren besteht
also in der exponentiellen Divergenz benachbarter Trejektorien auf dem Attraktor.

Abbildung 6.4: Seltsamer Attraktor

Definition 6.10 [Loi93] Ein chaotischer oder seltsamer Attraktor ist ein Attraktor
mit einer sensitiven Abhdngigkeit von den Anfangsbedingungen.

Sensitive Abhégigkeit ldsst sich durch das Vorhandensein von mindestens einem
positiven Lyapunov-Exponenten nachweisen. In den seltsamen Attraktoren ist daher
mindestens ein Lyapunov-Exponent positiv, mindestens einer Null, und mindestens
einer negativ'.

6.3 Deterministisches Chaos

In dieser Arbeit soll der Begriff Chaos als deterministisches Chaos verstanden wer-
den.

1Sjehe Abschnitt 6.4.1
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Definition 6.11 [Hao90] FEin physikalsches dynamisches System, das irrequlire
oder scheinbar zufillige Bewegungen ausfithrt, wird deterministisch chaotisch ge-
nannt, wenn es folgende Eigenschaften besitzt:

1. Die das System beschreibenden Gleichungen sind deterministisch.
2. Kein duferes Rauschen wird (dem System) zugefiihrt.

3. Die zeitliche Entwicklung des Systems hingt sensitiv von kleinen Anderungen
des aktuellen Zustandes der Bewegung ab (sensitive Abhdngigkeit vom An-
fangszustand).

4. Es existiert eine Reihe globaler Griffen, die nicht vom Anfangszustand abhdn-
gen. Diese invarianten Grofien werden durch Mittelung tiber lange Zeiten oder
vieler Bewegungszyklen gewonnen.

5. Der irrequlire Bewegungszustand wird durch das Durchstimmen eines System-
parameters tiber eine Reihe von Ereignissen, das sog. Szenario, z.B. das der
Periodenverdopplung, erreicht.

Deterministisch chaotische Bewegungen finden sich in einer groflen Reihe natiirli-
cher und technischer Systeme und zwar sowohl in solchen mit sehr vielen als auch in
solchen mit nur wenigen Freiheitsgraden. Die Analyse solcher Systeme hat iiberra-
schenderweise ergeben, dass eine Reihe chaotischer Systeme mit urspriinglich vielen
Freiheitsgraden durch Gleichungen mit nur wenigen Variablen beschrieben werden
kénnen. Ein Beispiel dafiir ist die logistische Abbildung.

Es scheint paradox, dass Chaos deterministisch ist, erzeugt nach festen Regeln ohne
stochastische Elemente. Prinzipiell ist die Zukunft durch die Vergangenheit voll-
sténdig bestimmt, aber praktisch werden kleine Fehler verstérkt - das Verhalten ist
deshalb zwar kurzfristig vorhersagbar, langfristig aber unvorhersagbar.

6.4 Methoden zur Charakterisierung chaotischen
Verhaltens

Die Dynamik eines Systems wird von der Geometrie des Phasenraumes und seines
Attraktors beschrieben. Diese Geometrie lasst sich durch eine Serie von Dimensionen
und Lyapunov-Exponenten quantifizieren.
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6.4.1 Lyapunov-Exponenten

Der Lyapunov-Exponent stellt ein Mafl zur Bestimmung des Grades der sensitiven
Abhégigkeiten von den Anfangsbedingungen eines Systems dar. Er, (bzw. im hoher-
dimensionalen Fall) sie, eignen sich somit insbesondere als Indikator fiir Stabilitét
oder Chaos in der Analyse eines zu untersuchenden dynamischen Prozesses.

Lyapunov-Exponenten \; sind reele Zahlen, die eine exponentielle Konvergenz
(A; < 0), Neutralitdt (A\; = 0) oder Divergenz (A\; > 0) zweier eng benachbarter
Trajektorien eines dynamischen Systems im zeitlichen Mittel beschreiben.

Fiir ein ein-dimensionales zeitdiskretes System ldsst sich der Lyapunov-Exponent
berechnen geméaf:

1 N—-1
A= lim — ) In|f/(x;)] (6.8)
=0

N—oco N —
Wobei f'(z;) die Ableitung der Funktion f(z;) darstellt.

Trajektorien, die am Anfang durch den Abstand e voneinander getrennt sind haben
nach N Iterationen den Abstand e - e, wobei e* Dehnungskoeffizient genannt wird.

e Fiir A\ < 0 wird die Dehnung ¢ - ¢* < 1, d.h. es findet eine Anniherung der
Trajektorien statt.

e Fiir A > 0 wird die Dehnung ¢ - ¢* > 1, so dass die Trajektorien exponentiell
auseinanderlaufen.

Die Anzahl der Lyapunov-Exponenten richtet sich nach der Dimension des Pha-
senraumes. d.h. der Dimension des untersuchten dynamischen Systems. Ein n-
dimensionales System besitzt n Lyapunov-Exponenten, d.h., dass sich die durch den
dynamischen Prozess erzeugten Trajektorien in Richtung jeder Dimensionsachse des
Systems im Phasenraum entwickeln konnen. Die sensitive Abhéngigkeit lasst sich
durch das Vorhandensein von mindestens einem positiven Lyapunov-Exponenten
nachweisen. Der grofite Lyapunov-Exponent erhélt den Index 1.

Die Summe aller Lyapunov-Exponenten ldasst sich als Maf§ zur Klassifizierung des
untersuchten dynamischen Prozesses in

1. konservativ (das Volumen des Phasenraumes bleibt gleich), falls:

n

i=1

2. dissipativ (das Volumen des Phasenraumes nimmt iiber die Zeit ab), falls:

n

Z)\,<O

=1
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heranziehen.

AuBerdem koénnen verschiedene dynamische Systemzustinde anhand des Lyapunov-
Spektrums klassifiziert werden. Die Klassifikation des Verhaltens des dynamischen
Systems und den Attraktortypen ist folgendermaflen (in den runden Klammern wird
das Vorzeichen der Lyapunov-Exponenten angegeben):

e Spektrum der Lyapunov-Exponenten: (—, —, ..., —)

— Verhalten: Stabilitéat
— Attraktortyp: Fixpunkt

e Spektrum der Lyapunov-Exponenten: (0,—, —, ..., —)

— Verhalten: Periodizitat
— Attraktortyp: Grenzzyklus

e Spektrum der Lyapunov-Exponenten: (0,0, ...,0,— —, ..., —)

— Verhalten: Quasiperiodizitét

— Attraktortyp: stabiler n-Torus
e Spektrum der Lyapunov-Exponenten: (+,0, —, —, ..., —)

— Verhalten: Chaotisches Verhalten
— Attraktortyp: Seltsamer Attraktor

6.4.2 Dimensionen

Zur quantitativen Charakterisierung von Attraktoren wurde eine Vielzahl von Di-
mensionsbegriffen eingefiihrt. Thnen ist gemeinsam, dass sie fiir nicht-chaotische At-
traktoren wie Fixpunkte, Grenzzyklen und n-Torus ganzzahlige Werte 0,1, ...,n an-
nehmen, wihrend sie seltsame Attraktoren durch eine gebrochenzahlige Dimension
charakterisieren. Gebrochenzahlige Dimensionen wurden eingefiihrt, um die auf be-
liebig kleinen Skalen bestehenden diffizilen Strukturen die so genannten Fraktale?
charakterisieren zu konnen. Es zeigte sich, dass fiir eine quantitative Charakterisie-
rung von natiirlichen Objekten wie Kiistenlinien, Wolken und Niederschlagsgebieten
fraktale Dimensionen besser geeignet sind als der herkommliche euklidische Dimensi-
onsbegriff. Dieser ordnet jedem geometrischen Objekt eine ganze Zahl zu. So besitzt
im euklidischen Sinne ein Punkt die Dimension 0, eine Linie die Dimension 1, eine
Fléche die Dimension 2 usw.

2Ein Fraktal ist ein Objekt, das aus Teilen besteht, die ihrerseits in gewissem Sinne dem gesamten
Objekt dhneln.
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Die fraktale Dimension

Die fraktale Dimension gibt nun, vereinfacht ausgedriickt, die Anzahl der paarweise
unabhéngigen Zustandsgrofien an, die die Bewegung auf dem Attraktor charakteri-
sieren.

Zerlegt man nun den Phasenraum in m-dimensionale Kuben der Kantenldnge ¢, so
ist es moglich abzuzdhlen, wieviele dieser Boxen notwendig sind, um den Attrak-
tor damit vollstandig zu iiberdecken. Sei nun N(e) die minimale Anzahl der dazu
bendtigten Boxen, so ist durch die Beziehung

log N
Dy — — 1im 28V (E)

=0 loge (6.9)

die fraktale Dimension Dp definiert. Die fraktale Dimension einer Menge A C R"
gibt also an, wie sich die Anzahl N(g) der zu ihrer Uberdeckung benétigten n-
dimensionalen Elementarkuben &ndert, wenn die Kantenldnge € immer kleiner wird.
Beispielhaft sei eine Kochsche Schneeflocke betrachtet.

ANTIES

Abbildung 6.5: Kochsche Schneeflocke

Beispiel 6.1 (Kochsche Schneeflocke) Die Seiten eines gleichseitigen Dreiecks
werden in drei gleiche Teile geteilt. Auf jedem mittleren Drittel wird nach aufen
hin jeweils ein gleichseitiges Dreieck aufgesetzt und so fort (Siehe Abbildung 6.5).
So entsteht als duflere Begrenzung eine gebrochene Linie, die Kochsche Kurve, die
immer wieder von neuem gleichseitige Dreiecke einbezieht. Die Grenzmenge heifit
Kochsche Schneeflocke. Sie stellt eine geschlossene, nirgends differenzierbare Linie
unendlicher Linge dar, die aber eine endliche Fldche umschliefst.

Die minimale Anzahl von notwendigen Quadraten der Seitenlinge €, die zur voll-
standigen Uberdeckung des so erhaltenen geometrischen Objekts bendtigt werden,
entwickelt sich offensichtlich folgendermafen:

Ausgangssituation ¢ =1 = N()=1
1. iterierte e=1/3 = N() =14
— N(e) =16

2. iterierte e=1/9

n. iterierte e=(1/3)" = N(g)=4"



88 FEinfiihrung in die Chaostheorie

Die fraktale Dimension der Kochschen Schneeflocke ist:

log 4" log 4
Dp = lim lim —2— — lim 2= ~ 1,2618... (6.10)
n—oo e—0 log (%)n e—0 10g3

Weitere fraktale Dimension

Viele Fraktale werden nicht nur durch die fraktale Dimension charakterisiert, son-
dern mit einem ganzen Satz anderer Dimensionen, z.B. die Informationsdimension,
die Renyi-Dimension usw. Um den Umfang dieser Einfithrung nicht unnétig zu ver-
groflern, wird das Thema an dieser Stelle nicht weiter vertieft.

6.5 Beispiele des dynamischen Chaos

6.5.1 Logistische Abbildung

Hierbei handelt es sich um eine ein-dimensionale diskrete Abbildung im Intervall
[0, 1] auf sich selbst [May76]:

1= flr)=r-x-(1—x) mit 0<r<4,teZ (6.11)

Waéhrend der Kontrollparameter r konstant gehalten wird, wird die Variable x ent-
sprechend der obigen Vorschrift iteriert und ergibt so eine Zeitreihe {z;}. Funktionale
Zusammenhénge dieser Art sind in viele Fachdisziplinen nachweisbar. So z.B. in der
Biologie, wo Insekten existieren, die zu Beginn der kalten Jahreszeit sterben und de-
ren nichste Generation im folgenden Friihjahr aus den FEiern schliipft. x;,; ist dann
beispielsweise die Individuendichte pro Flidcheneinheit der (¢ + 1)-ten Generation
in Abhéngigkeit der Individuendichte z;, d.h. der Dichte der Vorgéingergeneration.
Fiir kleine Populationsdichten folgt aus dem funktionalen Zusammenhang der logi-
stischen Abbildung ein nahezu exponentielles Wachstum. Unbegrenztes Wachstum
wird jedoch durch den quadratischen Term verhindert.

Externe Einfliissse auf das System, z.B. Umwelteinfliisse, sind im Parameter r zu-
sammengefasst. Der einzige die Systemdynamik beeinflussende Parameter ist dann
offenbar r. Somit kommt der Untersuchung des dynamischen Verhaltens der logisti-
schen Abbildung in Abhéngigkeit von r eine zentrale Bedeutung zu.

Der (x4-x441)-Graph kann dazu dienen, die Dynamik der logistischen Abbildung zu
verdeutlichen (siche Abbildung 6.7). Dazu beginnt man an einem gegebenen Punkt
x; auf der waagrechten Achse, geht dann senkrecht nach oben bis zur Kurve und
von dort nach links, wo man den darauffolgenden Wert x,,; findet. Von dort geht
man wieder waagrecht zuriick bis zur eingezeichneten Diagonalen und dann senkrecht
nach unten, bis man die waagrechte Achse wieder erreicht hat, aber nun beim Punkt
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T¢41, und beginnt von vorne. Anderungen von r kénnen dazu fiihren, dass sich das
qualitative Verhalten der Zeitreihe bzw. des Orbits grundlegend &ndert. Dieses wird
in Abbildung 6.6 und 6.7 veranschaulicht.

1

<051/ s
r

Abbildung 6.6: Zeitreihe {z;} der logistischen Abbildung beim gleichen Startwert
mit vier verschiedenen Werten des Parameters (r = 2,90; r = 3,43;
r = 3,53 und r = 4,00)

Man kann folgende Félle unterscheiden:

e Anziehender Fixpunkt als Attraktor, wenn r < 3. Das System lduft von den
meisten Anfangsbedingungen aus auf einen Fixpunkt zu.

e Bei grofleren Werten des Parameters r, der die Form der Parabel bestimmt,
z.B. 3 < r < ry (wobei ry &~ 3,44949...), tritt ein Grenzzyklus der Periode 2
auf. Das System springt zwischen zwei Werten hin und her.

e Macht man die Steilheit der Parabel noch grofer, z.B. o < r < r3 (wobei
ry &~ 3,544009...), so tritt ein Grenzzyklus mit der Periode 4 auf, d.h. Peri-
odenverdopplung. Nach vier Schritten erreicht das System wieder den gleichen
Zustand wie beim ersten.

e Fiir noch gréfere r findet man Grenzzyklen mit immer lingerer Periode
(8,16,32,...).

e Ab einem bestimmten kritischen Wert r» > r,, & 3,569945... wird die Periode
unendlich, das System also aperiodisch und chaotisch.
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Abbildung 6.7: Iterationsschritte der logistischen Abbildung bei vier verschiedenen
Werten des Parameters (r = 2,90; r = 3,43; r = 3,53 und r = 4, 00),
der die Steilheit der Parabel bestimmt

6.5.2 Mackey-Glass-Gleichung

Die Mackey-Glass-Gleichung (M-G) in [Mac77] ist ein Modell der Produktion von

der weiflen Blut-Zelle. Sie ist durch eine Differentialgleichung in der Form:

dllft b- Tt—A

A e Y 6.12
dt 11 (ma)y T (6.12)
oder eine Abbildung in der Form:
b-xi A
= —— —a- 6.13
Tep1 = X + 1T (lEt—A)c a - T ( )

gegeben, wobei die Konstanten a = 0,1 b = 0,2 und ¢ = 10 oft eingesetzt sind. Der
Verschiebungsparameter A bestimmt die charakteristische zeitliche Entwicklung des
Modells.

x(t) stellt die Konzentration der weiflen Blutkérperchen in der Zeit ¢ dar. z;_a ist die
Konzentration zu dem Zeitpunkt, zu dem der Wunsch nach mehr Blut auftritt. Bei
der Person mit der Leukédmie kann das A iiberméflig grof sein und die Konzentration
des Blutes wird oszillieren. Falls A sehr grof ist, verhélt sich die Konzentration des
Blutes chaotisch.

Abbildung 6.8 zeigt die Zeitreihen {x;} und die Trajektorie der M-G Gleichung bei
a=0,1 b=0,2 ¢=10und A = 30. Die Trajektorie ist in 3-Dimensionen, als (x1-
x4-T¢_30)-Graph, konstruiert. Die Charakteristik der M-G-Gleichung als Funktion
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Abbildung 6.8: Zeitreihe {z;} (oben) und Trajektorie (unten) der M-G Gleichung
beia=0,1 b=0,2 ¢=10und A = 30

von A mit a =0,1 b=0,2 und ¢ = 10 wurde von J. D. Farmer untersucht, und in
[Farm82] veroffentlicht.

e Fiir A < 4,53 entsteht ein Fixpunktattraktor.

e Fiir 453 < A < 13,3, verhélt sich die Gleichung wie ein instabiler
Grenzzyklus-Attraktor.

e Wenn A = 13,3 ist, verdoppelt sich die Periode des Grenzzyklus. Diese Peri-
odenverdopplung setzt sich bis A = 16, 8 fort.

e Ab A > 16,8 hat die Gleichung einen seltsamen Attraktor, deren Charakteri-
stik von A abhéngig ist.

Falls A = 30 ist, hat der Attractor der M-G-Gleichung die fraktale Dimension Dp >
2,94 und zwei positive Lyaponov-Exponenten. Die Summe aller positiven Lyaponov-
Exponenten betragt ca. 0.01.

6.5.3 Sonnenflecken

Sonnenflecken sind die dunkel erscheinenden Flecken auf der Sonnenoberfliache, weil
sie kiihler sind als die sie umgebende Photosphére. Sie besteht aus einem dunklen
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Kern (Umbra), welcher von einem etwas helleren Hof (Penumbra) umgeben wird.
Die Sonnenflecken entwickeln sich aus kleinen Einzelflecken (Poren) und bilden bei
ihrer Ausbreitung Gruppen. Thre Lebensdauer kann von wenigen Stunden bis zu
mehreren Monaten reichen.

Normalerweise schiitzt das eigene Magnetfeld die Erde vor den meisten der von der
Sonne ausgehenden Emissionen. Aber wihrend Zeiten intensiver Sonnenfleckenak-
tivitdt konnen geomagnetische Stiirme auftreten, eine verstidrkte und hochst ein-
drucksvolle Erscheinung ist das Nordpolarlicht und das Siidpolarlicht. Geomagneti-
sche Stiirme konnen auch Funkverbindungen unterbrechen und Stromversorgungs-
netze stéren. Energiereiches elektromagnetisches Bombardement kann die Ubertra-
gung von Radiowellen beeinflussen und auch den Stromfluss in elektrischen Leitun-
gen beeintrichtigen. Funker kennen die Wirkungen der Sonnenfleckenaktivitat und
miissen sich auf eine Zunahme atmosphérischer Stérungen auf die Funkwellen ein-
stellen. Durch genau die gleichen Bombardements kénnen auch Stromversorgungs-
netze iiberlastet werden.

Die Sonnenfleckenrelativzahl Rs [Rod68] wurde zur Bewertung der Sonnenflecken-
aktivitdt im letzten Jahrhundert vom Direktor des Ziiricher Observatoriums Rudolf
Wolf eingefiihrt. Sie wird zu seinen Ehren auch als Wolf-Zahl bezeichnet. Sie ist wie
folgt definiert:

Ry =ks- (10 gs + f5) (6.14)

wobei:

e 1, die Sonnenfleckenrelativzahl,

e kg, der Korrekturfaktor, abhéngig von atmosphérischen Bedingungen, Instru-
ment, Beobachter, Hohe der Sonnenaktivitét,

e 10 der Gewichtsfaktor fiir die Gruppenzahl,

e ¢, die Gruppenzahl, die nach ihrer Komplexitdt mit Gro3buchstaben A bis F’
und H klassifiziert wird

fs die Einzelfleckenzahl ist.

Dabei bedeutet Klasse A ein kleiner einzelner unipolarer Sonnenfleck oder eine sehr
kleine Sonnenfleckengruppe ohne Halbschatten. F' steht fiir eine ausgedehnte bi-
polare Sonnenfleckengruppe mit Halbschatten an beiden Enden mit mindestens 15
Winkelgraden umfassender longitudinaler Ausdehnung.

Bei der Beobachtung der Sonnenflecken sind weltweit viele Observatorien beteiligt,
deshalb wird das erhaltene Ergebnis mit einem Korrekturfaktor kg, der aber etwa 1
ist, multipliziert. Praktisch heifit das: Ist kein Fleck zu sehen, so ist R gleich Null.
Ist ein Fleck zu sehen, so ist Ry gleich 11 (der Fleck ist zugleich eine Gruppe).
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Abbildung 6.9: Jahrliche durchschnittliche Sonnenfleckenrelativzahl R .. von 1700-

1999 (Oben), monatliche durchschnittliche Sonnenfleckenrelativzahl
R .. vom Oktober 1749 bis Dezember 2000 ( Unten)

nth

Die Abbildung 6.9 (oben) zeigt die jahrliche durchschnittliche Sonnenfleckenrelativ-
zahl R, .. von 1700 bis 1999°. Die Sonnenfleckenrelativzahl steigt und féllt durch-
schnittlich alle 11,1 Jahre. Der Zyklus ist jedoch nicht symmetrisch. Die Sonnen-
fleckenrelativzahl steigt im Durchschnitt in ca. 4,8 Jahren von einem Minimum bis
zu einem Maximum und fallt 6,2 Jahre zu einem anderen Minimum wieder ab. Die
grofite jahrliche durchschnittliche Sonnenfleckenrelativzahl betrug 190,2 und wurde
im Jahre 1957 beobachtet.

Die durchschnittliche monatliche Sonnenfleckenrelativzahl Ry _ =~ verldauft sehr &hn-
lich wie die durchschnittliche jahrliche Sonnenfleckenrelativzahl R, , die jedoch von
dem Rauschen iiberlagert wird. Die Abbildung 6.9 (unten) zeigt die durchschnittliche
monatliche Sonnenfleckenrelativzahl Rs _ , von Oktober 1749 bis Dezember 2000.
In [Mun91] wurde die monatliche durchschnittliche Sonnenfleckenrelativzahl Ry
durch einen Tiefpass gefiltert, und anschlieend die Lyaponov-Exponenten und die
fraktale Dimension berechnet. Der eingesetzte Tiefpass ist ein digitales Butterworth-
Filter zweiter Ordnung, dessen Grenzfrequenz f. = 1/6 Jahr " ist.

Nach der Berechnung betréigt einer der Lyaponov-Exponenten der gefilterten mo-
natlichen durchschnittlichen Sonnenfleckenrelativzahl R, ca. 0,02 Monat™". Mit
nur einem positiven Lyaponov-Exponent bedeutet es dann, dass diese monatliche

3Die Daten konnen in der Web-Site: ftp://ftp.ngdc.noaa.gov/STP/SOLAR_DATA/SUNSPOT_
NUMBERS gefunden werden.
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durchschnittliche Sonnenfleckenrelativzahl Rs__ . eine chaotische Zeitreihe ist. Die
fraktale Dimension Dy wird dabei ca. 2,3 geschétzt.



7 Einfiihrung in die Pradiktion von
deterministischen chaotischen
Zeitreihen

Dieses Kapitel gibt eine Einfithrung in die Pradiktion der deterministischen chaoti-
schen Zeitreihen. Im ersten Abschitt werden Begriffe wie Modellieren, Identifikation
und Pradiktion definiert. Danach werden die Arten der Pradiktion erldautert. Zum
Schluss stellen wir die verschiedenen Arten der Pradiktionverfahren vor.

7.1 Definition der Pradiktion

In diesem Abschnitt werden die Begriffe Modellieren, Identifikation und Prddiktion
definiert. Diese drei Begriffe sind bereits in der Literatur [Pham99] erwihnt, namlich:

Definition 7.1 Das Modellieren (modelling) ist das Bilden eines mathematischen
Modells eines Systems durch die Anwendung der physikalischen Gesetze, die das
Verhalten des Systems bestimmen.

Definition 7.2 Identifikation (identification) ist das Bilden eines mathematischen
Modells von einem System, indem man

e Lingangs- und Ausgangsignale eines bestimmten Systems beobachtet,

e und anschlieffend ein Modell sucht, das das System am besten beschreibt.

Definition 7.3 Prddiktion (prediction) ist eine Verquickung der vorherigen verfiig-
baren Daten bis zum Zeitpunkt t zur Vorhersage von zukiinftigen Werten zu ver-
schiedenen Zeitpunkten t + 1,t 4+ 2,t + 3, ... .

Obwohl die Begriffe des Modellierens, der Identifikation und der Pridiktion unter-
schiedlich sind, kann es sein, dass ihre mathematischen Modelle identisch sind.

95
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Unterscheidet man das Modellieren, die Identifikation und die Préadiktion aus dem
Vorwissen, hat man beim Modellieren die meiste Information iiber das System. Bei
der Identifikation kennt man Eingangs- und Ausgangsignale. Der schwierigste Fall
ist die Pradiktion, da man nur vorherige Daten kennt. Zur guten Langzeitpradik-
tion werden aber noch mehr Informationen benétigt. Dabei ist die mathematische
Funktion, die sich aus dem Modellieren ergibt, fiir die Langszeitpradiktion sehr gut
geeignet. Das Modellieren kann folglich bei der Pradiktion umgesetzt werden.

7.2 Arten der Pradiktion

Die Prédiktion ldsst sich in die folgenden Arten gliedern ([Weig91]).

Einschrittpradiktion

Einschrittpradiktion (single-step prediction) ist die Pradiktion eines zukiinftigen
Wertes 2;,1 mit Hilfe von vorhergegangenen Werten xy, x; 1, o, ..., Tt_p,, Wie in
der folgenden Gleichung;:

Boar = f(0, Tty Tpegs s Tyg) s < (7.1)
Wobei f die Pradiktionsfunktion zur Pradiktion des nichsten zukiinftigen Wertes
ist.

Da die Einschrittpriadiktion nur einen nachsten Wert pradiktiert, kann man sie auch
als Kurzzeitpradiktion bezeichnen.

Mehrschrittpradiktion

Bei der Mehrschrittpradiktion (multi-step prediction) werden mehrere zukiinftige
Werte &411, Zyi9, Tiys, ... pradiktiert. Deshalb kann man die Mehrschrittpradiktion
auch als Langzeitpradiktion bezeichnen. Es gibt zwei Arten der Mehrschrittpradik-
tion:

1. Mehrschrittpriadiktion durch die iterative Einschrittpridiktion (iterated
single-step): Der durch die Einschrittpridiktion pradiktierte Wert wird als
Anfangswert fiir den néchsten Priadiktionsschritt verwendet.

Teq1 f(%, L1y ey 5Ut—m) ym <t
Tiro = [(@T41, Tty ooy Tpmmr1) M <t
Tirs = [(Tig2, Teg1y oo Toomp2) ;m <t

>

T = [(@ran—1, Togr—2, s Tpmmak—1) ;M <1 (7.2)
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2. Direkte Mehrschrittpriadiktion (direct multi-step prediction): Der
Wert vorwiarts wird direkt pradiktiert. Dies geschieht wie es die folgende Glei-
chung zeigt:

Tpyr = fk(xt,xt,l, ey Tpem) ym <t und k>1 (7.3)

Wobei fk die Pradiktionsfunktion zur Pradiktion des k. zukiinftigen Wertes
ist.

Wenn der erste Anfangswert der Pradiktionsfunktion bei der iterativen Einschritt-
pradiktion x;_,, ist, werden nach m-maliger iterativer Einschrittpradiktion keine
guten pradiktierten Werte mehr erwartet. Die préadiktierten Werte werden mogli-
cherweise periodisch sein. Dieses Problem kénnte aber die direkte Mehrschrittpréa-
diktion beheben. Durch die Kombination der iterativen Einschrittpradiktion und der
direkten Mehrschrittpradiktion ldsst sich die Langzeitpradiktion verbessern.

Weitere Arten der Pradiktion

In [Smith94] werden zwei weitere Arten der Préadiktion definiert, namlich Runaway
und Update Extension.

e Runaway: Bei Runaway werden zuerst Anfangswerte in der Pradiktionsfunk-
tion vorgegeben. Man versucht danach mit dieser Pradiktionsfunktion so weit
wie moglich iterativ zu priadiktieren, indem préadiktierte Werte als Anfangs-
werte fiir den ndchsten Priadiktionsschritt verwendet werden. Die iterative Ein-
schrittpradiktion ist daher eine Art von Runaway.

e Update Extension: Bei Update Extension werden dagegen in jedem Pradik-
tionsschritt die tatsidchlichen Werte verwendet. Die Einschrittpradiktion und
die direkte Mehrschrittpradiktion entsprechen daher einer Art von Update Ezx-
tension.

7.3 Pradiktionsverfahren

Zur Pradiktion von deterministischen chaotischen Zeitreihen wird eine nichtlinea-
re Funktion benétigt. Fiir die Langzeitpriadiktion ist die mathematische Funktion
aus dem Modellieren sehr geeignet. Einfiihrungen in die Verfahren zum Modellie-
ren oder zur Pradiktion von deterministischen chaotischen Zeitreihen sind bereits
in der Literatur veroffentlicht, z.B. [Cas89, Cas92, Ts092, Ger93, Kan97]. Um den
Umfang der Arbeit nicht unnétig zu vergroflern, werden in diesem Abschnitt nur
einige wichtige Verfahren zur Entwicklung der Pradiktionsfunktion kurz erlédutert.
Weitere Priadiktionsverfahren findet man z.B. in [Nak00, Lan01, Mat01, Nak01].
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7.3.1 FIR- und IIR-System

FIR-System (Finite Impulse Response) Die allgemeine Differenzengleichung ei-
nes FIR-Systems lautet:

N
Ty = Z bpei—n = boer + bres—1 + ...+ byei_n (7.4)
n=0

Wobei:

e 1, das Ausgangssignal des Systems zur Zeit t,
e ¢; das Eingangssignal des Systems zur Zeit ¢ ist, und

® by, by,...,by die zu optimierenden Koeffizienten des FIR-Systems sind.

IIR-System (Infinite Impulse Response) Die allgemeine Differenzengleichung ei-
nes [IR-Systems lautet:

M N
Ty = Z ATt + Z bpein (7.5)
m=1 n=0

Wobei:

e 1; das Ausgangssignal des Systems zur Zeit ¢,
e ¢; das Eingangssignal des Systems zur Zeit ¢ ist, und

e a,, und b, die zu optimierenden Koeffizienten des IIR-Systems sind.

Die FIR- und IIR-Systeme beherrschen den Bereich der Zeitreihenanalyse und di-
gitalen Verarbeitung seit mehr als einem halben Jahrhundert. Sie sind besonders
bei der Pradiktion eines linearen Systems sehr gut geeignet, versagen jedoch bei
der Préadiktion eines deterministischen Chaos, da das deterministische Chaos ein
nichtlineares System ist.

7.3.2 Globale und lokale Anndherung

Im Allgemeinen léasst sich das globale und lokale Anndherungsverfahren in zwei
Schritten gliedern:

1. Rekonstruktion eines Phasenraums

2. Anndherung einer nichtlinearen Funktion

Abbildung 7.1 zeigt die Funktionsweise des Verfahrens. Dies kann folgendermaflen
erldutert werden:
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Chaotische Rekonstruieren Anniherung

Zeitreihe des Phasenraums einer nichtlinearen
Funktion
D,; L” Jﬁ .M hji el ot EI-1E 'v"."“ \‘.' A A
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Abbildung 7.1: Funktionsweise der globalen und lokalen Anndherung

Rekonstruktion eines Phasenraums

Die Aufgabe dieses Schrittes ist das Rekonstruieren eines Phasenraums aus den
gesammelten Daten einer Zeitreihe. Zuerst wird die Einbettungsdimension Dg (em-
bedding dimension) und der Abstand zwischen den Komponenten der Hyperpunkte
in der Originalzeitreihe 7 geschétzt.

Unter Einbettungsdimension Dg versteht man die kleinste Anzahl von unabhéngigen
geometrischen Koordinaten im Phasenraum, die fiir die Bestimmung des Verhaltens
des Attraktors benotigt ist. Die Einbettungsdimension Dg muss grofler sein als die
Attraktordimension, um den Attraktor itiberhaupt rekonstruieren zu koénnen. Im
normalen Fall ist Dg gleich oder grofler als 2dy + 1, wobei dy die Dimension des
Attraktors einer Zeitreihe ist.

Um einen giinstigen Phasenraum zu bekommen, soll 7 nicht zu grofl oder zu klein
sein. Bei einem sehr kleinen 7 werden die abgetasteten Werte xy, x4, x;_o,, ... et-
wa den gleichen Wert besitzen und somit dazu fithren, dass ein Attraktor entlang
der Diagonalen gestreckt wird. Dagegen werden die abgetastenen Werte der Zeitrei-
he bei einem sehr groflen 7 stark nichtkontinuierlich, so dass die Trajektorie des
rekonstruierten Phasenraumes extrem komplex ist.

Mit gewédhltem 7 und Dg wird ein Delay-Vektor x; mit der Dimension Dy konstru-

iert. Der Delay-Vektor x; hat dann die Form:

T
Tt—r

ry = Ti—2r (76)

_xtf(DEfl)T_

Damit kann man den Phasenraum rekonstruieren. Wenn es moglich ist, soll der
Storungsanteil der Zeitreihe so klein wie moglich werden.
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Annaherung einer nichtlinearen Funktion

Im diesem Schritt wird eine nichtlineare Funktion f gesucht, die zukiinftige Werte
Tipr QUS Ty, Ty—ry Ti_2r, ..., Ti—(Dp—1)r gemél der folgenden Gleichung abbilden kann.

~

Tipr = f(wt) = f(ﬂTt, Tt—gy Tt—275 -1y xtf(DEfl)T) (7-7)

Eine Annadherung der nichtlinearen Funktion f kann gefunden werden, indem

e man zunéchst eine nichtlineare Funktion f wéhlt, und

e dann die Koeffizienten der gewihlten nichtlinearen Funktion f mit den Daten
im Phasenraum optimiert.

Man kann die Anndherung der nichtlinearen Funktion in zwei Arten unterteilen:

Globale Funktionsanndherung: Bei der globalen Funktionsannidherung wird eine
nichtlineare Funktion herausgesucht, die den gesamten Verlauf im Phasenraum be-
schreiben kann. Die folgenden nichtlinearen Funktionen konnen angewendet werden:

¢ Ganze rationale Funktion oder Polynome (Polynomials): Wenn wir an-
nehmen, dass die Einbettungsdimension Dg = 3 und die gesuchte nichtlineare
Funktion Polynome 2. Grades sind, kann die gesuchte nichtlineare Funktion
folgendermaflen dargestellt werden:

Brar = o+ ai-z +as -z’ + (7.8)
as - Ti—r +ay T, +
a5 Ti_or a6 Te_orw  +
Q7 Tt Tir + Qg - Ty Ty—2r +
Qa9 * Tt—r * Tt—27
Die Koeffizienten ag, aq, as, ..., ag konnen durch das Least-squares-Verfahren

optimiert werden, indem die Summe des Quadrates der Differenz zwischen dem
tatsdchlichen Wert x;, . und dem préadiktierten Wert Z;, . minimiert wird.

Das Polynom ist ungeeignet fiir die Prédiktion von Daten, die aulerhalb der
Trainingsdaten liegen, und somit auch fiir die iterative Einschrittpradiktion.
Auflerdem wird die Anzahl der zu optimierenden Koeffizienten bei Erhéhung
von Dg und dem Grad des Polynoms explodieren.

e Gebrochene rationale Funktion (Rational Polynomials): Sie ermog-
licht eine weitere Verbesserung des Polynoms durch Anwendung von zwei Po-
lynomen mit dem gleichen Grad.
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e Radiale Basisfunktion (Radial Basis Function): Sie ist in der folgenden
Form dargestellt:

N
brer = fl@) = Y ar- ol — @) (7.9)

Wobei:

— x4, mit £ < ¢, reprisentiert einen Zentralpunkt im Phasenraum. Zentral-
punkte x; sollen gut im Phasenraum verteilt sein.

— |l — x;|| ist der euklidische Abstand zwischen @, und x;.

— ¢(r) ist eine radiale Basisfunktion, z.B. die gaufi’sche Funktion. Die typi-
sche radiale Basisfunktion ist immer glockenférmig, ihr maximaler Wert
liegt bei r = 0.

Die Koeffizienten ag, a1, as, usw. koénnen gut durch das Least-squares-
Verfahren optimiert werden. Die radiale Basisfunktion ist nur vom euklidischen
Abstand zwischen den verschiedenen Punkten abhéngig.

Die Globale Funktionsannidherung ist geeignet, wenn die deterministische chaotische
Zeitreihe nicht sehr komplex und die Einbettungsdimension Dg nicht sehr hoch
ist. Andere Moglichkeiten der globalen Funktionsanniherung sind z.B. kiinstliche
neuronale Netze oder die GP.

Lokale Funktionsanndherung: Im Gegensatz zu der globalen Funktionsannéhe-
rung wird bei der lokalen Funktionsannéherung eine nichtlineare Funktion, die den
Verlauf innerhalb eines bestimmten Bereichs im Phasenraum beschreiben kann, her-
ausgesucht.

Eine lokale Funktionsannaherung ist z.B. das Local Fitting. Dies funktioniert folgen-
dermaflen:

e Wenn man einen zukiinftigen Wert x;,, pradiktieren will, werden zuerst p
nachste Nachbarn von z; im Phasenraum bestimmt. Der néchste Nachbar von
x¢ sei der Wert z;, der innerhalb eines bestimmten Abstands von z; liegt, wobei
f < tist.

e Mit den p ndchsten Nachbarn x; wird eine nichtlineare Funktion bestimmt, die
die zukiinftigen Werte der p néchsten Nachbarn x; . préadiktieren kann. Hier
kann man alle nichtlinearen Funktionen in der globalen Funktionsannéherung
verwenden.

e Mit Hilfe der gefundenen nichtlinearen Funktion wird x;,, pradiktiert.
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Die Anzahl der néachsten Nachbarn soll nicht zu grof3 gewéhlt werden. Bei einer zu
grofen Anzahl der nidchsten Nachbarn kéonnen ungeeignete Werte in der nichtlinea-
ren Funktion beriicksichtigt werden, daher wird der Pradiktionsfehler aulerhalb der
Trainingsdaten vergrofiert.

Es ist ersichtlich, dass die nichtlineare Funktion aus der lokalen Funktionsannéhe-
rung kleinere Einschrittpradiktionsfehler besitzt als die aus der globalen Funktions-
anniherung. Jedoch ist die nichtlineare Funktion f aus der lokalen Funktionsannihe-
rung meistens nichtkontinuierlich, sie ist daher fiir die iterative Einschrittpradiktion
ungeeignet.

7.3.3 Kinstliche neuronale Netze

Kiinstliche Neuronale Netze (KNN) sind biologisch motivierte, im weitesten Sinne
naturanaloge Systeme. Sie modellieren, auf stark vereinfachte Weise, Organisations-
prinzipien und Abldufe in natiirlichen Neuronalen Netzen. Jedes KNN besteht aus
einer Anzahl kiinstlicher Neuronen, die als elementare Informationsverarbeitungs-
einheiten in bestimmter Weise angeordnet und untereinander verbunden sind (Netz-
architektur). Die Verbindungen dienen zum Austauschen von Nachrichten und sind
gewichtet, was die Intensitét des Informationsflusses entlang dieser Verbindung zum
Ausdruck bringen soll. Uber Lernregeln kénnen die Verbindungsgewichte variiert
werden. Dabei besteht das Ziel darin, in der Trainingsphase, anhand von Beispielen
und mit Hilfe einer Lernregel, Abbildungen von Eingaben auf erwiinschte Ausgaben
des Netzes zu lernen. Das so Gelernte soll dann im praktischen Einsatz auf zuvor
nicht gesehenes dhnliches Datenmaterial generalisiert werden kénnen.

Die Neuronen eines KNN verarbeiten Eingabesignale, aus denen sie, unter Beriick-
sichtigung ihres aktuellen Zustandes (ihrer Aktivierung, gegeben durch eine reelle
Zahl), ihren neuen Zustand berechnen und eine Ausgabe generieren. Die Neuronen
verarbeiten dabei ihre Eingaben vollsténdig parallel und unabhéngig voneinander.
Dabei dienen die Eingabe- bzw. Ausgabeneuronen zur Kommunikation mit der Um-
welt, wihrend Zustand und Ausgabe der inneren (oder verdeckten) Neuronen von
auflen nicht zu erkennen sind.

Eine beliebte Klasse von KNN sind die Mehrschichten-Perceptrons. Sie bestehen
aus einer Eingabe- und einer Ausgabeschicht sowie einer oder mehreren verdeckten
Schichten. Nur die Einheiten zweier aufeinanderfolgender Schichten sind miteinander
verbunden. Es bestehen keine Verbindungen zwischen Neuronen innerhalb derselben
Schicht oder iiber mehrere Schichten hinweg. Die Verbindungen durch das Netz
laufen gerichtet von der Eingabe- zur Ausgabeschicht. Mehrschichten-Perceptrons
gehoren damit zur Klasse der vorwértsgekoppelten (feedforward) KNN.

Als Lernregel verwendet man fiir Mehrschichten-Perceptrons im allgemein das so-
genannte (Error)-Backpropagation-Verfahren. Hierbei wird dem Netzwerk wéhrend
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der Trainingsphase aufler den Eingaben zu jedem Beispiel auch der gesuchte Ausga-
bevektor geboten. Die Summe der quadrierten Abweichungen zwischen der tatséich-
lichen und der gewiinschten Ausgabe des KNN bildet ein Fehlermafl, welches nun
riickwérts von der Ausgabeschicht in Richtung der Eingabeschicht durch das Netz
propagiert wird. Es bildet die Grundlage fiir die Aktualisierung der Verbindungsge-
wichte im Netz.

RN il Chaotische
l\ Jf 1 Zeitreihe

Eingabeschicht

Gewichtete
Verbindungen

Verdeckte Schicht

Gewichtete
Verbindungen

Ausgabeschicht

A

xz+1

Abbildung 7.2: Aus dem aktuellen und zwei zuriickliegenden Werten x;, x;_1, x;_o
soll der zukiinftige Wert ;1 mit Hilfe von KNN préadiktiert werden.

Ein allgemeines Problem von Mehrschichten-Perceptrons besteht in der richtigen
Wahl von Anzahl und Grofie (gemessen in der Zahl der Neuronen) der verdeckten
Schichten. Wahlt man eine zu geringe Anzahl innerer Neuronen, so ist das Netz
nicht in der Lage, die Lernaufgabe zu losen. Bei zu vielen inneren Neuronen kann
das Overfittingproblem auftreten. Das Netz lernt dann zwar die Trainingsbeispiele,
erzeugt bei neuen Eingabemustern aber unerwiinschte Ausgaben.

In Abbildung 7.2 ist schematisch die Préadiktion einer Zeitreihe mit Hilfe eines vor-
wartsgekoppelten KNN dargestellt. Die vergangenen Werte werden dem Netz von
aufen zur Verfiigung gestellt. KNN ist flexibler als andere vorher erwahnte Verfah-
ren. Ein Nachteil von KNN ist der hohere Zeitaufwand wahrend des Trainings als
bei anderen bereits erwidhnten Pradiktionsverfahren.
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Beispiele von KNN bei der Pradiktion einer Zeitreihe sind z.B. in [Goh00, Wak00,
Wak01, Wan01] veroffentlicht.

7.3.4 Genetische Programmierung

Zur Entwicklung der Préadiktionsfunktion kann auch die GP eingesetzt werden.
Durch das Training mit den Trainingsdaten wird die GP eine Pradiktionsfunktion
entwickeln. GP ist ein interessantes Verfahren zur Funktionsanndherung. Da muss
man keine nichtlineare Funktion selbst wihlen. GP iibernimmt diese Aufgabe. Man
benotigt daher keine hohen mathematischen Kenntnisse. Vorkenntnis ist jedoch sehr
hilfreich. Auflerdem kann die durch GP entwickelte Prédiktionsfunktion wichtige In-
formationen iiber die chaotische Zeitreihe beinhalten. Die GP ist sehr flexibel. Ein
Nachteil von GP ist der grofie Zeitaufwand wahrend des Trainings.

Funktionen-
und

Chaotische Terminalmenge
Zeitreihe |

GP —> )Actﬂ:f (xt’ Yer Yo )

T

GP-Parameter

>

Abbildung 7.3: Einfaches Pradiktionsverfahren mit GP

Die Anwendung von GP im Bereich der Pradiktion, Modellieren oder Identifikation
ist bereits in verschiedener Literatur verdffentlicht. In [Koza92] wurde versucht, die
logistische Abbildung zu modellieren. Abbildung 7.3 zeigt das einfache Pradiktions-
verfahren mit GP. Weitere Beispiele sind in [Iba94, Oak94, Kim96, Mul96, Mau98,
She01, Vaz01] veroffentlicht.

Zur Verbesserung der Effizienz des Verfahrens wird einerseits GP mit anderen Kon-
stantenoptimierungsmethoden, z.B. Least-squares-Verfahren, Simulated Annealing,
GA usw., kombiniert. Diese Kombination funktioniert folgendermafen:

o GP entwickelt zunéchst Strukturen der gesuchten Losung.

e Danach entwickelt die Konstantenoptimierungsmethode die numerischen Pa-
rameter der gesuchten Losung.
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Diese Idee ist z.B. in [Shar95, Gray96, Gray97, Rod97, Rod99, Yo0s99, Cao00, Yos00,
Whig01] zu finden.

Da die Kombinationsverfahren zeitaufwendiger als eine einfache GP sind, wurde in
[South96] eine neue Fitnessfunktion vorgeschlagen, die Correlation Fitness Function
genannt wird. Damit miissen Individuen nicht vor jeder Fitnessberechnung wéhrend
des GP-Laufes optimiert werden. Diese Fitnessfunktion ist jedoch fiir das determi-
nistische Chaos ungeeignet.

Andererseits verwendet man die GP, um z.B. Strukturen der Schichten bei KNN
oder Polynome des komplexen Systems zu entwickeln. Diese Idee ist z.B. in [Ang98,
Zha99, Nik00, Nik01, Tan01] zu finden.

In [Lee99, Lee01] wurde GP rekursiv eingesetzt, um die richtige Pradiktion anzuné-
hern, indem GP Fehler der vorher gefundenen Pradiktion zu minimieren versucht.

In [Kab01] wurde GP [Koza92] mit KNN bei der Einschrittpradiktion des monatli-
chen Roholpreises von Januar 1993 bis Dezember 1999 in der vereinigten Staaten von
Amerika verglichen. Die in dem Experiment verwendete KNN ist die Mehrschichten-
Perceptrons mit einer verdeckten Schicht. Das Ergebnis deutet an, dass GP sowohl
die Daten innerhalb als die Daten auflerhalb der Trainingsdaten besser als KNN
pradiktiert.

In dieser Arbeit wird ein Prédiktionsverfahren vorgeschlagen, das auf der Kombina-
tion GP mit anderen Konstantenoptimierungsmethoden basiert. Das Préadiktions-
verfahren arbeitet rekursiv. Dadurch bekommt man in jeder Rekursionsstufe eine
Sub-Pradiktionsfunktion, die einen Teil der richtigen Pradiktionsfunktion darstellt.
Am Ende des Priadiktionsprozesses bilden alle Sub-Pradiktionsfunktionen gemein-
sam die Pradiktionsfunktion. Im Kapitel 8 wird unser Pradiktionsverfahren detail-
liert erldutert.

7.4 Zusammenfassung

Die Begriffe des Modellierens, der Identifikation und der Pradiktion sind unterschied-
lich definiert. Jedoch kénnen die mathematischen Modelle identisch sein. Die Pré-
diktion lésst sich in zwei Arten unterscheiden, ndmlich Einschritt- und Mehrschritt-
pradiktion.

Zur Pradiktion der determistischen chaotischen Zeitreihen stehen mehrere Verfahren
zur Verfiigung. Bei der globalen und lokalen Anné&hrung wird zunéchst ein Phasen-
raum rekonstruiert. Danach sucht man eine nichtlineare Funktion, die den Verlauf im
Phasenraum beschreiben kann. Der Unterschied zwischen der globalen und lokalen
Annéhrung besteht darin, dass die nichtlineare Funktion der globalen Anndhrung
den gesamten Verlauf im Phasenraum beschreibt, dagegen die nichtlineare Funktion
der lokalen Anndhrung nur einen bestimmten Verlauf im Phasenraum.
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KNN und GP sind die Natur nachahmende Verfahren, die sehr flexibel aber sehr zeit-
aufwendig sind. Durch das Lernen von Trainingdaten werden die KNN und die GP
die gesuchte Losung entwickeln. Bei KNN muss vorher die Struktur des Netzes aus-
gewihlt werden. Bei GP hat man noch mehr Freiheiten, da die GP die Struktur der
Losung selbst sucht. Aulerdem kann die durch GP entwickelte Priadiktionsfunktion
wichtige Informationen iiber die chaotische Zeitreihe beinhalten. Durch die Kombi-
nation mit anderen Optimierungsverfahen wird sich die Effizienz der GP verbessern.



8 Pradiktion der deterministischen
chaotischen Zeitreihe mit
genetischer Programmierung

Dieses Kapitel, der Hauptabschnitt dieser Arbeit, behandelt Pridiktionsverfahren
der deterministischen chaotischen Zeitreihe mit GP. Im ersten Abschnitt werden
zwei Pradiktionsverfahren vorgestellt, die auf GP basieren, ndmlich ein einfaches
Prddiktionsverfahren und ein rekursives Pradiktionsverfahren. Danach wird ein Pro-
blem bei der Pradiktion erldutert, das sogenannte QOuwerfitting. Im letzten Abschnitt
beschéftigen wir uns mit der Funktion zur Berechnung und dem Verlauf des Préadik-
tionsfehlers.

8.1 Pradiktionsverfahren

Um das Pradiktionsverfahren leicht zu verstehen, werden zuerst das einfache Pra-
diktionsverfahren und anschlieSend das rekursive Pradiktionsverfahren erlautert.

Im normalen Fall entwickeln die beide Préadiktionsverfahren eine Pradiktionsfunkti-
on fiir die Einschrittpriadiktion durch das Lernen mit der chaotischen Zeitreihe. Zur
Pradiktion von mehreren zukiinftigen Werten (Mehrschrittpradiktion) wird diese
Pradiktionsfunktion mit der Pradiktionsart der iterative Einschrittpradiktion ver-
wendet.

Es ist moglich, durch beide Pradiktionsverfahren eine Pradiktionsfunktion fiir die
direkte Mehrschrittpréadiktion zu entwickeln. Dies benotigt jedoch betréchtlich mehr
Zeit bei der Entwicklung, da die Priadiktionsfunktion fiir die direkte Mehrschrittpra-
diktion komplexer als die Pradiktionsfunktion fiir die Einschrittpriadiktion ist.

8.1.1 Einfaches Pradiktionsverfahren

Das einfache Pradiktionsverfahren (oder das einfache Verfahren) besteht aus der
Kombination von GP und dem Konstantenoptimierungsverfahren.

Die Grundidee dabei ist:
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e Durch das Lernen mit den Trainingsdaten aus einer deterministischen chaoti-
schen Zeitreihe entwickelt oder sucht GP Strukturen der nichtlinearen Funk-
tion, die die Zeitreihe priadiktieren kann.

e Anschliefend werden alle Konstanten und Koeffizienten der durch GP ent-
wickelten oder gefundenen nichtlinearen Funktion optimiert, um ihre Effizienz
zu erhohen.

Wenn man bei jedem Individuum vor der Fitnessberechnung die Konstantenopti-
mierung durchfiihrt, wird dieses Verfahren extrem zeitaufwendig. Zur Reduzierung
des Zeitaufwandes setzt man den Vereinfachungszwang ein, d.h. die Teife des Indivi-
duums (Programmlénge) wird in dem Fitnesswert beriicksichtigt, damit die Anzahl
der zu optimierenden Konstanten und Koeffizienten reduziert wird.

Der Vorteil des Vereinfachungszwangs kann jedoch heute noch nicht véllstandig zu-
sammengefasst werden. Bei dem Introns ([Ban98]) hat der Vereinfachungszwang
Nachteile. Unter Intron versteht man ein Merkmal der Erbinformation (Genotyp),
das durch den Evolutionsprozess von der variablen Strukturlédnge entsteht. Das In-
tron beeinflusst nicht direkt die Uberlebensfihigkeit des Individuums in GP. Das
Intron schiitzt jedoch die wichtigen Teile der guten Eltern vor der Zerstérung durch
genetische Operatoren, wie z.B. Mutation oder Kreuzung, damit Nachkommen diese
wichtigen Teile erben und bessere Fitnesswerte als ihre Eltern besitzen konnen. Mit
dem Vereinfachungszwang wird das Intron reduziert, folglich kann GP gute Nach-
kommen nur schwer produzieren. Der GP-Lauf stagniert also schnell.

Eine andere Moglichkeit zur Reduzierung des Zeitaufwands ist, die Konstantenop-
timierung nur am Ende des GP-Laufs durchzufiihren, d.h. man optimiert nur das
beste Individuum aus dem GP-Lauf. Fiir einfache Aufgaben ist dies vollig ausrei-
chend. Diese Grundidee wird daher in dieser Arbeit verwendet.

Trainings- u.
Validierungs
W Mmenge

)

GP
-
1er

)

Konstanten-
optimierung

T

Abbildung 8.1: Das einfache Pradiktionsverfahren mit GP
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Funktionsweise des einfachen Pradiktionsverfahrens

Abbildung 8.1 zeigt den Ablauf des einfachen Prédiktionsverfahrens mit GP. Das
einfache Pradiktionsverfahren ist in zwei Teile gegliedert, und kann folgendermaflen
erlautert werden.

1. Teil: Suche der Pradiktionsfunktion durch GP  In diesem Teil lernt die GP mit
den Trainingsdaten, um méglichst die beste Pradiktionsfunktion fgp zu entwickeln
oder zu finden. Die GP-Parameter werden wie gewthnlich eingestellt.

Die Funktionenmenge F kann z.B. die folgenden mathematischen Funktionen ent-
halten:

sin-Funktion cos-Funktion
log-Funktion exp-Funktion
log-Funktion exp-Funktion

+ (Addition) — (Subtrahieren)
x (Multiplikation) + (Dividieren)

Elemente der Terminalmenge 7 sind z.B.:

e Variablen in verschiedenen Zeitpunkten, z.B. x;, x;_1, x4_9, ... und

e cinfache konstante Werte, z.B. im Bereich von —10 bis 10.

2. Teil: Konstantenoptimierung Nachdem die Pridiktionsfunktion durch die GP
gefunden ist, werden Koeffizienten in die Pradiktionsfunktion fqp eingefiigt. An-
schlieBend werden die Koeffizienten und einfache konstante Werte optimiert.

Die Koeffizienten konnen in zwei verschiedenen Moglichkeiten eingefiigt werden.

e Bei mathematischen Funktionen

Mathematische Erste Zweite
Funktionen Moglichkeit Moglichkeit
sin-Funktion: sin(z) a - sin(x) a-sin(z)+b
cos-Funktion: cos(z) a - cos(x) a-cos(z)+b
log-Funktion: log(z) a - log(x) a-log(x)+b
exp-Funktion: exp(z) a - exp(x) a-exp(z)+b
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e Bei Variablen

Variable Erste Zweite
Moglichkeit Moglichkeit
Ty a- Ty a-xy+b
Ti_1 a- T a-ri1+0b
Ti_o Q- Ti_o a-Ti9+0b
Tt_m A+ Ti_m a-Ti_m+0b

Wobei a und b die eingefiigten Koeffizienten sind. Mit der zweiten Moglichkeit der
Einfiigung von Koeffizienten wird die Anzahl der zu optimierenden Koeffizienten
doppelt so grofl wie bei der ersten.

Falls die durch GP entwickelte Pradiktionsfunktion lang und komplex ist, soll man
die erste Moglichkeit der Einfiigung von Koeffizienten verwenden. Ansonsten wird
die Anzahl der zu optimierenden Konstanten und Koeffizienten sehr hoch, so dass
die Optimierung keine gute Werte finden kann.

Es existieren derzeit mehrere Optimierungsmethoden. Die bekanntesten Methoden
sind z.B. Least-squares-Verfahren, Simulated Annealing ([Kinne94]), Treshold Ac-
cepting ([Kinne94)), die Sintflut-Methode ([Kinne94]), Evolutionsstrategien und Ge-
netische Algorithmen. In dieser Arbeit werden jedoch nur zwei Optimierungsmetho-
den verwendet:

e Least-squares-Verfahren: FEine einfache Optimierungsmethode ist das
Least-squares- Verfahren. Das Least-squares-Verfahren ist ein gradientenorien-
tiertes Opitmierungsverfahren. Es findet die optimalen Konstanten, indem die
Summe des Quadrates der Differenz zwischen dem tatsiachlichen Wert und dem
pradiktierten Wert minimiert wird. Das Least-squares-Verfahren arbeitet sehr
schnell, jedoch kann es das lokale Optimum nicht iiberspringen.

Das Least-squares-Verfahren wird verwendet, wenn

— die Funktionenmenge F so gewéhlt ist, dass die durch GP erzeugte Funk-
tion linear ist, oder

— es wenig Zeit zur Verfiigung gibt.

e Genetischer Algorithmus: Der genetische Algorithmus (GA) ist eine Opti-
mierungsmethode mit einem hohen Zeitaufwand, jedoch kann GA das lokale
Optimum iiberspringen. GA wird verwendet, wenn der Zeitfaktor eine unter-
geordnete Rolle spielt und ein sehr gutes Ergebnis erwartet wird.
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8.1.2 Rekursives Pradiktionsverfahren

Alternativ zum obigen Verfahren gibt es das rekursive Prddiktionsverfahren (oder
das Rekursionsverfahren). Dieses Verfahren wird in mehrere Stufen aufgeteilt. Jede
Stufe besteht aus einem einfachen Pridiktionsverfahren und hat eigene Trainings-
daten, die die Prédiktionsfehler der vorherigen Stufe sind. Die GP-Parameter, die
Funktionenmenge F und die Terminalmenge 7 von jeder Stufe sind gleich und dhn-
lich, wie sie im einfachen Pridiktionsverfahren vorgestellt wurden.

Funktionsweise des rekursiven Pradiktionsverfahrens

Die Abbildung 8.2 zeigt den Ablauf des rekursiven Pradiktionsverfahrens.

1.Stufe 2.Stufe n.Stufe
Trainings- . R g p—— R —
Validierungs u. Validierungs- : u. Validierungs-
y menge W menge H ymenee
[ :  EEEEEE—
) Konstanten- ) Konstanten- ) Konstanten-
optimierung S optimierung optimierung
I f;uhl I fsubz g I fsub,,
Berechnen Berechnen i
— von —p von
Fehlern Fehlern
—I— _:—J

Abbildung 8.2: Ablauf des rekursiven Préidiktionsverfahrens

Das rekursive Pradiktionsverfahren lésst sich folgendermaflen darstellen:

1. Stufe In der 1. Stufe wird zuerst wie beim einfachen Préadiktionsverfahren
vorgegangen. Danach werden die Préadiktionsfehler, die sich beim Durchlaufen
der Trainingsdaten durch die erste Stufe ergeben, bestimmt, wenn man die Sub-
Pradiktionsfunktion fsubl anwendet. Diese Pradiktionsfehler werden nun als die neu-
en Trainingsdaten fiir die 2. Stufe verwendet.

2. Stufe Die 2. Stufe funktioniert zunéchst dhnlich wie das einfache Pradiktions-
verfahren, indem die 2. Sub-Pradiktionsfunktion fyp, zu den neuen Trainingsdaten
gesucht wird. Dabei wird der Pradiktionsfehler der 1. Stufe modelliert.
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Daher entspricht jetzt die gesuchte Prédiktionsfunktion der Summe der 1. Sub-
Pradiktionsfunktion fsub1 und der 2. Sub-Pridiktionsfunktion fsub2 Nun werden
die Koeffizienten ag, a; und a, in beide Sub-Pridiktionsfunktionen eingefiihrt, und
anschlieffend optimiert.

fsumg =ap + (al : fsubl) + (a2 : fsubg) (81)

Die Prédiktionsfunktion foums, in der Gleichung (8.1) ist jetzt die aktuelle Pridikti-
onsfunktion. Mit fq,m, werden die weiteren Prédiktionsfehler berechnet, die als die
neuen Trainingsdaten in die 3. Stufe eingehen.

3. Stufe Die 3. Stufe funktioniert wie die vorherige Stufe. Nach der Erzeugung
der 3. Sub-Pradiktionsfunktion fsub3 wird die Pradiktionsfunktion fsum3 erstellt. Die
Koeffizienten ag, a1, as und a3 werden in die Pradiktionsfunktion fsum eingefiigt,
und wieder aktualisiert.

fsumg = Qg + (al : fsubl) + ((12 : fsubg) + (a?) : fsubg,) (82)

Die Prédiktionsfunktion fsums in Gleichung (8.2) ist jetzt die aktuelle Préadiktions-
funktion. Mit fqm, werden die weiteren Prédiktionsfehler berechnet, die als die
neuen Trainingsdaten in die 4. Stufe eingehen.

Der Ablauf des rekursiven Pridiktionsverfahrens wiederholt sich, bis

e die maximale eingegebene Anzahl der Rekursionsstufen iiberschritten wird,
oder

e keine weitere beste Sub-Pradiktionsfunktion gefunden wird, oder

e Overfittig! auftritt.

Am Ende des rekursiven Pradiktionsverfahrens bekommt man eine Pradiktionsfunk-
tion foum, wie in der folgenden Gleichung (8.3) dargestellt:

Faumn = 0 + (a1 - famy) + (a2 - fauny) + oo+ (@ - Fau) (8.3)

Es ist zu beachten, dass die Koeffizienten ag, ay, as, ..., a, nach dem Ende der jewei-
ligen Stufe immer aktualisiert werden. Die Koeffizienten a4, ao, ..., a, sind dabei der
Gewichtsfaktor der Sub-Préadiktionsfunktion. Sie stellen die Wichtigkeit der Sub-
Pradiktionsfunktion dar.

Auflerdem ist es moglich, dass mehrere GP-Laufe in einer Rekursionsstufe durchge-
fithrt werden. Jedoch wird nur die beste durch GP entwickelte Pradiktionsfunktion
ausgewdhlt und anschliefend zur Konstantenoptimierung benutzt. Diese Pradikti-
onsfunktion gilt daher als die Sub-Préadiktionsfunktion der Rekursionsstufe .

1Sjehe Abschnitt 8.2
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8.1.3 Vergleich von einfachem Pradiktionsverfahren und
rekursivem Pradiktionsverfahren

C. Kraikhaw vergleicht die beiden Verfahren in seiner Diplomarbeit [Krai0Ol]. Da-
bei kann man feststellen, dass das rekursive Pradiktionsverfahren effizienter als das
einfache Pradiktionsverfahren ist.

Die Funktionsweise des einfachen Pradiktionsverfahrens und des rekursiven Pradik-
tionsverfahrens lédsst sich folgendermaflen unterscheiden:

e Beim ecinfachen Préadiktionsverfahren versucht die GP durch die genetischen
Operatoren eine bessere Priadiktionsfunktion in jeder Generation zu finden
oder zu entwickeln. Wenn eine bessere Funktion bei der néchsten Generation
gefunden wird, geht die beste Funktion der vorherigen Generation verloren.

Am Ende entsteht nur ein Teil der Originalfunktion, der durch GP nach der
letzten Generation gefunden wird. Die Funktionen, die bereits vorher gefunden
wurden, gehen im Laufe der GP verloren.

e Im Unterschied zum einfachen Préadiktionsverfahren funktioniert das rekur-
sive Préadiktionsverfahren stufenweise, d.h. nach der 1. Stufe wird eine Sub-
Prédiktionsfunktion fsubl gefunden, die auch ein Teil der Originalfunktion sein
konnte. Diese Sub-Pradiktionsfunktion fsubl wird immer in der gesamten Préa-
diktionsfunktion beibehalten. In der 2. und den weiteren Stufen konnten wei-
tere Teile der Originalfunktion gefunden werden. Am Ende dieses Verfahrens
bilden die Sub-Pradiktionsfunktionen aller Stufen ( fsubl, fsubQ, fsubg, e fsubn)
eine gemeinsame gesamte Pradiktionsfunktion fsumn

Bei der Verwendung der beiden Verfahren kann man nicht garantieren, dass man
immer die Originalfunktion findet. Die beiden Verfahren sind aber in der Lage, eine
Annéherungsfunktion zu finden. Obwohl diese Annéherungsfunktion nicht identisch
mit der Originalfunktion ist, verhilt sie sich dhnlich wie die Originalfunktion.

8.2 Overfittingproblem und GegenmaBBnahmen

Ein haufiges Problem bei der Préadiktion ist, dass die gefundene Préadiktionsfunktion
innerhalb der Trainingsdaten gut pradiktieren kann. Jedoch ist diese Pradiktions-
funktion fiir die Pradiktion der Daten auflerhalb der Trainingsdaten ungeeignet. Die-
ses Problem nennt man Ouerfitting oder Uberanpassung. Das Overfitting-Problem
erscheint deutlich, wenn die Trainingsdaten verrauscht sind. Da die GP und die wei-
teren Optimierungsverfahren (z.B. Least-Squares oder GA) versuchen, wihrend des
Trainings sich dem Rauschanteil anzupassen.
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Bei KNN, z.B. in [Sar01], gibt es verschiedene Methoden, mit diesem Problem um-
zugehen. Eine einfache und sehr bekannte Methode ist das friihe Stoppen. Dies kann
sowohl fiir GP als auch fiir die Konstantenoptimierung sehr niitzlich sein.

— ——— Generalisierungsfehler

Trainingsfehler

Fehler

Trainingschritte

Stoppen des Trainings

Abbildung 8.3: Entwicklung des Tranings- und Generalisierungsfehlers iiber die Trai-
ningschritte

Der Gedanke beim frithen Stoppen besteht darin, die Anpassung des Trainings an die
Trainingsdaten beim Beginn des Overfittings vorzeitig abzubrechen (siehe Abbildung
8.3). Der Eintritt von Overfitting beim Training kann durch ein Wiederansteigen des
Generalisierungsfehlers nach dem Erreichen den minimalen Wert festlegen. Dabei
versteht man unter Generalisierung einen Prozess, die Beschreibung des Ganzen aus
einzelnen Teilen abzuleiten, vom konkreten auf den allgemeinen Fall zu schlieffen
oder aus einer bzw. mehrerer Instanzen eine Klasse von Objekten zu definieren.

Die algorithmische Vorschrift fiir das frithe Stoppen kann daher etwa folgendermafien
zusammengefasst werden:

e Das Training wird mit Hilfe der Trainingsmenge durchgefiihrt. Dabei {iber-
wacht man wéhrend des Trainings den Generalisierungsfehler anhand einer
separaten Menge als Maf§ zur Feststellung, wann das Overfitting auftritt.

e Tritt beim Training Overfitting ein, d.h. der Generalisierungsfehler steigt nach
dem FErreichen seines minimalen Wertes an, wird das Training gestoppt.

e Das beste gefundene Ergebnis ist das Ergebnis mit dem niedrigsten Generali-

sierungsfehler.

Das frithe Stoppen wird bei GP und der Konstantenoptimierung eingesetzt, um
Overfitting zu vermeiden.
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8.2.1 Schatzung des Generalisierungsfehlers

Der Generalisierungsfehler kann nicht direkt gemessen werden, sondern wird mit
Hilfe einer separaten Menge aus den Trainingsdaten geschéatzt. Im Allgemeinen wird
diese separate Menge an Trainingsdaten Validierungsmenge genannt.

Die Daten auflerhalb der Trainingsdaten wird Testmenge genannt. Hat man das
Training beendet, wird mit Hilfe der Testmenge der tatsidchliche Fehler bestimmt,
der sich bei der Testmenge ergibt.

Es gibt drei Moglichkeiten zur Schétzung des Generalisierungsfehlers:

Teilung der Trainingsdaten

Zur Messung des Generalisierungsfehlers werden die Trainingsdaten in

e cine Trainingsmenge und

e cine Validierungsmenge

unterteilt ([Pre98, Sar01]). Die beiden Mengen miissen unabhéngig voneinander sein.
Die Teilung der Trainingsdaten in Trainings- und Validierungsmenge kann zufdllig
oder deterministisch sein.

Die Fehler aus der Trainings- und Validierungsmenge werden als Trainings- und
Validierungsfehler bezeichnet. Der Validierungsfehler entspricht nun dem gesuchten
Generalisierungsfehler.

|¢——— Trainingsdaten ————p|

Trainingsmenge Validierungsmenge _

Trainingsfehler Validierungsfehler Testfehler

Abbildung 8.4: Teilung der Trainingsdaten in Trainingsmenge und Validierungs-
menge. Die Daten auflerhalb der Trainingsdaten wird Testmenge ge-
nannt.

Da der Generalisierungsfehler nur mit Hilfe einer Validierungsmenge geschétzt wird,
kann es passieren, dass das frithe Stoppen in die Irre fiithrt. Der gewéhlte Stoppzeit-
punkt ist nicht wirklich giinstig, sondern sieht nur aufgrund einer zufélligen Eigen-
schaft der endlichen Validierungsmenge giinstig aus. Dieser Effekt ist umso stérker,
je kleiner die benutzte Validierungsmenge ist. Man kann sie aber nicht beliebig grof3
machen, da sie von den wertvollen Trainingsdaten abgezweigt werden muss. Man
kann dieses Problem verkleinern, indem man eine sogenannte n-fache Kreuzvalidie-
rung ausfiihrt.
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n-Fache Kreuzvalidierung

Bei n-fachen Kreuzvalidierung ([Neal96, Sche97, Sar01]) werden die Trainingsdaten
in n Teilmengen unterteilt (Abbildung 8.5).

|« Trainingsdaten »|

1. Fehlerberechnung

2. Fehlerberechnung

[ T T T ]

3. Fehlerberechnung

Trainings-
menge

- Validierungs-

menge

L N

n. Fehlerberechnung

I
4 4

Trainingsfehler: Validierungsfehler:

n n
1 1
ETrain i~ Z ETraini EValid = Z EValidi
i=1 =1

Abbildung 8.5: Beispiel: n-Fache Kreuzvalidierung

In diesem Verfahren wird die Fehlerberechnung n-mals durchgefiihrt. Der Trainings-
fehler und Validierungsfehler wird folgendermafien berechnet:

e Bei der 1. Fehlerberechnung wird die n. Menge der Trainingsdaten als Validie-
rungsmenge, und die anderen Mengen der Trainingsdaten als Trainingsmenge
verwendet.

e Bei der 2. Fehlerberechnung wird die (n — 1). Menge der Trainingsdaten als
Validierungsmenge, und die anderen Mengen der Trainingsdaten als Trainings-
menge verwendet.

e Die Fehlerberechnung wird bis zur n. Fehlerberechnung durchgefiihrt.

e Bei der n. Fehlerberechnung wird die 1. Menge der Trainingsdaten als Validie-
rungsmenge, und die anderen Mengen der Trainingsdaten als Trainingsmenge
verwendet.

e Der mittlere Wert aller n Fehler aus der Trainingsmenge und der mittlere Wert
aller n Fehler aus der Validierungsmenge entsprechen folglich dem Trainings-
und dem Validierungsfehler.

Der Validierungsfehler wird auch hier als Mafl des Generalisierungsfehlers verwendet.
Die n-fache Kreuzvalidierung benétigt einen sehr hohen Zeitaufwand. Dies ist der
grofle Nachteil des Verfahrens.
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Bootstrap

Das Bootstrap ([Sar01]) funktioniert zuerst d&hnlich wie die n-fache Kreuzvalidierung.
Die Trainingsdaten werden in n Mengen aufgeteilt. Jedoch wird die Fehlerberechung
nicht n-mals durchgefiihrt. Nur einige Fehlerberechnungen von n Fehlerberechnun-
gen der n-fachen Kreuzvalidierung werden zuféllig ausgewahlt und durchgefiihrt. Der
mittlere Wert von Fehlern aus Trainings- und Validierungsmenge von den ausgewéhl-
ten Fehlerberechnungen entsprechen daher dem Trainings- und Validierungsfehler.

Dieses Verfahren kann den hohen Zeitaufwand der n-fachen Kreuzvalidierung redu-
zieren. Jedoch ist es nicht einfach festzulegen, wie oft man das Training durchfithren
muss.

Obwohl es drei Mdéglichkeiten zur Schiatzung des Generalisierungsfehlers gibt, wird
in dieser Arbeit nur die Schiatzung mit der Teilung der Trainingsdaten verwendet,
da sie wenigsten Zeitaufwand benotigt.

8.2.2 Stoppkriterien

Die urspriingliche Annahme war, dass die Kurve des Generalisierungsfehlers iiber
der Zeit eine konvexe Form hat, wie in Abbildung 8.3 gezeigt. Es hat sich aber
gezeigt, dass das wirkliche zeitliche Verhalten des Generalisierungsfehlers bei weitem
komplizierter ist. Der Verlauf des Generalisierungsfehlers hat mehrere lokale Minima
bevor die endgiiltige Uberanpassung einsetzt.

Aus dem Vorhandensein mehrerer lokaler Minima in der Generalisierungsfehlerkurve
folgt, dass ein optimales Kriterium fiir das frithe Stoppen nicht so einfach sein kann.
Auch wenn der Generalisierungsfehler ansteigt, kann man nicht sicher sein, dass er
nicht spéter einmal auf einen noch kleineren Wert als bisher abfallen wird.

Bevor wir uns mit den Stoppkriterien beschéftigen, miissen zunéchst einige Begriffe
erldutert werden.

Sei E die Fehlerfunktion des Lernverfahrens, zum Beispiel der quadratische Fehler.
Ferner sei Eryan(tT) der mittlere Fehler pro Beispiel iiber alle Beispiele der Trai-
ningsmenge, gemessen im Trainingsschritt t1. Evaiq(tT) ist analog dazu der mittlere
Fehler bei der Validierungsmenge im Trainingsschritt ¢t und Eregt(f1) ist der Fehler
bei der Testmenge im Trainingsschritt ¢r. Dabei entspricht der Trainingsschritt bei

GP und GA der Generation G.

1. Stoppkriterium

Zuerst wird der Generalisierungsverlust GL in Trainingsschritt ¢t definiert, als die
relative MehrgroBe (in Prozent) des aktuellen Validierungsfehlers, verglichen mit
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seinem bisherigen Minimum:

(8.4)

GL(tr) = 100 - (EVl—d(tT) - 1)

min Evyaa(fr)
i<t

Ein hoher Generalisierungsverlust ist ein naheliegendes Kriterium, um das Training
abzubrechen. Diese Uberlegung definiert die Stoppkriterien wie folgt:

GL, : stoppe nach dem ersten Trainingsschritt ¢t bei GL(t1) > «

2. Stoppkriterium

Nimmt der Trainingsfehler sehr stark ab, muss das Training rechtzeitig abgebrochen
werden. Daher benétigt man ein neues Stoppkriterium. Fiir das neue Stoppkriterium
wird zunéchst der Trainingsfortschritt P, definiert, als:

tr ,
, > Evaia(tr)

Bi(tr) = 1000 - ( fretr T — - 1) (8.5)
(tr)

tT
l- ) min EValid
tretr—I+1

Diese Gleichung beschreibt, um wieviel der Validierungsfehler wihrend des Trai-
ningsstreifens der Léange [ hoher war als der minimale Fehler. Der Trainingsstreifen
der Lange [ wird durch eine Sequenz von Trainingsschritten mit den Nummern
n+1,...,n 4+ [ definiert, wobei n durch [ teilbar ist.

Das Verhéltnis von Generalisierungsverlust und Trainingsfortschritt wird anschlie-
Bend beim Stoppkriterium betrachtet.

Daraus folgt:

PQgs; : stoppe nach dem ersten durch [ teilbaren Trainingschritt ¢
GL(t
(tr) 3

mit
Fi(tr)

3. Stoppkriterium

Die weitere Klasse von Stoppkriterien betrachtet nur das Vorzeichen aufeinander-
folgender Anderungen des Generalisierungsfehlers. Es wird gestoppt, wenn dieser
mehrmals hintereinander wechselt.
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4. Stoppkriterium

Alle drei vorher erwahnte Klassen von Stoppkriterien wurden bereits fiir automati-
sches Lernen beim KNN in [Pre98] vorgeschlagen. Jedoch sind sie nicht hinreichend,
um das Training abzubrechen, wenn keine oder nur sehr kleine Uberanpassung auf-
tritt. Deshalb soll das Training dann abbrechen, wenn

e ecine maximale Anzahl von Trainingsschritten erreicht wird, oder

e der Trainingsfehler ldnger als ein bestimmte Anzahl von Traininsschritten sta-
gniert.

Die maximale Anzahl von Trainingsschritten bei GP und GA ist die maximale Ge-
neration G.x. Dieses 4. Stoppkriterium wird in dieser Arbeit verwendet.

8.3 Pradiktionsfehler

Normalized Mean Squared Error

Der Pradiktionsfehler einer Zeitreihe wird im Normalfall mit Normalized Mean Squa-
red Error (NMSE) berechnet.

NMSE ist folgendermaflen definiert:

Exwvsg, — Fen)? (8.6)
Dabei

e N die Lénge der Zeitreihe,

Zyar der tatsdchliche Wert zur Zeit ¢t + k,

Zyax der pradiktierte Wert zur Zeit t + k,

k der Pradiktionsschritt (k > 1),

o, die Standardabweichung der zur Fehlerberechnung verwendeten tatséchli-
chen Werte.

ist.

Je kleiner Envsg, ist, desto besser ist die Prédiktion. Nimmt man an, dass alle
pradiktierten Werte ;4 dem Mittelwert der Zeitreihe entsprechen, wird Exusk,
ungefihr eins betragen.
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Verlauf des Pradiktionsfehlers bei Pradiktion mit der globalen und lokalen
Anndherung

A.A. Tsonis verwendet in seiner Arbeit [Ts092] Normalized Root Mean Squared Error
als Pradiktionsfehler, das der Quadratwurzel des NMSE entspricht. Sein Pradikti-
onsfehler wichst bei der Prédiktion mit dem Verfahren der globalen und lokalen
Annéherung.

e Bei iterativer Einschrittpradiktion wird die Quadratwurzel des NMSE propor-
tional zu dem grofiten Lyapunov-Exponent der Zeitreihe A, wachsen. Daher
wird Préadiktionsfehler NMSE folgendermaflen erwartet:

—(m+1)

Exusg, ~ N~ @ ehmah (8.7)

e Bei direkter Mehrschrittpriadiktion wird Préadiktionsfehler NMSE folgender-
maflen erwartet.

—(m+1)
Exnse, ~ N~ elml)dmack (88)

Wobei:
— Enusg, NMSE beim k. Pradiktionsschritt,

— da die Dimension des Attraktors,

— N die Lénge der Zeitreihe,

— m die Ordnung der Pradiktionsfunktion,

— Amax der grofite Lyaponov-Exponent der Zeitreihe und
— k der Pradiktionsschritt ist.

Mit den Gleichungen (8.7) und (8.8) kann man feststellen, dass der Priadiktionsfehler
v/ Exusg, mit dem Pradiktionsschritt exponential steigt. Auflerdem ist die iterative
Einschrittpradiktion besser als die direkte Mehrschrittpradiktion, wenn m > 0. Diese
Feststellung ist jedoch nicht immer richtig. Offensichtlich sind die beide Gleichungen
(8.7) und (8.8) nicht ausreichend, um den Pradiktionsfehler der iterativen und der
direkten Mehrschrittpradiktion zu beurteilen.

Pradiktionsfehler bei beim Pradiktion mit GP

Bei der Pradiktion mit GP (einfaches Prédiktionsverfahren oder rekursives Préa-
diktionsverfahren) wird normalerweise GP zunéchst lernen, die Trainingsdaten mit
Einschrittpradiktion zu pradiktieren. Danach wird die durch GP entwickelte Pra-
diktionsfunktion die zukiinftigen Werte berechnen, wie in der iterativen Einschritt-
pradiktion vorgeschrieben ist.
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Nicht alle Pradiktionsfunktionen der Einschrittpradiktion sind zur iterativen Ein-
schrittpradiktion geeignet. Sie kénnen Pol- oder/und Nullstellen besitzen. Falls ein
pradiktierter Wert der Pol- oder Nullstelle der Pradiktionsfunktion entspricht, wird
die Pradiktionsfunktion nicht mehr in der Lage sein, weitere Werte verniinftig zu
pradiktieren.

Betrachten wir nochmals den pradiktierten Wert x,,; aus der iterativen Einschritt-
préadiktion mit Gleichung (7.2). Definiert man FEj als die Abweichung der Pradiktion
beim k. Pradiktionsschritt, d.h. Ey = xy1x — T4, folgt daraus:

Ey = @z — T
Ti41 — f(ft, L1, Tt—2y ey xt7m>
Ey, = Tiyo — i"t+2
= Ti42 — f($t+1 — By, w1, $t—m+1)
Ez = 43— T4y

~

= Tt43 — f($t+2 — By, w01 — By, @y, $t—m+2)

By = Typn — g

Tk — f(@rgn—1 — Ep—1, Tryh—2 — Ep—2, Toyp—3 — Ep_s, ...
ooy Lt—mtk—1 — E—m+k—1) (8-9)

Die Abweichungen FE, Es, Fs, ..., B}, konnen positives oder negatives Vorzeichen
besitzen. Nach Gleichung (8.7) sollen die absoluten Werte der Abweichung
|EL |, | Eal, | Es, .., |Ex| mit dem Pradiktionsschritt steigen, damit /FExwusg, €Xpo-
nential wichst.

Wenn aber die durch GP entwickelte Pradiktionsfunktion fiir die iterative Einschritt-
pradiktion stabil ist, und deren pradiktierte Werte innerhalb eines bestimmten Be-
reichs, der nicht sehr von dem Bereich der deterministischen Zeitreihe abweicht, lie-
gen, werden die Abweichungen F, Es, Ej3, ..., ), also in einem Grenzbereich bleiben.
Folglich steigt der Préadiktionsfehler Exygg, nicht bis unendlich. Aulerdem kann es
vorkommen, dass der Pradiktionsfehler im k. Pradiktionsschritt Enysg, kleiner als
Prédiktionsfehler im (k — 1). Pradiktionsschritt Exyvsg,_, ist.

Da es keine Garantie dafiir gibt, dass die durch GP entwickelte Pradiktionsfunktion
fiir die iterative Einschrittpradiktion gut ist, wird die direkte Mehrschrittpradik-
tion eine Alternative zur iterativen Einschrittpridiktion sein. In diesem Fall lernt
GP direkt den zukiinftigen Wert zu pradiktieren. Der Pradiktionsfehler der direkte
Mehrschrittpradiktion soll kleiner als der Pradiktionsfehler der iterativen Einschritt-
pradiktion sein. Dieses Verfahren hat aber den Nachteil, dass der Zeitaufwand extrem
hoch ist. Angenommen, die Originalfunktion einer chaotischen Zeitreihe ist eine ma-
thematische Funktion 2.-Ordnung, wird die direkte Pridiktionsfunktion fiir den 10.
Pridiktionsschritt eine mathematische Funktion 2'°.-Ordnung. Diese Funktion ist
sehr komplex, und GP braucht viel Zeit, um sie zu finden.
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8.4 Zusammenfassung

Zur Pradiktion der deterministischen chaotischen Zeitreihe werden in dieser Arbeit
zwei Verfahren angewendet, die auf GP basieren. Diese beiden Verfahren sind das
einfache Pradiktionsverfahren und das rekursive Pradiktionsverfahren.

Beim einfachen Pradiktionsverfahren wird zuerst die Pradiktionsfunktion fgp durch
GP erzeugt. Danach werden die Koeffizienten in der Pradiktionsfunktion fgp einge-
fiigt. AnschlieBend werden alle Koeffizienten und die Konstanten optimiert.

Das rekursive Pradiktionsverfahren besteht aus mehreren Stufen, jede Stufe des re-
kursiven Préadiktionsverfahrens hat die gleiche Funktionsweise wie beim einfachen
Pradiktionsverfahren. Jedoch sind die Trainingsdaten der jeweiligen Stufe der Pra-
diktionsfehler der vorherigen Stufe. Dadurch wird in jeder Rekursionsstufe eine
Sub-Pradiktionsfunktion entwickelt, die einen Teil der richtigen Pradiktionsfunktion
darstellt. Am Ende des Pridiktionsprozesses bilden alle Sub-Pridiktionsfunktionen
fsub17 fsubQ, fsubs, . fsubn gemeinsam die Pradiktionsfunktion fsumﬂ Das rekursive
Pradlktlonsverfahren hat den Vorteil gegeniiber dem einfachen Préadiktionsverfahren,
dass die durch GP gut entwickelten Pradiktionsfunktionen wéhrend des GP-Laufes
nicht verloren gehen.

Die beiden Pradiktionsverfahren fordern keine hoheren mathematischen Kenntnisse.
Bei der Verwendung der beiden Verfahren kann man nicht garantieren, dass man
immer die Originalfunktion findet. Die beiden Verfahren sind aber in der Lage, eine
Annéherungsfunktion zu finden. Obwohl diese Annédherungsfunktion nicht mit der
Originalfunktion identisch ist, verhélt sie sich dhnlich wie die Originalfunktion.

Beide Pradiktionsverfahren haben ein gemeinsames Problem, das so genannte Over-
fitting. Dies bedeutet, dass die gefundene Préadiktionsfunktion innerhalb der Trai-
ningsdaten gut pradiktieren kann. Jedoch ist diese Priadiktionsfunktion fiir die Pra-
diktion der Daten auflerhalb der Trainingsdaten ungeeignet.

Dieses Problem kann durch das frithe Stoppen umgegangen werden. Das in dieser
Arbeit verwendete frithe Stoppen funktioniert wie folgt: man teilt zunéchst die Trai-
ningsdaten in zwei Teile, ndmlich in Trainingsmenge und Validierungsmenge. Die
Daten der Trainingsmenge werden zum Training eingesetzt. Die Daten der Validie-
rungsmenge werden zur Schitzung des Fehlers auflerhalb der Trainingsdaten ver-
wendet. Wahrend des Trainings wird dann bei jedem Trainingschritt der Fehler aus
der Validierungsmenge (Validierungsfehler) beobachtet. Das Training wird gestoppt,
wenn der Validierungsfehler seinen niedrigsten Wert erreicht hat, und anzusteigen
beginnt. Das beste gefundene Ergebnis ist das Ergebnis mit dem niedrigsten Vali-
dierungsfehler.

Der Verlauf des Validierungsfehlers hat in Wirklichkeit mehrere lokale Minima, bevor
das endgiiltige Overfitting einsetzt. Aus dem Vorhandensein mehrerer lokaler Mini-
ma in der Validierungsfehlerkurve folgt, dass ein Kriterium fiir das frithe Stoppen
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nicht so einfach sein kann. Das Training soll dann abbrechen, wenn eine Maximal-
zahl von Trainingsschritten erreicht wird, oder der Trainingsfehler langer als eine
bestimmte Anzahl von Trainingsschritten stagniert.

Bei der Pradiktion mit GP wird normalerweise GP zunéchst lernen, die Trainingsda-
ten mit Einschrittpriadiktion zu pradiktieren. Danach wird die durch GP entwickelte
Pradiktionsfunktion die zukiinftigen Werte verwenden, wie in der iterativen Ein-
schrittpradiktion vorgeschrieben ist. Da es keine Garantie dafiir gibt, dass die durch
GP entwickelte Pradiktionsfunktion fiir die iterative Einschrittpradiktion gut ist,
wird die direkte Mehrschrittpréadiktion eine Alternative zur iterativen Einschrittpra-
diktion sein. Jedoch ist dieses Verfahren sehr rechenintensiv. GP braucht viel Zeit,
um eine Pradiktionsfunktion fiir die direkte Mehrschrittpridiktion zu entwickeln.






9 Beispiele der Pradiktion von
chaotischen Zeitreihen

Dieses Kapitel beschiéftigt sich mit den Experimenten der Priadiktion von chaotischen
Zeitreihen. Wir beginnen zunéchst mit dem Vergleich von dem einfachen Pradikti-
onsverfahren und dem rekursiven Pradiktionsverfahren. Danach werden vier weitere
Experimente der Préadiktion von chaotischen Zeitreihen mit dem einfachen Pradik-
tionsverfahren oder dem rekursiven Pradiktionsverfahren dargestellt. Dabei wird
der Unterschied zwischen der Prédiktion der chaotischen Zeitreihe ohne und mit
Storungsreduzierung gezeigt. Zum Schluss werden die Ergebnisse der Experimente
diskutiert.

9.1 Vergleich von einfachem Pradiktionsverfahren
und rekursivem Praddiktionsverfahren

In diesem ersten Teil werden die Pradiktionen einer chaotischen Zeitreihe durch das
einfache Pradiktionsverfahren und das rekursive Pradiktionsverfahren durchgefiihrt.
Anschliefend werden Ergebnisse aus den beiden Pridiktionsverfahren verglichen.
Dieser Vergleich der beiden Pradiktionsverfahren wurde von C. Kraikhaw durchge-
fithrt und bereits in seiner Diplomarbeit [Krai0l] detailliert angegeben.

Beim Experiment wird versucht, die durch die Mackey-Glass-Gleichung oder M-G-
Gleichung beschriebenen chaotischen Zeitreihen zu préadiktieren. Die M-G-Gleichung
ist ein Modell fiir die Produktion der weiflen Blutkorperchen. Hier wird die M-G-
Gleichung nochmals dargestellt:
b-xi_a
_ —a- 9.1

Tyl = T + T (l'th)c a- Ty ( )
wobei die Konstanten a = 0,1 b = 0,2 und ¢ = 10 eingesetzt sind. Diese Gleichung
ist eine Funktion des Verschiebungsparameters A. Wenn A grofler als 16,8 ist, verhélt
sich die Gleichung chaotisch. Beim Experiment wird A = 30 eingesetzt.

Die Experimente werden in den zwei Situationen durchgefiihrt.

1. Situation: Simulation mit den durch die M-G-Gleichung beschriebenen Da-
ten.

125
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2. Situation: Simulation mit den durch die M-G-Gleichung beschriebenen Da-
ten, jedoch werden diese von weiflem Rauschen mit SNR = 20 dB iiberlagert.

Fiir das einfache Pradiktionsverfahren und das rekursive Pradiktionsverfahren wird
die erste Moglichkeit zum Einfiigen der Koeffizienten verwendet, d.h. Einfiigen von
nur einem Koeffizient in die mathematische Funktion. Zur Konstantenoptimierung
wird das Least-squares-Verfahren eingesetzt.

Zur Vermeidung des Overfittings wird das frithe Stoppen eingesetzt. Die Schitzung
des Generalisierungsfehlers erfolgt nach der Teilung der Trainingsdaten. Folglich ent-
spricht der Generalisierungsfehler dem Validierungsfehler. Da der Verlauf des Vali-
dierungsfehlers mehrere lokale Minima hat, bevor das endgiiltige Overfitting ein-
setzt, wird das Training nur gestoppt, wenn die Maximalzahl von Trainingsschritten
erreicht wird. Das beste gefundene Ergebnis ist das Ergebnis mit dem niedrigsten
Generalisierungsfehler.

9.1.1 Einstellung des Experiments

Zu Beginn der Simulation wurde die M-G-Gleichung mit den bestimmten Anfangs-
werten gestartet, um weitere Daten zu erzeugen. Damit die Anfangswerte keinen
Einfluss auf die Daten haben, wurden zuerst 1000 Daten berechnet. Nach der Er-
zeugung der ersten 1000 Daten wurden weiteren 400 Daten berechnet. Nur die letzten
300 Daten von diesen 400 Daten wurden bei der Simulation verwendet. Dabei sind
die Daten in drei Mengen wie folgt aufgeteilt:

e Die Daten von der 101. Position (x19;) bis zur 200. Position (x9) bilden die
Trainingsmenge Styain.

e Die Daten von der 201. Position (x9;) bis zur 300. Position (x30) bilden die
Validierungsmenge Svajiq-

e Die Daten von der 301. Position (x30;) bis zur 400. Position (x49) bilden die
Testmenge Srest -

Wichtige Bedingungen des GP-Laufes sind folgende:

Terminalmenge und Funktionenmenge

Die CTF-GP [Hoer96] wurde in den beiden Prédiktionsverfahren verwendet. Aller-
dings entspricht die in den Simulationen verwendete kontextfreie Grammatik der
folgenden Funktionenmenge Fyg und der folgenden Terminalmenge 7yc.
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Die Funktionenmenge F¢ ist also:

Fug = {sin, cos, log, exp, +, —, X, +} (9.2)
Die Terminalmenge 7y ist also:
Tve = {%6, %1, T2, Ty3, T,
—10.0,-9.5,-9.0, ...,9.0,9.5,10.0} (9.3)

wobei: x; der Wert zum Zeitpunkt ¢, x;_; der Wert zum Zeitpunkt ¢ — 1 usw. ist.
—10.0,—-9.5,-9.0,...,9.0,9.5,10.0 sind die einfachen konstanten Werte im Bereich
von —10,0 bis 10, 0.

Fitnessfunktion

Die Rohfitness f, ist die Summe des Quadrates der Differenz zwischen dem tat-
séchlichen Wert und dem priadiktierten Wert in der Trainingsmenge Sy.in. Daraus
folgt:

200

= Z (x — fi't)2 (9.4)

t=101
Dabei ist:

e 1, der tatsédchliche Wert zum Zeitpunkt ¢,

e 1, der pradiktierte Wert zum Zeitpunkt ¢.

Man kann aulerdem diese Rohfitness f, als Trainingsfehler Ery.;, bezeichnen.

Zur Vermeidung des Overfittings wird der Validierungsfehler Fv,;q beim GP-Lauf
und bei der Konstantenoptimierung beriicksichtigt.

Der Validierungsfehler Fy,j;q und der Testfehler Er. entsprechen ebenfalls der Sum-
me des Quadrates der Differenz zwischen dem tatsédchlichen Wert und dem pradik-
tierten Wert in der Validierungsmenge Svy.jq und Testmenge Seg:.

Einstellung der GP-Parameter und Abbruchkriterium

Zum Vergleich zwischen dem einfachen Prédiktionsverfahren und dem rekursiven
Pradiktionsverfahren miissen die beiden Verfahren mit dem gleichen Rechenaufwand
arbeiten.

CTF-GP ist der Hauptanteil des einfachen und des rekursiven Pradiktionsverfah-
rens und arbeitet auf der Basis mehrerer Individuen. Auflerdem ist die Summe aller
Individuen leicht zu bestimmen oder zu begrenzen. Aus diesem Grund ist der Re-
chenaufwand in diesem Experiment als die Summe aller Individuen definiert. Es gibt
weitere Griinde fiir diese Definition.
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e Der verfiighare Rechner wurde von mehreren Benutzern verwendet, folglich
lasst sich die Dauer der Simulation nicht als Rechenaufwand definieren.

e Beim Versuch wurde das rekursive Pradiktionsverfahren mit 5 Stufen simuliert.
Dies bedeutet, dass in einem rekursiven Pridiktionsverfahren 5-mal Konstan-
tenoptimierung mit dem Least-Squares Verfahren durchgefiihrt wurde, anstatt
1-mal wie im einfachen Préadiktionsverfahren. Da der Zeitaufwand einer Kon-
stantenoptimierung mit dem Least-Squares Verfahren im Vergleich mit dem
Zeitaufwand eines CTF-GP-Laufens extrem klein ist, kann der Zeitaufwand
der Konstantenoptimierung vernachléssigt werden.

Die Summe der Individuen wurde fiir die beiden Verfahren folgendermafien berech-
net:

e Fiir das einfache Prédiktionsverfahren betrdgt die Summe der Individuen
Seinfach:
Seinfach = M x (Gmax + 1) (95)

Wobei M Populationsgrofie, und G, die max. Generation in einem CTF-
GP-Lauf ist.

e Fiir das rekursive Pradiktionsverfahren betrigt die Summe der Individuen
Srekursiv:
Srekursiv =M x (Gmax + 1) X Nr (96)

Wobei N, die Anzahl der Stufen des rekursiven Priadiktionsverfahrens ist.

Die Einstellungen der Parameter der GP sind in der Tabelle 9.1 dargestellt. Der GP-
Lauf wird nur gestoppt, wenn die Anzahl der maximalen Generation G, erreicht
ist.

9.1.2 Simulationsergebnisse

Fiir jedes Préadiktionsverfahren werden zehn Versuche durchgefiihrt. Allerdings wer-
den nur die Versuche mit dem kleinsten Trainings-, Validierungs- und Testfehler
aus jedem Préadiktionsverfahren (die besten Versuche) ausgewdhlt und in diesem
Abschnitt dargestellt.

1. Situation: M-G-Gleichung

Der Trainingsfehler Ery.;, und der Validierungsfehler Eyg;q vor und nach der Kon-
stantenoptimierung beim einfachen Pradiktionsverfahren werden in der Tabelle 9.2
dargestellt. Der Testfehler Er., am Ende der Versuche wird ebenso gezeigt.
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Einstellungen der Einfaches Rekursives
GP-Parameter Verfahren  Verfahren
Anzahl der Rekursionsstufen IV, - 5
Anzahl der GP-Léaufe in einer Rekursionsstufe - 1
Populationsgroie M 500 200
Max. Generation G ax 99 49
Summe der Individuen 50000 50000
Kreuzungswahrscheinlichkeit p,. 0,9
Reproduktionswahrscheinlichkeit p, 0,1
Mutationswahrscheinlichkeit p,, 0,1
Max. Ableitungstiefe der Ausgangspopulation 30

divinitial
Max. Ableitungstiefe wihrend des restl. Laufes 60

divereated
Initialisierungsmethode Zufillige Initialisierung
Selektionsverfahren Fitnessproportional
Elitismus Ja

Tabelle 9.1: Einstellungen der GP-Parameter im einfachen Pradiktionsverfahren und
im rekursiven Prédiktionsverfahren

Konstanten- Trainingsfehler Validierungsfehler —Testfehler

optimierung Ervain ENatia Erest
Vorher 4,40-1073 8,19-1073 -
Nachher 4,23.10°3 8,01-10°3 7.12-1073

Tabelle 9.2: Trainingsfehler Ery,;,, Validierungsfehler Ey,.;q vor und nach der Kon-
stantenoptimierung und Testfehler Fr.; am Ende der Versuche beim
einfachen Pradiktionsverfahren

Obwohl die Rekursionsstufe von fiinf eingestellt ist, werden die Ergebnisse bei dem
rekursiven Pradiktionsverfahren aus dem besten Versuch bis zur 4. Rekursionsstufe
dargestellt, da keine Sub-Pridiktion in der 5. Rekursionsstufe gefunden wurde, die
einen kleineren Trainings- und Validierungsfehler aufweist, als in der 4. Rekursions-
stufe. Die Trainings- und Validierungsfehler vor und nach der Konstantenoptimie-
rung bis zur 4. Rekursionsstufe sind in der Tabelle 9.3 dargestellt.

Nach der Konstantenopitimierung sind die Trainingsfehler Ery.;, und die Validie-
rungsfehler Fy,jq in den beiden Pradiktionsverfahren kleiner als vor der Konstanten-
optimierung. Die Trainingsfehler Fry,;, und Validierungsfehler Ey,;q des rekursiven
Prédiktionsverfahren sind erst ab 3. Rekursionsstufe kleiner als die Trainingsfehler
Erain und Validierungsfehler Fy,;q des einfachen Prédiktionsverfahrens.

Zum Schluss werden fiinf unabhéngige neue Datenreihen erzeugt, die durch die M-
G-Gleichung beschrieben werden. Die Lénge jeder Datenreihe betrigt 1000. Mit
diesen Datenreihen wird die iterative Einschrittpréadiktion durch die gefundene Pra-
diktionsfunktion aus den beiden Verfahren getestet. Die Fehler bei der iterativen



130 Beispiele der Pradiktion von chaotischen Zeitrethen

Rekursions- Konstanten- Trainingsfehler Validierungsfehler — Testfehler

stufe optimierung FEtrain FEvania Frest

1. Vorher 8,66 - 1072 1,40 - 1071 -
Nachher 8,64-1072 1,40 -1071 -

2. Vorher 4,30-1073 7,12-1073 -
Nachher 4,24-1073 7,11-1073 -

3. Vorher 3,20-1073 6,18-1073 -
Nachher 2,72-1073 3,38 1073 -

4. Vorher 2,45-1073 3,34-107° -
Nachher 2,28 1073 3,28 -1073 6,86 - 1073

Tabelle 9.3: Trainingsfehler Fry,i,, Validierungsfehler Fy,;q vor und nach der Kon-
stantenoptimierung und Testfehler Fr.; am Ende der Versuche beim
rekursiven Pradiktionsverfahren

Einschrittpradiktion werden mit Gleichung (8.6) berechnet. Die durchschnittlichen
Pradiktionsfehler bei der iterativen Einschrittpradiktion Exysg, aus den beiden Pré-
diktionsverfahren sind in Tabelle 9.4 dargestellt.

Der Préadiktionsfehler bei der iterativen Einschrittpridiktion aus dem rekursiven
Pradiktionsverfahren ist kleiner als der Pradiktionsfehler aus dem einfachen Pré-
diktionsverfahren. Dennoch steigen die Prédiktionsfehler aus beiden Préadiktions-
verfahren mit dem Préadiktionsschritt & an, d.h. die simulierte Funktion kann nur
kurzfristig préadiktieren, aber sie ist nicht fiir die langfristige Pradiktion geeignet,
weil die Fehler mit der Grofle der Pradiktionsschritte zunehmen.

2. Situation: M-G-Gleichung mit 20 dB Sto6rung

Die Trainingsfehler Erp,.,, Validierungsfehler Ey ;4 und Testfehler Er.s vor und
nach der Konstantenoptimierung beim einfachen Pradiktionsverfahren sind in der
Tabelle 9.5 dargestellt.

Die Trainings- und Validierungsfehler vor und nach der Konstantenoptimierung bis
zur 5. Rekursionsstufe beim rekursiven Pradiktionsverfahren sind in Tabelle 9.6 dar-
gestellt.

Die Ergebnisse in der 2. Situation (mit 20 dB Stérung) sind &hnlich wie in der 1.
Situation (ohne Stoérung). Nach der Konstantenopitimierung sind die Trainingsfehler
Emain und die Validierungsfehler Fv,jq in den beiden Pradiktionsverfahren kleiner
als vor der Konstantenoptimierung. Die Trainingsfehler Ery,;, und Validierungsfehler
Evaiq des rekursiven Pradiktionsverfahrens sind erst ab 2. Rekursionsstufe kleiner
als die Trainingsfehler Fry.;, und Validierungsfehler Fv,;q des einfachen Pradikti-
onsverfahrens.
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Pradiktions- Préadiktionsfehler Enyge, —Prédiktionsfehler Enuse,
schritt aus dem einfachen aus dem rekursiven
k Pradiktionsverfahren Pradiktionsverfahren
1. 5,92-107% 3,20-10*
2. 5,05-1072 2,72-1073
3. 1,89-1072 1,03-1072
4. 4,83-1072 2,68 -1072
5. 9,91-1072 5,49 - 1072
6. 1,75-1071 9,64 -1072
7. 2,79-1071 1,52-1071
8. 4,12-107t 2,19-107!
9. 5,70 - 107! 2,99 -107!
10. 7,53-1071 3,87-107!
11. 9,57-1071 4,83-1071
12. 1,18 5,84 -1071
Tabelle 9.4: Durchschnittliche Pradiktionsfehler bei der iterativen Einschrittpradik-

tion Enmsg, mit den Pradiktionsfunktionen aus dem einfachen Pradik-
tionsverfahren und dem rekursiven Pradiktionsverfahren bis zum 12.
Préadiktionsschritt

Konstanten- Trainingsfehler Validierungsfehler Testfehler
optimierung Etvain Evaiia FErrest
Vorher 1,56 2,04 -
Nachher 1,54 2,01 1,38
Tabelle 9.5: Trainingsfehler Emy.i,, Validierungsfehler Ev,j;q und Testfehler Erg vor

und nach der Konstantenoptimierung beim einfachen Pradiktionsver-
fahren (mit 20 dB Storung)

Rekursions- Konstanten- Trainingsfehler Validierungsfehler Testfehler

stufe optimierung Ervain Evatia Frest
1. Vorher 1,58 2,16 -
Nachher 1,57 2,16 -
2. Vorher 1,52 1,95 -
Nachher 1,48 1,94 -
3. Vorher 1,42 1,87 -
Nachher 1,37 1,79 -
4. Vorher 1,25 1,64 -
Nachher 1,25 1,62 -
D. Vorher 1,20 1,54 -

Nachher 1,19 1,53 1,33

Tabelle 9.6: Trainingsfehler Ey,;,, Validierungsfehler Fy,j;q und Testfehler Erpe vor

und nach der Konstantenoptimierung beim rekursiven Pradiktionsver-
fahren (mit 20 dB Stoérung)
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Préadiktions- Pradiktionsfehler Enysg, —Prédiktionsfehler Enysg,

schritt aus dem einfachen aus dem rekursiven
k Pradiktionsverfahren Pradiktionsverfahren
1. 1,90 - 107* 1,61-1071
2. 2,20-1071 1,83-1071
3. 2,68 107! 2,15-107!
4. 3,35-107¢ 2,58 -107!
5. 4,06-1071 2,95-107!
6. 4,79-1071 3,42-1071
7. 5,54 -1071 3,94-107!
8. 6,26 - 107! 4,41-1071
9. 6,93-107¢ 4,89 1071
10. 7,56 107! 5,32-107!
11. 8,13-107! 5,79 - 1071
12. 8,61-1071 6,20 107!

Tabelle 9.7: Durchschnittliche Pradiktionsfehler bei der iterativen Einschrittpradik-
tion Enusg, mit den Préadiktionsfunktionen aus dem einfachen Pra-
diktionsverfahren und dem rekursiven Pradiktionsverfahren (mit 20 dB
Storung) bis zum 12. Prédiktionsschritt
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Zum Schluss werden fiinf unabhingige neue Datenreihen, die durch die M-G-
Gleichung beschrieben werden, mit 20 dB Stérung erzeugt. Die Léange jeder Daten-
reihe betriagt 1000. Mit diesen Datenreihen wird die iterative Einschrittpradiktion
mit Hilfe der gefundenen Pradiktionsfunktion aus den beiden Verfahren durchge-
fithrt. Die Fehler bei der iterativen Einschrittprédiktion werden mit Gleichung (8.6)
berechnet. Die durchschnittlichen Pradiktionsfehler bei der iterativen Einschrittpra-
diktion Exwmsg, aus den beiden Prédiktionsverfahren sind in Tabelle 9.7 dargestellt.

Diese Ergebnisse sind &hnlich wie in der 1. Situation (ohne Stérung). Der Pri-
diktionsfehler aus dem rekursiven Prédiktionsverfahren ist kleiner als der Préadik-
tionsfehler aus dem einfachen Pradiktionsverfahren. Auflerdem steigt er mit dem
Prédiktionsschritt & an.

9.2 Weitere Experimente

Im zweiten Teil werden weitere Experimente durchgefiihrt, um den effizienten Ein-
satz unseres Préadiktionsverfahrens zu zeigen. Die folgenden chaotischen Zeitreihen
werden bei den Experimenten verwendet:

e die durch die logistische Abbildung in Gleichung (6.11) beschriebenen chaoti-
schen Zeitreihen ohne und mit der Uberlagerung der Stérung bei SNR = 30,
20, 10 dB,

e die monatliche durchschnittliche Sonnenfleckenrelativzahl ohne und mit Sto-
rungsreduzierung,

e die jahrliche durchschnittliche Sonnenfleckenrelativzahl ohne und mit Sto-
rungsreduzierung und

e der Wechselkurs zwischen Euro € und Baht B (die thailindische Wéhrung)
ohne und mit Stérungsreduzierung.

Die ersten drei chaotischen Zeitreihen sind bereits in Kapitel 6 erwéhnt. Der Wech-
selkurs von Euro € in Baht B wird spéater im Abschnitt 9.2.4 beschrieben. Bei jeder
chaotischen Zeitreihe versuchen wir entweder mit dem einfachen Pradiktionsverfah-
ren oder mit dem rekursiven Pradiktionsverfahren eine Pradiktionsfunktion durch
Lernen aus den Trainingsdaten zu entwickeln.

Fiir die letzten drei chaotischen Zeitreihen wird vermutet, dass diese chaotischen
Zeitreihen von Rauschen iiberlagert sind. Daher versuchen wir eine Pradiktions-
funktion nicht nur allein durch das Lernen der chaotischen Zeitreihen zu entwickeln,
sondern auch durch das Lernen der chaotischen Zeitreihen nach der Storungsredu-
zierung. Die Storungsreduzierung kann durch eine Filterung mit einem Tiefpass oder
einer Mittelwertsberechung durchgefiihrt werden.
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Zur Vermeidung des Overfittings wird das frithe Stoppen wie im ersten Teil einge-
setzt. Die Schitzung des Generalisierungsfehlers erfolgt nach der Teilung der Trai-
ningsdaten. Daher entspricht der Generalisierungsfehler dem Validierungsfehler. Da
der Verlauf des Validierungsfehlers mehrere lokale Minima hat bevor das endgiilti-
ge Overfitting einsetzt, wird das Training nur gestoppt, wenn die Maximalzahl von
Trainingsschritten erreicht wird. Das beste gefundene Ergebnis ist das Ergebnis mit
dem niedrigsten Validierungsfehler.

In den letzten drei Experimenten wurden dabei die GP in [Wein97] und GA in
[Houck95] eingesetzt. Um Ergebnisse des Experimentes leicht zu verstehen, wird die
mit den originalen Trainingsdaten entwickelte Pradiktionsfunktion als fum,, und die
mit den Trainingsdaten nach Stérungsreduzierung entwickelte Préadiktionsfunktion
als fsum, bezeichnet.

9.2.1 Logistische Abbildung

Die Pridiktion der durch die logistische Abbildung;:
=4z (1—z) mit teZ (9.7)

beschriebenen chaotischen Zeitreihe ist eine sehr leichte Aufgabe. Sie wird als néchste
Simulation dargestellt. Dabei wird nur das einfache Préadiktionsverfahren mit der
ersten Moglichkeit zum Einfiigen der Koeffizienten verwendet, d.h. Einfiigen von
nur einem Koeffizienten in die mathematische Funktion. Zur Konstantenoptimierung
wird das Least-squares-Verfahren eingesetzt.

Die Simulationen werden bei vier Situationen durchgefiihrt.

1. Situation: Simulation mit den durch die logistische Abbildung beschriebenen
Daten.

2. Situation: Simulation mit den durch die logistische Abbildung beschriebenen
Daten, jedoch werden diese von weiflem Rauschen mit SNR = 30 dB iiberla-
gert.

3. Situation: Simulation mit den durch die logistische Abbildung beschriebenen
Daten, jedoch werden diese von weilem Rauschen mit SNR = 20 dB iiberla-
gert.

4. Situation: Simulation mit den durch die logistische Abbildung beschriebenen
Daten, jedoch werden diese von weilem Rauschen mit SNR = 10 dB iiberla-
gert.
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Einstellung des Experiments

Zum Beginn der Simulation wurde die logistische Abbildung mit einem bestimmten
Anfangswert gestartet, danach werden weitere Daten erzeugt. Damit die Anfangs-
werte keinen Einfluss auf die Daten haben, wurden zuerst 1000 Daten berechnet.
Nach der Erzeugung der ersten 1000 Daten wurden weiteren 400 Daten berechnet.
Die letzten 300 Daten von diesen 400 Daten wurden bei der Simulation verwendet.
Dabei sind die Daten in drei Mengen wie folgt aufgeteilt:

e Die Daten von der 101. Position (x191) bis zur 200. Position (x0) bilden die
Trainingsmenge Syain-

e Die Daten von der 201. Position (z291) bis zur 300. Position (z30) bilden die
Validierungsmenge Sv.jiq-

e Die Daten von der 301. Position (x301) bis zur 400. Position (x490) bilden die

Testmenge Seg.

Wichtige Bedingungen des GP-Laufes sind folgende:

Terminalmenge und Funktionenmenge: Die folgende Funktionenmenge F; wird
bei den Simulationen verwendet:

F1 = {sin, cos, log, exp, +, —, X, +} (9.8)
Die verwendete Terminalmenge 77 ist:

771 = {xtaxt—17xt—27xt—37xt—47

~10.0,-9.5,-9.0, ...,9.0,9.5,10.0} (9.9)

wobei: x; der Wert zum Zeitpunkt ¢, x;_; der Wert zum Zeitpunkt ¢ — 1 usw. ist.
—10.0,—-9.5,-9.0,...,9.0,9.5,10.0 sind die einfachen konstanten Werte im Bereich
von —10, 0 bis 10, 0.

Fitnessfunktion: Die Rohfitness f, wird folgendermaflen berechnet:

200
5 \2
——— Z(wt—xt) (9.10)
OTrain NTraln t=101

Dabei ist:

e 1, der tatsidchliche Wert zum Zeitpunkt ¢,

e 1; der pradiktierte Wert zum Zeitpunkt ¢,
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® OTrain die Standardabweichung des tatséchlichen Wertes,
L1015 L1025 L1035 «-+» L2005

® Nrwin die Anzahl der Daten im berechneten Bereich, hier Ny, = 100.

Die Rohfitness f; entspricht dem Prédiktionsfehler einer Zeitreihe Fxysg, aus Glei-
chung (8.6) in der Trainingsmenge Styain, deshalb kann man diese Rohfitness f, als
Trainingsfehler Ery., bezeichnen.

Zur Vermeidung des Overfittings wird der Validierungsfehler Fv,;q beim GP-Lauf
und bei der Konstantenoptimierung beriicksichtigt. Der Validierungsfehler FEy.iq
wird also mit der Gleichung (8.6) berechnet, wenn der Pradiktionsschritt eins ist.

Der Pridiktionsfehler auflerhalb der Trainingsdaten oder der Testfehler Fr. wurde
ebenfalls mit der Gleichung (8.6) berechnet, wenn der Pradiktionsschritt eins ist.

Einstellung der GP-Parameter und Abbruchkriterium: Die Einstellungen der Pa-
rameter der GP sind in der Tabelle 9.8 dargestellt. Der GP-Lauf wird nur gestoppt,
wenn die Anzahl der maximalen Generation G,,.x erreicht ist.

GP-Parameter Einstellung
Anzahl der GP-Laufe RU Ny ax 10
Populationsgrofie M 300

Max. Generation Gax 50
Kreuzungswahrscheinlichkeit p,. 0,9
Reproduktionswahrscheinlichkeit p, 0,1
Mutationswahrscheinlichkeit py, 0,2

Max. Tiefe der Ausgangspopulation Djp;tial 6
Max. Tiefe wahrend des restl. Laufes Deyeatea 17

Initialisierungsmethode half-ramping
Selektionsverfahren Fitnessproportional
Elitismus Ja

Tabelle 9.8: Einstellungen der GP-Parameter

Simulationsergebnisse

Die logistische Abbildung ist eine eindimensionale diskrete Abbildung. Sie ist daher
leicht zu préadiktieren. In diesem Abschnitt werden die besten Ergebnisse aus zehn
GP-Laufen in jeder Situation présentiert.

Tabelle 9.9 zeigt die Préadiktionsfehler der besten Pradiktionsfunktion aus den vier
Situationen.
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Situation Trainingsfehler Validierungsfehler = Testfehler
von Daten ETrain EValid ETest

Keine Storung 4,38-1078 5,20-107% 7,13-1078
30 dB 2,47 1072 2,09 - 1072 2,30-1072
20 dB 1,45-1071 1,53-1071 2,05-107¢
10 dB 5,98 -1071 7,10-107¢ 9,37-1071

Tabelle 9.9: Pradiktionsfehler der Pradiktionsfunktion aus den vier Situationen

Je grofler das SNR ist, desto hoher ist die Moglichkeit zur Pradiktion. Besonders bei
keiner Storung sind die Fehler in der Training-, Validierung- und Testmenge deutlich
kleiner.

Da alle besten Préadiktionsfunktionen nur eine Variable z; besitzen, kann der
(x4-x441)-Graph oder das Zustandsdiagramm fiir jede Pradiktionsfunktion darge-
stellt werden. Abbildung 9.1 stellt den (zi-2411)-Graph jeder Prédiktionsfunktion
dar.

Trotz einer Storung in der chaotischen Zeitreihe ist GP noch fahig, bis zum SNR
von 20 dB, die geeignete Pradiktionsfunktion zu entwickeln. Auf Grund der niedrigen
Anzahl von Trainingsdaten ist es nicht moglich, gute Koeffizienten und Konstanten
durch die Konstantenoptimierung zu finden.

Die Prédiktionsfehler Enygg, der iterativen Einschrittpradiktion der Pradiktions-
funktionen in jeder Situation sind in Abbildung 9.2 dargestellt. Je starker die iiberge-
lagerte Storung ist, desto schneller steigt der Pradiktionsfehler Exysg, der iterativen
Einschrittpradiktion an.
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.| Keine Storung

o 02 04 06 08 1 0o 02

Abbildung 9.1: (x4, x4+1)-Graph oder Zustandsdiagramm der Pradiktionsfunktio-
nen aus den vier Situationen, wobei: - - - tatsdchliches Zustandsdia-
gramm, — Zustandsdiagramm der Pradiktionsfunktion und *%% Ver-

lauf der Trainingsdaten ist.
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Abbildung 9.2: Pradiktionsfehler Enygsg, der iterativen Einschrittpradiktionen der
logistischen Abbildung bei den vier verschiedenen Storungen (keine
Storung, Situationen mit SNR = 30, 20, 10 dB).

0.2.2 Monatliche durchschnittliche Sonnenfleckenrelativzahl

Bei dem zweiten Experiment wird versucht, die monatliche durchschnittliche Son-
nenfleckenrelativzahl R mit dem rekursiven Pradiktionsverfahren zu pradiktie-
ren.

nth

Auflerdem wird bei diesem Experiment versucht, die monatliche durchschnittli-
che Sonnenfleckenrelativzahl R, . mnach der Stérungsreduzierung durch die Fil-
terung mit einem Tiefpass zu pradiktieren. Der eingesetzte Tiefpass ist ein digitales
Butterworth-Filter zweiter Ordnung, dessen Grenzfrequenz f, = 1/6 Jahr™! ist. Die
gefilterte Zeitreihe ist in Abbildung 9.3 dargestellt.

Einstellung des Experiments

In diesem Experiment wird das rekursive Pradiktionsverfahren mit fiinf Rekursi-
onsstufen verwendet. Zur Konstantenoptimierung wird GA eingesetzt. Dabei wird
die erste Moglichkeit zur Einfiigung der Koeffizienten verwendet. Die Schétzung des
Generalisierungsfehlers erfolgt nach der Teilung der Trainingsdaten. Die Teilung von
Daten in Training-, Validierungs- und Testmenge ist in Tabelle 9.10 gezeigt.

Wichtige Bedingungen des GP-Laufes sind folgende:
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Abbildung 9.3: Monatliche durchschnittliche Sonnenfleckenrelativzahl R
und nach der Stérungsreduzierung

vor

Smonth

Mengentypen Daten

Trainingsmenge von 10/1956 bis 09/1986
Validierungsmenge von 10/1986 bis 09/1996
Testmenge von 10/1996 bis 02/2001

Tabelle 9.10: Die Aufteilung der Daten in Training-, Validierungs- und Testmenge
bei dem Experiment mit der monatlichen durchschnittlichen Sonnen-
fleckenrelativzahl R,

Smonth

Terminalmenge und Funktionenmenge: Die folgende Funktionenmenge F» wird
bei den Simulationen verwendet:

Fy = {sin, cos, log, exp, +, —, X, +} (9.11)

Die Sonnenfleckenrelativzahl steigt und fallt durchschnittlich alle ca. 11 Jahre, die
monatliche durchschnittliche Sonnenfleckenrelativzahl wird daher bis zu einem Zeit-
punkt, der kleiner als t — (12-11) ist, benotigt. Daraus folgt, dass fiir die verwendete
Terminalmenge 75 gilt:

T, = {xta L1y Tt—2, Tt—3, Lt—4y Lt—5, Lt—6, Lt—75 Lt—8; Lt—9,
Tt—10, Lt—11, Tt—12, Tg—13, Tt—14, Lt—15, Lt—16, Lt—17, Tt—18,

LTt—19, Lt—29, Tt—49, Lt—69, Lt—89, Lt—109, Lt—129, Lt—149,
—10.0,—-9.5,-9.0,...,9.0, 9.5, 1().()} (9.12)

wobei: z; der Wert zum Zeitpunkt ¢, x;_; der Wert zum Zeitpunkt ¢ — 1 usw. ist.
—10.0,-9.5,-9.0,...,9.0,9.5,10.0 sind die einfachen konstanten Werte im Bereich
von —10,0 bis 10, 0.
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Fitnessfunktion: Ahnlich wie bei anderen Experimenten werden der Trainings-
fehler Fry., (entspricht der Rohfitness f;), der Validierungsfehler Ev,jiq und der
Testfehler Emey mit Gleichung (8.6) mit dem Préadiktionsschritt von eins berechnet.

Einstellung der GP-Parameter und Abbruchkriterium Die Einstellungen der Pa-
rameter der GP sind in der Tabelle 9.11 dargestellt.

GP-Parameter Einstellung
Anzahl der Rekursionsstufen NV, 5

Anzahl der GP-Laufe in einer Rekursionsstufe RU Nyax 50
Populationsgrofie M 500
Max.Generation Gax 50
Kreuzungswahrscheinlichkeit p,. 0,9
Reproduktionswahrscheinlichkeit p, 0,1
Mutationswahrscheinlichkeit p, 0,2

Max. Tiefe der Ausgangspopulation Djyitial 6

Max. Tiefe wihrend des restl. Laufes D eated 17
Initialisierungsmethode half-ramping
Selektionsverfahren Wettkampfselektion
Wettkampfumfang & 10

Elitismus Ja

Tabelle 9.11: Einstellungen der GP-Parameter

In jeder Rekursionsstufe werden 50 GP-Laufe durchgefithrt. Nur die beste durch
GP entwickelte Pradiktionsfunktion wird ausgewéhlt und anschlieend zur Kon-
stantenoptimierung benutzt. Der GP-Lauf wird nur gestoppt, wenn die Anzahl der
maximalen Generation G, erreicht ist.

Simulationsergebnisse

Obwohl die Anzahl der Rekursionsstufe von fiinf eingestellt ist, wurde das Training
mit den Trainingsdaten nach der Stérungsreduzierung in der 4. Rekursionsstufe ge-
stoppt, da keine gute Sub-Pradiktion in der 4. Rekursionsstufe gefunden wurde, die
den Trainings- und Validierungsfehler kleiner als den Trainings- und Validierungsfeh-
ler der 3. Rekursionsstufe macht. Allerdings sind der Trainings- und Validierungs-
fehler in der 3. Rekursionsstufe bereits extrem klein. Das Training mit originalen
Trainingsdaten wurde dagegen nach der 5. Rekursionsstufe gestoppt.

Die Pradiktionsfehler der entwickelten Prédiktionsfunktionen aus den beiden Trai-
ningssituationen sind in Tabelle 9.12 gezeigt, wenn sie die originalen Daten pradik-
tieren.
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Situation der  Trainingsfehler Validierungsfehler — Testfehler

Trainingsdaten FErvain Evaia FErest
fsumy 4,77-1072 7,54-1072 23,24 -1072
Jsumy 7,94 -1072 9,20-1072 16,10-1072

(1,51 -107%) (1,30 -1079) (4,38 -1079)

Tabelle 9.12: Pradiktionsfehler der Pradiktionsfunktion in den beiden Situationen
der Trainingsdaten, wobei: fqm, die mit den originalen Trainingsdaten
entwickelte Pradiktionsfunktion und fsm,, die mit den Trainingsdaten
nach Storungsreduzierung entwickelte Pradiktionsfunktion ist. Die in
runde Klammern gesetzten Werte sind die Prédiktionsfehler der Pra-
diktionsfunktion fgum,, fiir die Daten nach der Stérungsreduzierung.

Abbildung 9.4 stellt den Vergleich zwischen den prédiktierten Werten der monatli-
chen durchschnittlichen Sonnenfleckenrelativzahl R, durch die Einschrittpradik-
tion und den tatsichlichen Werten dar.

Der Trainingsfehler und der Validierungsfehler der mit den Trainingsdaten nach Sto-
rungsreduzierung entwickelten Pradiktionsfunktion fqum, sind gréBer als die Fehler
der mit den originalen Trainingsdaten entwickelten Pradiktionsfunktion fqum,. Je-
doch ist der Fehler auflerhalb der Trainingsdaten der Pradiktionsfunktion fgm,,, der
sogenannte Testfehler, deutlich kleiner. AuBlerdem ist die Pradiktionsfunktion fgym,,
sehr geeignet fiir die iterative Einschrittpréadiktion.

Abbildung 9.5 zeigt Beispiele der iterativen Einschrittpréadiktionen von beiden Pra-
diktionsfunktionen. Die Pradiktionsfehler Exysg, der iterativen Einschrittpradikti-
on von beiden Préadiktionsfunktionen sind in Abbildung 9.6 dargestellt. Bis zum 15.
Pradiktionsschritt ist der Pradiktionsfehler der Préadiktionsfunktion fg,m, kleiner als
eins. Dagegen bleibt der Préadiktionsfehler der Pradiktionsfunktion fsm,,, unter eins
bis zum 35. Pradiktionsschritt.

Die Sonnenflecken sind ein Naturphdnomen. Anscheinend kann die Sonnenflecken-
relativzahl durch die Genauigkeit der Messung in verschiedenen Zeiten beeinflusst
werden. Daher ist die iterative Einschrittpradiktionen im Nahbereich der Trainings-
daten deutlich besser als die iterative Einschrittpradiktion im gesammten Bereich
der Daten.
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Vergleich zwischen den préadiktierten Werten der monatlichen durch-

schnittlichen Sonnenfleckenrelativzahl Ry _ . durch die Einschritt-

pradiktion und den tatsédchlichen Werten. Oben: Prédiktion durch

die Préadiktionsfunktion fsm,,, Unten: Pradiktion durch die Pradik-

tionsfunktion feumy,-
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Abbildung 9.5: Beispiele der iterativen Einschrittpriadiktionen der monatlichen

durchschnittlichen Sonnenfleckenrelativzahl Rs ., auflerhalb der
Trainingsdaten, wobei: — die tatsédchlichen Werte, —- die préadik-
tierten Werte der mit den originalen Trainingsdaten entwickelten
Pradiktionsfunktion fs.,, und © die pradiktierten Werte der mit
den Trainingsdaten nach der Storungsreduzierung entwickelten Pré-
diktionsfunktion fsym,, sind.
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Prlgdiktionzgschritt B ” ®

Abbildung 9.6: Pradiktionsfehler Enygsg, der iterativen Einschrittpradiktionen der
monatlichen durchschnittlichen Sonnenfleckenrelativzahl R__ ., wo-
bei: o und ( der Pridiktionsfehler der mit den originalen Trainings-
daten entwickelte Pradiktionsfunktion fqum, in dem gesamten Bereich
der Daten (von 01.1749 bis 02.2001) und im Nahbereich der Trai-
ningsdaten (von 09.1918 bis 02.2001), v und é der Préadiktionsfehler
der mit den Trainingsdaten nach der Stérungsreduzierung entwickel-
te Pradiktionsfunktion foum, im gesamten Bereich der Daten (von
01.1749 bis 02.2001) und im Nahbereich der Trainingsdaten (von
09.1918 bis 02.2001) ist.

0.2.3 Jahrliche durchschnittliche Sonnenfleckenrelativzahl

Bei dem dritten Experiment wird versucht, die jéhrliche durchschnittliche Sonnen-
fleckenrelativzahl R, mit dem rekursiven Pridiktionsverfahren zu pridiktieren.

ear

Ahnlich wie beim vorherigen Experiment wird bei diesem Experiment versucht, die
jéhrliche durchschnittliche Sonnenfleckenrelativzahl R, nach der Stérungsreduzie-
rung zu pradiktieren. Die jahrliche durchschnittliche Sonnenfleckenrelativzahl wird
durch die folgende Gleichung gefiltert:

_ 1
Z ( R

Syear,t = 3

=1+ Rt + Reyonrt41) (9.13)

Syear,

Wobei:

° Rsyem,t der gefilterte Wert der jéahrlichen durchschnittlichen Sonnenfleckenrela-
tivzahl R, nach Stérungsreduzierung im Jahr ¢,

Syear

® Ry die jihrliche durchschnittliche Sonnenfleckenrelativzahl R im Jahr

t, usw. ist.

Syear
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Die gefilterten Werte der jahrlichen durchschnittlichen Sonnenfleckenrelativzahl
Ris,... in Gleichung (9.13) sind eigentlich der Mittelwert aus der jéhrlichen durch-
schnittlichen Sonnenfleckenrelativzahl im Jahr ¢ und ihren néachsten Nachbarn
R t—1 und RSyear,t+1'

Syear,

Der Wert der jahrlichen durchschnittlichen Sonnenfleckenrelativzahl R . ist selbst
ein Mittelwert, der aus den Sonnenfleckenrelativzahlen innerhalb eines Jahres be-
rechnet wird. Dadurch wird der grofie Anteil der Storung in der jéhrlichen durch-
schnittlichen Sonnenfleckenrelativzahl R, reduziert. Ob die Stérungsreduzierung
durch die Filterung mit einem Tiefpass, oder ob die Storungsreduzierung durch
die Berechnung des Mittelwerts mit den Nachbarn erfolgt: man bekommt &hnliche
Ergebnisse. Abbildung 9.7 stellt die jéhrliche durchschnittliche Sonnenfleckenrela-

tivzahl R ... vor und nach der Stérungsreduzierung dar.
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Abbildung 9.7: Jéhrliche durchschnittliche Sonnenfleckenrelativzahl R, . vor und
nach der Storungsreduzierung

Einstellung des Experiments

In diesem Experiment wird das rekursive Préadiktionsverfahren mit fiinf Rekursi-
onsstufen verwendet. Zur Konstantenoptimierung wird GA eingesetzt. Dabei wird
die erste Moglichkeit zur Einfiigung der Koeffizienten verwendet. Die Schétzung des
Generalisierungsfehlers erfolgt nach der Teilung der Trainingsdaten. Die Teilung von
Daten in Training-, Validierungs- und Testmenge ist in Tabelle 9.13 gezeigt.

Wichtige Bedingungen des GP-Laufes sind folgende:

Terminalmenge und Funktionenmenge: Die folgende Funktionenmenge F3 wird
bei den Simulationen verwendet:

F3 = {sin, cos, log, exp, +, —, X, +} (9.14)
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Mengentypen Daten

Trainingsmenge von 1700 bis 1920
Validierungsmenge von 1921 bis 1950
Testmenge von 1951 bis 1979

Tabelle 9.13: Die Teilung der Daten in Training-, Validierungs- und Testmenge bei
dem Experiment mit der jahrlichen durchschnittlichen Sonnenflecken-
relativzahl R,

Syear

Die Sonnenfleckenrelativzahl steigt und fallt durchschnittlich ca. alle 11 Jahre, es
werden daher die jahrlichen durchschnittlichen Sonnenfleckenrelativzahlen R . bis
zu einem Zeitpunkt, der kleiner als ¢ — 11 ist benotigt. Daraus folgt, dass die ver-
wendete Terminalmenge 73 ist:

7?3 = {xtuxtflwrtf?nxt757xt777xtfgv'rt7117'rtfl37

—-10.0,-9.5,-9.0,...,9.0,9.5,10.0} (9.15)

wobei: z; der Wert zum Zeitpunkt ¢, x;_; der Wert zum Zeitpunkt ¢ — 1 usw. ist.
—10.0,—-9.5,-9.0,...,9.0,9.5,10.0 sind die einfachen konstanten Werte im Bereich
von —10,0 bis 10, 0.

Fitnessfunktion: Ahnlich wie bei den anderen Experimenten werden der Trainings-
fehler Emain (entspricht der Rohfitness f,), der Validierungsfehler Ev,jiq und der
Testfehler Fres; durch Gleichung (8.6) mit dem Pradiktionsschritt von eins berech-
net.

Einstellung der GP-Parameter und Abbruchkriterium: Die Parameter der GP
sind identisch mit denen des vorherigen Versuches, gemafi Tabelle 9.11 (mit der
Populationsgrofie M = 250).

In jeder Rekursionsstufe werden 50 GP-L&aufe durchgefiihrt. Nur die beste durch
GP entwickelte Pradiktionsfunktion wird ausgewéhlt und anschliefend zur Kon-
stantenoptimierung benutzt. Der GP-Lauf wird nur gestoppt, wenn die Anzahl der
maximalen Generation G, erreicht ist.

Simulationsergebnisse

Obwohl die Rekursionsstufe von fiinf eingestellt ist, wurde das Training mit den Trai-
ningsdaten nach der Storungsreduzierung in der 3. Rekursionsstufe gestoppt, da kei-
ne gute Sub-Pradiktion in der 3. Rekursionsstufe gefunden wird, die den Trainings-
und Validierungsfehler kleiner als Trainings- und Validierungsfehler in der 2. Rekur-
sionsstufe macht. Das Training mit originalen Trainingsdaten wurde dagegen nach
der 5. Rekursionsstufe gestoppt.
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Die Pradiktionsfehler der beiden entwickelten Pradiktionsfunktionen sind in Tabelle
9.14 gezeigt, wenn sie die originalen Daten préadiktieren.

Situation der  Trainingsfehler Validierungsfehler = Testfehler

Trainingsdaten Errain Evaia Frest
fsum; 7,22-1072 3,77-1072 5,26 - 1072
fsumy 3,49 - 1072 3,49 - 1072 3,80-1072

(2,38-1072) (6,20 - 10~2) (2,01-1072)

Tabelle 9.14: Pradiktionsfehler der Pradiktionsfunktion in den beiden Situationen
der Trainingsdaten, wobei: fqm, die mit den originalen Trainingsdaten
entwickelte Pradiktionsfunktion und fsm,,, die mit den Trainingsdaten
nach Storungsreduzierung entwickelte Pradiktionsfunktion ist. Die in
runde Klammern gesetzten Werte sind die Prédiktionsfehler der Pré-
diktionsfunktion fgum,, fiir die Daten nach der Stérungsreduzierung.

Abbildung 9.8 stellt den Vergleich zwischen den pradiktierten Werten der jahrli-
chen durchschnittlichen Sonnenfleckenrelativzahl Ry . durch die Einschrittpradik-
tion und die tatséichlichen Werte dar. Der Trainings-, Validierungs- und Testfehler
der mit den Trainingsdaten nach der Storungsreduzierung entwickelten Pradikti-
onsfunktion fg,m, sind kleiner als die Fehler der mit den originalen Trainingsdaten
entwickelten Pradiktionsfunktion fgm,.

AuBerdem ist die Pradiktionsfunktion fg,m, sehr geeignet fiir die iterative Einschritt-
pradiktion. Abbildung 9.9 zeigt Beispiele der iterativen Einschrittpridiktion von bei-
den Pradiktionsfunktionen. Die Pradiktionsfehler Enygsg, der iterativen Einschritt-
priadiktion von beiden Pradiktionsfunktionen sind in Abbildung 9.10 dargestellt.
Anscheinend sind die origianlen Daten und die Daten nach der Storungsreduzierung
nur wenig unterschiedlich, daher ist die Storungsreduzierung in diesem Experiment
nicht so niitzlich wie im vorherigen Experiment.
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Abbildung 9.8: Vergleich zwischen den pradiktierten Werten der jéhrlichen durch-

schnittlichen Sonnenfleckenrelativzahl R

Syear
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diktion und den tatséchlichen Werten, Oben: Pradiktion durch die
Préadiktionsfunktion fgum,, Unten: Pradiktion durch die Pradiktions-

funktion fsumy-
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Abbildung 9.9: Beispiele der iterativen Einschrittpridiktion der jédhrlichen durch-
schnittlichen Sonnenfleckenrelativzahl R, —auflerhalb der Trai-
ningsdaten, wobei: — die tatsdchlichen Werte, —- die pradiktierten
Werte der mit den originalen Trainingsdaten entwickelten Pradikti-
onsfunktion fym, und © die pradiktierten Werte der mit den Trai-
ningsdaten nach der Stérungsreduzierung entwickelten Prédiktions-
funktion feum,, sind.
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Abbildung 9.10: Préadiktionsfehler Enygg, der iterativen Einschrittpradiktion der
jéhrlichen durchschnittlichen Sonnenfleckenrelativzahl Ry . in dem
gesamten Bereich der Daten (von 1700 bis 2000), wobei: o der Pré-
diktionsfehler der mit den originalen Trainingsdaten entwickelten
Pradiktionsfunktion fsum,, und 8 der Pradiktionsfehler der mit den
Trainingsdaten nach der Storungsreduzierung entwickelten Pradik-

tionsfunktion fsm,, ist.

9.2.4 Wechselkurs: Euro € und Baht B

Das letzte Experiment ist die Pradiktion eines Wechselkurses. Der Wechselkurs ist
eine Art wirtschaftliche Zeitreihe. Abbildung 9.11 (oben) zeigt den téglichen durch-
schnittlichen Verkaufspreis eines Euro € in Baht B vom 2.01.2001 bis 15.08.2001.
Die Zeitreihe umfasst die Daten aller Borsentage. Sie wurde von der Zentralbank in
Thailand® gesammelt.

Der Wechselkurs von Euro € in Baht B ist komplexer als andere chaotische Zeitrei-
hen. Er ist von mehreren Faktoren abhéingig, wie z.B. Wechselkurs anderer Wéh-
rungen, Marktssituationen oder Wahrungstrategien der Regierungen in bestimmten
Zeitraumen. Trotzdem versuchen wir die Pradiktionsfunktion allein mit den vorhe-
rigen Werten des Wechselkurses zu entwickeln.

Anhlich wie beim Experiment mit der Sonnenfleckenrelativzahl wird die Zeitreihe
durch einen Tiefpass gefiltert. Der eingesetzte Tiefpass ist ein digitales Butterworth-
Filter zweiter Ordnung, dessen Grenzfrequenz f, = 0.025 Tag™' ist. Die gefilterte
Zeitreihe ist in Abbildung 9.11 (unten) dargestellt.

Thttp://www.bot.or.th/bothomepage /databank /FinMarkets /ExchangeRate/
exchange_t.asp
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Abbildung 9.11: Oben: Téglicher durchschnittlicher Verkaufspreis eines Euro € in
Baht B vom 02.01.2001 bis 15.08.2001, Unten: Neuer téaglicher
durchschnittlicher Verkaufspreis von Euro in Baht nach der Sto-
rungsreduzierung

Einstellung des Experiments

In diesem Experiment wird das rekursive Pradiktionsverfahren mit fiinf Rekursi-
onsstufen verwendet. Zur Konstantenoptimierung wird GA eingesetzt. Dabei wird
die erste Moglichkeit zur Einfiigung der Koeffizienten verwendet. Die Schitzung des
Generalisierungsfehlers erfolgt nach der Teilung der Trainingsdaten. Die Teilung der
Daten in Training-, Validierungs- und Testmenge ist in Tabelle 9.15 gezeigt.

Mengentypen Daten
Trainingsmenge T22,L23, L25, L26, L28, L29, -+, L299
Validierungsmenge T21, 24,27, T30, ---5 L300
Testmenge 301, 3025 £303, --+> £400

Tabelle 9.15: Teilung von Daten in Training-, Validierungs- und Testmenge beim
Experiment Wechselkurs Euro € und Baht B, wobei: x95 der durch-
schnittliche Verkaufspreis am 22. Tag, xo3 der durchschnittliche Ver-
kaufspreis am 23. Tag, usw. ist.

Wichtige Bedingungen des GP-Laufes sind folgende:
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Terminalmenge und Funktionenmenge: Die folgende Funktionenmenge F, wird
bei den Simulationen verwendet:

F, = {sin, cos, log, exp, +, —, X, =} (9.16)
Die verwendete Terminalmenge 7y ist:

,Zzl - {'Itvzt—17$t—27xt—37gjt—47xt—57xt—Gaxt—'ﬁ

Tt—9, Lt—11, Lt—13, Lt—15, Lt—17, Lt—19,
—10.0,—-9.5,-9.0,...,9.0,9.5, 10.0} (9.17)

wobei: x; der Wert zum Zeitpunkt ¢, x;_1; der Wert zum Zeitpunkt ¢ — 1 usw. ist.
—10.0,-9.5,-9.0,...,9.0,9.5,10.0 sind die einfachen konstanten Werte im Bereich
von —10,0 bis 10, 0.

Fitnessfunktion: Ahnlich wie bei den anderen Experimenten werden der Trainings-
fehler Ery.i, (entspricht der Rohfitness f;), der Validierungsfehler Fy,;q und der
Testfehler Eme mit Gleichung (8.6) mit dem Prédiktionsschritt von eins berechnet.

Einstellung der GP-Parameter und Abbruchkriterium: Die Parameter der GP
sind in Tabelle 9.11 (mit der Populationsgréfie M = 1000) dargestellt. In jeder Re-
kursionsstufe werden 50 GP-L&ufe durchgefiihrt. Nur die beste durch GP entwickelte
Pradiktionsfunktion wird ausgewéhlt und anschliefend zur Konstantenoptimierung
benutzt. Der GP-Lauf wird nur gestoppt, wenn die Anzahl der maximalen Genera-
tion Gpyax erreicht ist.

Simulationsergebnisse

Ahnlich wie im vorherigen Experiment wurde das Training mit Trainingsdaten
nach Storungsreduzierung nach der 4. Rekursionsstufe gestoppt, da keine gute Sub-
Prédiktion in der 4. Rekursionsstufe gefunden wird, die den Trainings- und Validie-
rungsfehler kleiner als in der 3. Rekursionsstufe macht. Allerdings sind der Trainings-
und Validierungsfehler in der 3. Rekursionsstufe bereits extrem klein. Das Training
mit originalen Trainingsdaten wurde dagegen nach der 5. Rekursionsstufe gestoppt.

Die Préadiktionsfehler der beiden entwickelten Pradiktionsfunktionen sind in Tabelle
9.16 gezeigt, wenn sie die originalen Daten préadiktieren. Abbildung 9.12 stellt den
Vergleich zwischen den préadiktierten Werten des téglichen Verkaufspreises von Euro
€ in Baht B durch die Einschrittpridiktion und den tatséichlichen Werten dar.
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Situation der  Trainingsfehler Validierungsfehler — Testfehler

Trainingsdaten Etvain ENatia Errest
Jsumy 2,67-1072 5,37-1072 13,9310
Ssumyy 8,67 1072 7,21-1072 16,96 - 1072

(1,84-107°) (2,41-107%) (21,62 -1079)

Tabelle 9.16: Pradiktionsfehler der Pradiktionsfunktion in den beiden Situationen
der Trainingsdaten, wobei: fqm, die mit den originalen Trainingsdaten
entwickelte Pradiktionsfunktion und fsm,, die mit den Trainingsdaten
nach Storungsreduzierung entwickelte Pradiktionsfunktion ist. Die in
runde Klammern gesetzten Werte sind die Prédiktionsfehler der Pra-
diktionsfunktion fgum,, fiir die Daten nach der Stérungsreduzierung.

Bei der Einschrittpridiktion ist die mit Trainingsdaten nach der Stérungsreduzie-
rung entwickelte Préadiktionsfunktion foum, ungeeignet. Ihre Pradiktionsfehler in
Training-, Validierungs- und Testmenge sind gréfer, als die Pradiktionsfehler der
mit den originalen Trainingsdaten entwickelte Pradiktionsfunktion fsm,,. Jedoch ist
sie deutlich besser bei der iterativen Einschrittpradiktion.

Abbildung 9.13 zeigt Beispiele der iterativen Einschrittpréadiktion von beiden Pra-
diktionsfunktionen. Die Pradiktionsfehler Exygsg, der iterativen Einschrittpradikti-
on von beiden Prédiktionsfunktionen sind in Abbildung 9.14 dargestellt.
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Abbildung 9.12: Vergleich zwischen den pradiktierten
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Abbildung 9.13: Beispiele der iterativen Einschrittpréadiktion des téglichen Verkaufs-

preises von Euro € in Baht B auflerhalb der Trainingsdaten, wobei:
— die tatséchlichen Werte, —- die pradiktierten Werte der mit den
originalen Trainingsdaten entwickelten Prédiktionsfunktion foum,
und & die pradiktierten Werte der mit den Trainingsdaten nach der
Storungsreduzierung entwickelten Préadiktionsfunktion fsm,, sind.
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Abbildung 9.14: Prédiktionsfehler Exygg, der iterativen Einschrittpradiktionen der
taglichen Verkaufspreise von Euro € in Baht B in den gesamten Da-
ten (vom 02.01.2001 bis15.08.2001), wobei: a Préadiktionsfehler der
mit den originalen Trainingsdaten entwickelten Priadiktionsfunktion
fsum,; und (8 Pradiktionsfehler der mit den Trainingsdaten nach der
Storungsreduzierung entwickelten Prédiktionsfunktion fguy,,, ist.

9.3 Diskussion

Bei Prédiktion einer chaotischen Zeitreihe mit anderen Pradiktionsverfahren muss
immer eine geeignete Struktur der Pradiktionsfunktion ausgewé#hlt werden. In un-
seren Préadiktionsverfahren nimmt GP diese Aufgabe wahr. GP entwickelt die ge-
eignete Struktur der Priadiktionsfunktion aus der Terminalmenge 7 und der Funk-
tionenmenge F, die durch die Analyse der chaotischen Zeitreihe oder durch prakti-
sche Erfahrung festgelegt werden kénnen. Die Anforderung héherer mathematischer
Kenntnisse ist daher unnétig. Ubrigens kann der Inhalt der durch GP entwickel-
ten Pradiktionsfunktion die Information iiber die chaotische Zeitreihe verraten, falls
diese Pradiktionsfunktion sehr gut ist.

In unserem Préadiktionsverfahren bestimmt die Konstantenoptimierung die besten
numerischen Variablen und Konstanten fiir die durch GP entwickelte Pradiktions-
funktion, wodurch diese Pradiktionsfunktion effizienter wird. Da die durch GP ent-
wickelte Pradiktionsfunktion nichtlinear ist, benétigt man eine Konstantenoptimie-
rung, die das globale Optimum sucht. Eine solche Konstantenoptimierung ist zum
Beispiel GA. Bei einer einfachen Aufgabe kann jedoch das Least-squares- Verfah-
ren verwendet werden, da das Least-squares- Verfahren im Vergleich zu GA nicht
zeitaufwendig ist.

Mit dem Simulationsergebnis des Vergleichs von dem einfachen Pradiktionsverfah-
ren und dem rekursiven Préadiktionsverfahren kann man feststellen, dass das re-
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kursive Pradiktionsverfahren effizienter als das einfache Prédiktionsverfahren ar-
beitet. Bei dem rekursiven Pradiktionsverfahren wird in jeder Rekursionsstufe eine
Sub-Pradiktionsfunktion, die ein Teil der richtigen Pradiktionsfunktion sein soll, be-
stimmt. Das rekursive Pradiktionsverfahren hat folglich den Vorteil, dass die duch
GP entwickelten guten Préadiktionsfunktionen wahrend des GP-Laufes nicht verlo-
ren gehen. Am Ende des Pridiktionsprozesses bilden alle Sub-Pradiktionsfunktionen
fsubl, fsubQ, fsubg, . fsubn gemeinsam die Priadiktionsfunktion fsumn. Die Anzahl der
Stufen des rekursiven Pradiktionsverfahrens kann jedoch nicht beliebig grofl gemacht
werden. Wenn keine gute Sub-Pradiktionsfunktion gefunden wird, oder Overfittig
auftritt, wird dieses Verfahren abgebrochen.

Die weiteren Pradiktionsexperimente mit vier verschiedenen chaotischen Zeitreihen,
namlich die logistische Abblidung, die monatliche durchschnittliche Sonnenfleckenre-
lativzahl, die jéhrliche durchschnittliche Sonnenfleckenrelativzahl und der Wechsel-
kurs zwischen Euro € und Baht B zeigen, dass unsere Pradiktionsverfahren bei der
Pradiktion aller vier chaotischen Zeitreihen effizient sind. Die Experimente sind zwar
unterschiedlich kompliziert. Je komplexer die chaotische Zeitreihe oder je stérker das
iibergelagerte Rauschen ist, desto schwieriger ist die Entwicklung einer Pradiktions-
funktion.

Die Ergebnisse aus den Experimenten zeigen, dass der Validierungsfehler Ev,jq mei-
stens grofer ist als der Trainingsfehler Ey.;, und der Testfehler Fr.s meistens grofler
als der Validierungsfehler Fy,jq ist. Ohne Vermeidung von Overfitting wiirden die
Pradiktionsfunktionen fiir die Pradiktion auflerhalb der Trainingsdaten ungeeignet
sein, insbesondere wenn die chaotische Zeitreihe stark von Storungen {iberlagert ist.

Unsere Pradiktionsfunktionen sind auf der Basis der Einschrittpradiktion entwickelt,
daher gibt es keine Garantie dafiir, dass diese Pradiktionsfunktionen zur iterativen
Einschrittpriadiktion gut eingesetzt werden kénnen. Zur Verbesserung der Mehr-
schrittpradiktion durch die iterative Einschrittpradiktion sollen Stérungen in den
chaotischen Zeitreihen reduziert werden. Ein anderer Vorteil der Storungsreduzie-
rung ist, dass die Préadiktionsfunktion einer chaotischen Zeitreihe nach Stérungsre-
duzierung sehr leicht zu entwickeln ist, da die chaotischen Zeitreihen nach Stérungs-
reduzierung nicht mehr komplex sind. Die Storungsreduzierung durch die Filterung
mit Tiefpéassen ist eine Moglichkeit. Jedoch ist die Filterung mit Tiefpass nicht in
jeder Situationen zu verwenden, da die chaotischen Zeitreihen meistens einen hohen
Frequenzanteil besitzen, der durch die Filterung verloren geht.

9.4 Vergleich mit anderen Pradiktionsverfahren

Abbildung 9.15 stellt die Pradiktion der monatlichen durchschnittlichen Sonnen-
fleckenrelativzahl Rs .. durch die mit den Trainingsdaten nach Storungsreduzie-
rung entwickelten Pradiktionsfunktion fq,m, bei den verschiedenen Startwerten im
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Vergleich zur Pridiktion von National Oceanic and Atmospheric Administration

(NOAA)? dar.

150
e}

£ 100
<)
s

50

X
1997 1998 1999 2000 2001 2002 2003 2004 2005 2006 2007
Zeit

150
=

t 100
o
<)
s

50

0 1997 1998 1999 2000 2001 2002 2003 2004 2005 2006 2007
Zeit
Abbildung 9.15: Préadiktion der monatlichen durchschnittlichen Sonnenfleckenrela-
tivzahl Ry . bis zum 12.08.2008 durch die mit den Trainings-
daten nach Storungsreduzierung entwickelten Pradiktionsfunktion
fsumy, bei den verschiedenen Startwerten (10.1996 und 01.1998), wo-
bei — die tatsédchlichen Werte, & die pradiktierten Werte der mit
den Trainingsdaten nach der Stérungsreduzierung entwickelten Pri-

diktionsfunktion fyum, und --- die pradiktierten Werte von NOAA
sind.

Die préadiktierten Werte von NOAA sind in Wirklichkeit die Priadiktion des aus
13 monatlichen durchschnittlichen Sonnenfleckenrelativzahlen berechneten Mittel-
werts. Die beiden pradiktierten Werte in Abbildung 9.15 verlaufen mit sehr &hnlicher
Form, und sind nur wenig unterschiedlich. Die aktuelle maximale monatliche durch-
schnittliche Sonnenfleckenrelativzahl liegt im Jahr 2000, und die néchste minimale
monatliche durchschnittliche Sonnenfleckenrelativzahl soll im Jahr 2007 sein.

Die Préidiktion der jahrlichen durchschnittlichen Sonnenfleckenrelativzahl R, wur-
de bereits in verschiedenen Arbeiten durchgefiihrt. Die meisten Arbeiten benutzen
die gleiche Funktion (8.6) zum Berechnen des Pradiktionsfehlers, legen jedoch die
Varianz 02 = 1535 fest. Zum Vergleich mit anderen Pridiktionsverfahren werden
unsere Ergebnisse auch mit der Varianz o2 = 1535 bestimmt. Tabelle 9.17 zeigt
unsere neu bestimmten Pradiktionsfehler im Vergleich zu den Pradiktionsfehlern ei-
niger Pradiktionsverfahren, die die Idee von GP oder KNN als Hauptstruktur des

2ftp://ftp.ngdc.noaa.gov/STP/SOLAR_DATA /SUNSPOT_NUMBERS /sunspot.predict
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Pradiktionsverfahrens verwenden.

Namen der Haupt— ETrain EValid ETest
Arbeit struktur  (1700-1920) (1921-1955)  (1956-1979)
Angeline [Ang98] GP 0.103 0.079* -
Nikolaev [Nik00]  GP 0.113 0.115 0.128
Nikolaev [Nik01] ~ GP 0.073 0.073 0.114
Weigend [Weig92] KNN 0.082 0.086 0.350
Uluyol [Ulu9g] KNN 0.127 0.112 0.326
Khalaf [Kha98] ~ KNN 0.149 0.168 .
Cloarec [Clo98] KNN 0.090 0.085 0.157
Chan [Cha99] KNN 0.085 0.092 0.367
foumy GP 0.056 0.042 0.109
Foumnns GP 0.027 0.039 0.079

Tabelle 9.17: Vergleich des Pradiktionsfehlers Fnysg, aus Gleichung 8.6 fiir die Ein-
schrittpriadiktionen der jahrlichen durchschnittlichen Sonnenfleckenre-
lativzahl Rq,,,, die mit 0® = 1535 berechnet wurden. Wobei: GP die
genetische Programmierung und KNN das kiinstliche neuronale Netz
ist. (*Der Validierungsfehler von Angeline in [Ang98] wird mit der jahrlichen
durchschnittlichen Sonnenfleckenrelativzahl von 1920 bis 1950 berechnet.)

Die Fehler der mit den Trainingsdaten nach der Stérungsreduzierung entwickelten
Pradiktionsfunktion sind kleiner als die Fehler bei den anderen Ergebnissen, insbe-
sondere bei den Testfehlern.

9.5 Zusammenfassung

Im ersten Teil dieses Kapitels wurden Experimente mit dem einfachen und dem
rekursiven Pradiktionsverfahren durchgefiihrt. Das rekursive Pradiktionsverfahren
ist besser als das einfache Préadiktionsverfahren, da dieses Verfahren stufenweise
die Teile der Originalfunktion (Sub-Pradiktionsfunktion) sucht, und die schon ge-
fundenen Funktionen nicht verlorengehen. Die Anzahl der Stufen des rekursiven
Pradiktionsverfahrens kann nicht beliebig grofl gemacht werden. Wenn keine gute
Sub-Pradiktionsfunktion gefunden wird, oder Overfittig auftritt, wird dieses Verfah-
ren abgebrochen.

Im zweiten Teil wurden Pradiktionsexperimente mit vier verschiedenen chaotischen
Zeitreihen gezeigt, namlich die logistische Abbildung, die monatliche durchschnitt-
liche Sonnenfleckenrelativzahl, die jahrliche durchschnittliche Sonnenfleckenrelativ-
zahl und der Wechselkurs zwischen Euro € und Baht B. Die Ergebnisse zeigen, dass
unsere Pradiktionsverfahren bei der Préadiktion aller vier chaotischen Zeitreihen effi-
zient sind. Die Experimente sind zwar unterschiedlich kompliziert. Je komplexer die
chaotische Zeitreihe oder je stéirker das iibergelagerte Rauschen ist, desto schwieri-
ger ist die Entwicklung einer Pradiktionsfunktion. Dabei wird die Mainahme gegen
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Overfitting immer eingesetzt. Anderfalls ist die entwickelte Pradiktionsfunktion fiir
die Pradiktion von Daten auflerhalb der Trainingsdaten nicht verwendbar.

Unsere Pradiktionsfunktionen sind auf der Basis der Einschrittpradiktion entwickelt,
es gibt daher keine Garantie dafiir, dass diese Pradiktionsfunktionen zur iterativen
Einschrittpradiktion gut eingesetzt werden konnen. Zur Verbesserung der Mehr-
schrittpradiktion wird das der chaotischen Zeitreihe iibergelagerte Rauschen durch
Filterung mit einem Tiefpass oder durch Mittelwertberechnung reduziert. Ein an-
derer Vorteil der Storungsreduzierung ist, dass die Pradiktionsfunktion einer chao-
tischen Zeitreihe nach Storungsreduzierung sehr leicht zu entwickeln ist.






A Verzeichnis der Abkiirzungen und
Symbole

A.1 Abkiirzungen

ADF

CTF-GP

EA

EP

ES

GA

GP

KNN

LFSR

L-Bit-LFSR

SNR

Automatische definierte
Funktion

Genetische Programmierung
mit kontextfreier Grammatik

Evolutiondre Algorithmen
Evolutionédre Programmierung
Evolutionsstrategien
Genetische Algorithmen
Genetische Programmierung
kiinstliche neuronale Netz

Schieberegister mit linearer
Riickkopplung

L-Bit- Schieberegister mit
linearer Riickkopplung

Storabstand

Automatically defined
function

Genetic programming
using Context-Free Grammar

FEvolutionary computation
Evolutionary programming
FEvolution strategies

Genetic algorithms

Genetic programming
Artificial neural network
Linear feedback shift register
L-bits-linear feedback

shift register

Signal-to-Noise Ratio
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Verzeichnis der Abkiirzungen und Symbole

A.2 Symbole und ihre Bedeutung

D created
D div

Ddivcreated

D divinitial

Dinitial

Dp

Der Faktor des Vereinfachungszwangs
in der Generation GG

Baht (die thailandische Wahrung)

Der Verschiebungsparameter der Mackey-Glass-Gleichung
Euro

Der Lyapunov-Exponent der 7. Dimension

Der grofite Lyaponov-Exponent

Die Standardabweichung

Die radiale Basisfunktion

Der Wettkampfumfang (bei der Wettkampfselektion)

Der Attraktor

Das Individuum 75 in der Generation GG

Die Komplexitédt des Individuums 5 in der Generation G
Die Dimension des Attraktors einer Zeitreihe

Die Tiefe des Individuums

Die maximale Tiefe des Individuums wéhrend des GP-Laufes
Die Ableitungstiefe des Individuums bei CTF-GP

Die maximale Ableitungstiefe des Individuums wéahrend

des GP-Laufes bei CTF-GP

Die maximale Ableitungstiefe des Individuums
in Ausgangspopulation bei CTF-GP

Die maximale Tiefe des Individuums in Ausgangspopulation

Die fraktale Dimension
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Dy,
Ey,

Exvise,

E Test
E Train

E Valid

f

fn
Fon
e
e
Jry

J,G

frzpbij

fs
fst
fStbij

fsubn

Die Einbettungsdimension
Die Abweichung der Pridiktion beim k. Pradiktionsschritt

Das Normalized Mean Squared Error beim
k. Pradiktionsschritt

Der Testfehler
Der Trainingsfehler
Der Validierungsfehler

Die Pradiktionsfunktion zur Pradiktion des nachsten
zukiinftigen Wertes

Die angepasste Fitness

Die angepasste Fitness des Individuums 7 in der Generation GG

Die Pradiktionsfunktion zur Pradiktion des k.
zukiinftigen Wertes

Die normalisierte Fitness

Die normalisierte Fitness des Individuums j in der Generation G
Die durchschnittliche normalisierte Fitness in der Generation G
Die Rohfitness

Die Rohfitness des Individuums j in der Generation G

Die Rohfitness des Individuums j in Generation G unter

Beriicksichtigung des Vereinfachungszwangs
Die Einzelfleckenzahl der Sonnenfleckenrelativzahl
Die standardisierte Fitness

Die standardisierte Fitness des Individuums j in der Generation G

Die Sub-Priadiktionsfunktion aus der n. Rekursionsstufe
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fsumn Die Pradiktionsfunktion aus dem Rekursion-Pradiktionsverfahren
mit n Rekursionsstufen

f Der reellwertige Funktionsvektor
der gewthnlichen Differenzengleichung

t Der Fluss eines dynamischen Systems

F Der reellwertige Funktionsvektor
der gewohnlichen Differentialgleichung

F Die Funktionenmenge

Js Die Gruppenzahl der Sonnenfleckenrelativzahl

G Die Generation

Gin, Der relative Geschwindigkeitsfaktor bei der Parallelisierung

Grnax Die maximale Generation

GL Der Generalisierungsverlust

g Die kontextireie Grammatik

I(M,G, z) Die minimale Anzahl benétigter Individuen zum Erreichen
einer Erfolgswahrscheinlichkeit von z beim GP-Lauf mit der
Populationsgréfle M und der maximalen Generation G

k Der Préadiktionsschritt

ks Der Korrekturfaktor der Sonnenfleckenrelativzahl

M Die Populationsgrofie

Ne Die Anzahl der Client-Rechner

np Die Anzahl der Pakete

N(e) Die Anzahl des Kubens der Kantenlénge ¢

N, Die Anzahl der Rekursionsstufen
Das Nichtterminalsymbol

De Die Kreuzungswahrscheinlichkeit
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Pcreat

Ped
Den
Pep
Pip
Pm

Pp

P(M,G)

rank(b; )

<

]

Smonth

=o B~ B~y

Syear

R(M,G,2)

Run

Runpax

Die Wahrscheinlichkeit der stochastischen Erzeugung
eines neues Individuums

Die Editierenswahrscheinlichkeit

Die Einkapselungswahrscheinlichkeit

Die Kreuzungswahrscheinlichkeit im inneren Knoten

Die Kreuzungswahrscheinlichkeit im Endknoten

Die Mutationswahrscheinlichkeit

Die Permutationswahrscheinlichkeit

Der Trainingsfortschritt

Die Relation der kontextfreien Grammatik

Die kumulative Wahrscheinlichkeit eines erfolgreichen
GP-Laufes mit der Populationsgrofie M und

der maximalen Generation GG

Der Rang des Individuums j in der Generation G

Der Kontrollparameter der logistischen Abbildung

Die Sonnenfleckenrelativzahl

Die monatliche durchschnittliche Sonnenfleckenrelativzahl
Die jéhrlichen durchschnittliche Sonnenfleckenrelativzahl
Der akkumulierte Rechenaufwand

Die Anzahl der benétigten unabhéngigen GP-Laufe mit
der Populationsgréfie M und der maximalen Generation G,

um mit der Wahrscheinlichkeit z mindestens einen
erfolgreichen Versuch zu bekommen

Die Anzahl des GP-Laufes
Die maximale Anzahl des GP-Laufes

Das Startsymbol der kontextfreien Grammatik
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S Test Die Testmenge
STrain Die Trainingsmenge
Svalid Die Validierungsmenge
tsr,,j o Die Auswahlwahrscheinlichkeit des Individuums j in der
Generation G
tr Der Trainingsschritt
1o —Clients Der Zeitverbrauch zur Durchfiihrung einer gegebenen
Aufgabe bei der Parallelisierung mit n Client-Rechnern
Tq Der Zeitaufwand zur Durchfithrung aller Vorgénge
innerhalb einer Generation
Ty Die Vorlaufzeit bei der Parallelisierung
Tw Der Gesamtzeitaufwand der Fitnessberechnung im Multi-Verfahren
Tp Der Gesamtzeitaufwand der Fitnessberechnung eines Paketes
Ty Der Gesamtzeitaufwand der Fitnessberechnung im Single-Verfahren
Tsingle Der Zeitverbauch zur Durchfithrung einer gegebenen
Aufgabe von einem Rechner
T Die Terminalmenge
Z; Die Zustandsvariable ¢
Ty Der tatsichliche Wert zur Zeit t
Ty Der préadiktierte Wert zur Zeit ¢

Die Zeitreihe
Der Delay-Vektor
Der Zustand des Systems zur Zeit ¢

Die Erfolgswahrscheinlichkeit



B Pradiktionsfunktionen aus den
Experimenten

In diesem Anhang werden die Pradiktionsfunktionen und die dazugehorigen Koeffi-
zienten aus den Experimenten im Abschnitt 9.2 dargestellt. (Die Prédiktionsfunk-
tionen aus den Experimenten im Abschnitt 9.2 sind bereits in [Krai0l] gegeben.)

B.1 Definierte Mathematische Funktionen

Die definierten Funktionen, z.B. Add, Sub, usw. sind als mathematische Funktionen

7u interpretieren:
Add(a,b)
Sub(a,b)

Mul(a, b)

Div(a,b)

Sin(a)

Cos(a)

Log(a)

Exp(a)

Xsin(a, b)

I

I

I

I

I

a+b

a/10719  wenn: 0.0 < b < 10710
a/—1071% wenn: — 1071 < b < 0.0
a/b, wenn: |b] > 10710

log(1071%), wenn: a < 1071°
log(a), wenn: ¢ > 10719

exp(100), wenn: a > 100
exp(a),  wenn: a < 100

b-sin(a)
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Xcos(a, b) = b-cos(a)

b-1og(1071%), wenn: a < 10710

XlOg(CL, b) — { b- log(a)’ wenn: a > 10719

Xexp(a,b) — { b'eXP(l(;), wenn: a > 10

b-exp(a wenn: a < 10

AuBerdem bedeutet z;_; den Wert zum Zeitpunkt ¢t—1, z;_» den Wert zum Zeitpunkt
t — 2 und usw.

B.2 Logistische Abbildung

B.2.1 Keine Storung

u; = {1.13748146811767, 0.32355473773869, -1.1978392865771, 1.46778248930964,
0.85336710803223, -1.0995860025185,  1.16549806692872, 1.56165017553010,
0.58119638311112,  1.03344407470228,  0.81504259043283, -1.1218499007713,
1.16071378762191, 1.01081396908413, 0.73913543357378, 0.72477061632655, -
0.9859129698924, 1.19178603415206, 1.43779853308421}

f = (u1(1)-Sin ( (Mul ( (Sub
(u1(5)-Sin ( ( (u1(6)-4.0) ) ) )

( (u1(2)-Sin ( (Mul ( (Sub ( (u1(3)-Exp ( (u1(4) -1 ) )

) ) 5 (ua(7)-Sin ( (Mul ( (Sub ( (u1(8)" @1 ) , (u1(9)-Sin (

u1(10)-4.0) ) ) ) ) ) 5 (ur(11)-Sin ( (w1 (12)-Exp ( (u1(13)-Sin ( (u1(14)- ¢-1))))))))))))
), (u1(15)-Sin ( ( (u1(16)-4.0) ) ) ) ) ), (u1(17)-Sin ( (Mul ( (Sub ( (u1(18)-Exp ( (u1(19)-Sin

)
(
)
, (
u1(20)- 2i-1) ) ) ) ) (wa(21)-Sin (((ua(22)-4.0))) ) ) ), (w(23)-2:-1)))))))))

(
)
(

B.2.2 Stérung mit SNR = 30 dB

uy = {1.20808889935060, 1.52595025466711, 0.93626862836253, 1.38763280819204,
1.26637820653230,  1.49487626920418,  1.56548810240862, 1.09764658379341,
1.04561720299847,  1.39279374466989, 0.90684574810825,  1.38342825287460,
0.43100052156626, 0.84773383797233, 1.13936710926682, 1.46035784533754,
1.11491049205244,  1.23331734474781, 1.13132727833189,  0.99959468351353,
1.17680657133697 }

f = (uy(1)-Sin ( (Mul ( (Add ( (u1(2)-Sin ( (Add ( (u1(3)-Sin ( (Add ( (ui(4)- z4—1 ) ,
(Add ( (u1(5)-Cos ( (u1(6)- xt—1 ) ) ), (u1(7)-Cos ( (u1(8)-Cos ( (Add ( (u1(9)- z¢—1 ) , (Add
))

):
( ((0.0)), (u1(10)-Cos ( (u1(11)-Cos ( (u1(12)- w—1)) ) ) ) ))))))))))))) ), (ua(13)
zi-1)))) ), (Add ( (u1(14)-Cos ( (u1(15)-Cos ( ( (u1(16)-6.5)) ) ) ) ), (Add ( (us(17)-Cos ( (
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(u1(18)-6.5) ) ) ), (w1 (19)-Cos ( (uy(20)-Cos ( (Add ( (u1(21)-Cos ( ( (u1(22)-6.0) ) ) ) , (Add (
(u1(23)- w—1 ), (ur(24)-Cos ( ( (u1(25)-6.5) ) ) ) ))))))))))))) ), (w(26) 2—1)))))

B.2.3 Stérung mit SNR = 20 dB

Uy = {0.31644633222825, 0.83809921607329, 2.87351619586779, 2.91398078837725,
0.90120312115978,  -0.3676571978572,  0.80234362997407,  3.27108116666533,
-0.2884265400451, 0.61173577875572, 2.23297455078256, 0.94507828747884, -
0.3078330389815, 2.069138459440()7}

F = (@)Esxp ( (Sub ( (w b ( (w(5) 2
)) s (ur(10)-Exp
(( (7.0:u1(16) )
), (u1(20)-Sin (

(u1 (2)-Sin ( (Sub ( (u1(3)-Sin ( (u1(4)-Exp ( (S
u1(6)-Exp ( (u1(7)-Sin (((Div ( (u1(8) @1 ), ((-1.0u1(9))))))))))))
uy(11)-Sin ( (Div ( (w1 (12)- 2¢—1 ) , (u1(13)-Sin ( (u1(14)-Log ( (u1(15)-C
)))))))I))))))) ) (u117)EXP( 1(18)-Sin ( (Div ( (u1(19)- z¢—
u(21)-Log ( (u1(22)-Cos ( ((7.0u1(23)))))))))))))))))))

) )
(( 08
)) 1
(

B.2.4 Storung mit SNR = 10 dB

u; = {1.36969017176464, 1.16157002679067, 0.94880691978672, 0.68043530351333,
0.22786225147926,  2.51961668808961,  1.41474331449367, 0.69465501371114,
1.46281326334860,  1.43340919039010,  2.34038256766255, 1.73385912719518,
0.57746418149818, 1.76534401228997, 1.73000428219608 }

u1(1)-Sin - (u1(2)-Sin (u1(3)-Sin (u1(4)-Sin (u1(5)-Exp (u1(6)-Cos ( (u1(7)-Exp (u1(8)-)
u1(9)-Sin (u1(10)-Sin (u1(11)-Sin (u1(12)-Cos ( (u1(13)-Exp (u1(14)-) ) - (u1(15)-1.0) ) ) ) ))

f
) -
))))))

)

B.3 Monatliche durchschnittliche
Sonnenfleckenrelativzahl

B.3.1 Lernen mit den originalen Trainingsdaten

ao = {0.83943434965220}
ay = {0.97532746805252}
as = {1.09397981999240}

az = {1.01955069108767 }
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a, = {10}

as = {1.0}

Foumy, = a0+ (a1 - fauny) + (a2 - fauby) + o + (a5 - Fauny)

1. Rekursionsstufe

v; = {5.11100330950262, -0.5156526097115, 9.98266372452124, -1.4876744113247,
3.68483356350453,  -3.1397091084050, -3.7263237960965,  10.0000000000000,
1.84533752111615,  -8.2927193454107,  6.30573370055677,  7.96592910654913,
9.99999999999999,  -2.9215982936647,  4.21285425932369,  10.0000000000000,
-5.9118129399262,  3.53720063161797,  0.31206382156996,  -10.000000000000,
2.04165177953696, -6.8045237521821,  3.16459793667763,  9.99999999999999,
-1.0283872669857, -9.7631688443220, -2.3940059438521, -5.1214886871739, -
10.000000000000,  -4.0827034948961,  -4.2921152630273,  -6.2354519096909,
1.32166621141266, 3.91191709729366, 2.46676683846216, -0.4293276427383, -
9.4222102845343}

u; = {0.70606037794386, 1.00000000000000, 1.25909550485705, 0.68729169870901,
1.27766131952943,  0.97684384717247, 1.00046056321056,  1.00037442489043,
1.00872826690057,  0.88215176964389,  0.97500917882854, 0.96716966570497,
1.02207982670294,  1.02207713912470, 0.99867854816707,  0.76575776745984,
1.14414939649124,  1.12318256138907,  0.88396608876737,  1.12346014386474,
1.12345869356761,  0.88342047290600, 1.46990222349624, 1.55395128125697,
1.02912830405968,  1.02912656807434, 0.97421000038775,  0.31015200452022,
1.08234293651289,  1.00092332800053,  1.00024739868037,  0.99939982296540,
0.98816048673819,  0.99888268709942,  2.40628388529627,  1.22208502970757,
1.49986652751895,  2.38972154767160, 0.86307248692182,  0.99633016481807,
0.95330244807287,  1.07265067772877,  0.97020788396584,  0.76850580145104,
1.03488842101287,  1.65647138948288,  1.00752059479175,  0.93281380609100,
0.99975305443467,  0.80778224758902,  1.04282950845269, 0.99681770540156,
1.85643359933125, 1.36769363486361, 0.62462294824656, 0.55309345172824,
3.90068560613276,  1.00758414495922,  0.94955790555381,  1.04345008588475,
0.84476864281214, 1.03243481350725, 1.07429592215883,  0.92325150483960,
0.98647214532040,  0.99538465058497,  1.00510079343719,  0.99538644156973,
1.00510621826447, 0.99537970099314, 0.99539146833958, 1.02655409382517}
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fs b, = Sub ( (Xcos ( (Sub ( (Xcos ( (Xsin ( (Add ( (Xlog ( ( (0.0) ), (u1(1))) ), (Xcos ( (Xexp
(v1(1)-4.5) ), (u1(2) ) ) )5 (wi(3) ) ) )) ), (wi(4) ) ) ), (w(5)) ) ), (Xecos ( (Sub ( (Div (
dd ( ( (u1(6)-zi—1) ), ((v1(2):0.5))) ), (Div ( (Sub ( ( (u1(7)-zi—6) ), ( (v1(3)6.5))) ),

(Xsin ( (Xexp ( (Xcos (( (u1(8)-@i—150 ) ), (u1(9))) ), (ua(10) ) ) ), (ua(11))) ), (Add
(XCO ( (Div (((Xsin (( (v1(4)-9.5) ), (ua(12) ) ) ) , (Xlog ( ( (v1(5)-10.0) ), (ua(13) ) ) ) ) ),
Xcos ( ((u1(15)-@i—150 ) ) 5 (u1(16))))))))))) ), (Xcos ( (Sub ( (Div ( (Sub

5) )5 (wi(17) ) ) ), (Xeos ((Xeos (( (vi(7)-1.5) ), (u1(18) ) ) ), (u1(19) ) ) )
)) > (Xlog ( (Xlog ( ( (v1(9)-4.0) ), (u1(20) ) ) ), (wa(21))))) ), (u1(22)))
) ) s (u1(24) ) ) ), (Sub ((Sub ( (Xcos (( (v1(10)-8.5) ), (u1(25) ) ) ) , (Xcos

(u1(28)w¢—6 )

=

>~
T~

(1
( ~1.5) ), (u1(26) ) ) ), (wa(27) ) ) ) ) ), (Add ( u
( ) ) ) (Add (( (u1(29)w4—1 ) ), ( (v1(13):0.5)) (Sub ( (Sub (
(Sub ( (Xlog ( (Add ( (Xsin ( ( (v1(14)~-0.5) ), (u1(30) ) ) ), (Xcos ( ( (u1(31)-@i-150 ) )
( ) )5 (u1(33) ) ) ), (Add (((v1(15)-1.0) ), ((u1(34)-we—1))))) ), (wa(35)))),
(Sub ( (Xsin ( (Div ( (Sub ( (Add ( ( (v1(16)--1.0) ), ( (u1(36)-¢—1) ) ) ) , (Xcos ( ( (v1(17)-8.5
)) ) ), Mul (((01(18)~9.5) ), ( (v1(19)-5.0))) ) ) ), (ui(38))) ), (Add ( (Di
39)xt-6) ), ((v1(20)-6.5) ) ) ), (Mul ( (Xsin ( (Xexp ( (Xcos ( ( (uz

)5 (u1(42) ) ) ), (ua(43) ) ) ), (Add ( (Sub ( ( (u1(44)-@i-30) ) ,
U1(45) Ti-150 ) ) 5 (u1(46) )

xi-1))) ), (Xeos (( (vi(2
(U1(49) zi-1) )5 ((v1(24)0.5)
2)xi-1))))) ), (w(33))))) ), (Xexp ( (Div ( (Xsin ( ( (v1(26)--9.5) ) ,
((u1(55)-w¢—2) ), (Div ( ( (v1(27)-5.0) ), (Xlog ( (Xexp ( ( (v1(28)-4.0) ),
))))) ) @i(58))))))))))) ), (Xeos ((Mul (((v1(29)-9.5) ), (
59))))) ), (Xexp ((Div ( (Xsin ( ( (v1(31)~9.5) ), (u1(60) ) ) ), (Add ( (XC
(Xsin ( ( (v1(32)-0.5) ), (u1(61) ) ) ), (Div ( (Sub ( ( (u1(62)-@i—s ) ), ( (v1(33)-6.5) ) )
(((u1(63)-ai-1) ), ((v1(34)0.5) ) ) ) ) ) ) ), (ua(64) ) ) ), (ua(65) ) )

)) ) ), (Xeos (((Xcos (((v1(36)-1.5) ) , (u1(67) :

(v1(37)-9.5) ) , (u1(69) ) ) ), (Xlog ( ( (0.0) ), (u1(70)
)))))))))

0 2
(Div ((Sub ((
)) ) ) (Mul (

(40) Tt—_15
(21)-3.0)
( (v1(22)
Xlog ( (Xs

( ((Ul
))))))) ), (Mul ((Sub ((Sub ( (Add (
3)-8.5) ), (u1(48) ) ) ) ) ), (Xcos ( (Sub ( (
)

g (
) )5 (@a(50) ) ) ), (wa(51) ) ) ), (Add (( (v1(25)~1

’E»—t

=

)

(

(Xcos (( (v1(35)-8.5) ), (u1(
))), (Xexp (((Div ( (Xsin

(

66
((
wi(71))))))) ) ) ) s (ui(72)

)

2. Rekursionsstufe

vy = {0.01659989618739, -3.5454681522141, 5.50090850253201, -4.8328595848499,
1.52599700660086, 9.54356474271123, -9.9995639519189, -0.9095270677725}

up = {0.53374287271753, 1.01107156068950, 1.16234685522768, 0.97612012231435,
1.02162674446185,  0.99904806637339, 1.00680968714067, 1.07923112939983,
1.00027168506659,  0.99963531996717,  1.00027164121921, 1.26072617299498,
1.00171199177472,  0.99853951917343, 1.00001154760169,  1.00496344137162,
1.09381721568869, 1.04921981771392, 0.91531124806709,  0.99996100220348,
0.99999986305938,  0.99996201997942,  1.09203799247281, 1.26976981398473,
0.91405889245112,  0.96418406377091,  0.98784362356428, 0.99376105100355,
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0.99224509203438, 1.00731126439934, 1.00001632063173,  1.00820949319977,
0.96562137225020,  1.00014972613685,  0.99990702979829,  1.00014972546518,
0.97820189523483,  1.01692656919771,  0.98560676899548,  1.05610348900235,
1.08095527805714,  2.19679554571155,  1.00424029399239,  2.88449486836718,
1.06769660790128,  1.18706708444846, 1.13201557927847, 1.12475661892383,
1.00649308079182, 1.14792417266744, 1.01397843432359}

)

Fsuby = Mul ( (Sub ( )
2(3) ) Xcos (

(Sub ( (XlO ( (XlOg ( (DIV ( ( (UQ( ) Tt—110 )
uz(2))) ) (u (

Add ( (Div (
(u2(8) ) ) )

( (v2(1)-2.5)
( i (
)) s
((v2(3)6.0))
3)-

)
((ug(4)wi-150 ) ) 5 (((u2(5)@—7))))

(u2(6)-zt-130 ) ) , (uz ) ) ) s (Xeos ((Mul (( (u2(9)-zi-110) ) , (Xex
Xsin ( (Add ( ( (v2(2)-6.5)
» (Xlog ( (Add ( (Div ( ( (u2
u2(16) ) ) ) ) ), (u2(17) ) )
uz(18)-170 ) ), (u2(19)

) (u2(22)) ) ) )
Sub ( (Xlog ( (Xlog
(X

p
) ) (u2(10) ) ) ) (u2(11) ) ) ) ) ), (u2(12) ) ) ) )

Te-150 ) ) 5 (((u2(14)ai-7) ) ) ), (Xcos ( ( (u2(15)w¢—30 ) )
), (Add ( (Add ( (Xsin ( (Xexp ( (Xcos ( (Div ( (Xexp ( (Xexp
) ) ), (u2(20) ) ) ), (Xsin ( (Sub ( ( (v2(4)-6.0) ), ( (u2(21)-zs-10
(23) )) ), (u2(24) ) ) ), (u2(25) ) ) ), (Xsin ( (Xlog ( (Sub ( (Mul
u2(26)-w1-110 ) ) , (((v2(5)-2.5) ) ) ), (u2(27) ) ) ), (u2(28) ) )
) @150 ) ) » ((u2(30)z¢—7) ) ) ), (Xcos (( (u2(31)-@¢—130 ) )
), (Xeos ( (Mul ( ( (u2(34)-x:_110 ) ) , (Xexp ( (Xsin ( (Add ( (
s (u2(35) ) ) ) (u2(36) ) ) ) ) ), (u2(37) ) ) ) ) ), (Xlog ( (Div

9N-wir)))) s (u(40)))) ) ), (ua(41) ) ) ) s (u2(42) ) ) ) ) ),
(

(
(
)
(
)

)
)

\_/\/@,.\

65))7(( 2(7
)

( (Sub ( (Xcos (((uz(43)-wi-18) ), (u2(44) ) ) ), (Xexp ( (
2(46) ) ) ) 5 (u2(47) ) ) ) 5 (u2(48) ) ) ), (Xcos ( ( (u2(49)-w¢—30

3. Rekursionsstufe

v = {9.55944328379015, 1.11753992782573}

ug = {0.99999508681467, 2.56882942884643, 0.94862398107172, 0.93619577203843,
2.06337120896024, 1.01667595448688, 0.96640220815920}

Founy = Add ((Add ( (Xeos ((Mul ( ( (ug(1)zi—s ) ), ( (v3(1)9.0)) ) ), (us(2)) ) ) . (Xsin (
(Sub (((us(3)-x1-3) ), ((us(4)xi—1))) ), (us(5))))) ), (Div ((Sub (( (uz(6)-x:i-3) ), (
(us(T)-we1) ) ) )5 ((v3(2)7.0)))))

4. Rekursionsstufe

vy = {0.98793124787260, 1.01124049825059, 0.96930709934307, 1.06229229761619,
0.94242568156397,  1.07263571709767,  0.91484836464808, 1.07165053914083,
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0.93863502750847,  1.05634402743376, 0.89359603881371,  0.71880200508419,
0.89355969468604,  0.90742717262003, 1.22322336162380, 0.89373238211374,
1.09542865742669, 0.80813367564621, 1.05300465030303, 1.05309033815657,
1.17468100724971,  1.06491920005635, 1.06486632615505, 1.24717804363638,
0.93438448018047,  0.93430571087724, 1.07268136230398,  1.07254531447442,
1.07252759837191,  1.07270520199335, 1.07266355412027, 1.21101263884439,
0.86609668255976,  1.15476659795622,  7.66356288531058,  4.14144831716446,
1.54952452232184,  1.22989557308667,  0.73844290165728,  0.73919011801945,
1.05550503677576, 0.91414162261339}

ug = {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0}

( (Mul ( (Xlog ( (Xcos ( (Div ( (Xlog ( ( (ua(1)-zi—9) ), (ua(2)))
v4(1)~-5.5) ), ((v4(2)-10.0)) ) ) ) ), (ua(3) ) ) ), (wa(4)) ) ), (Xsin ( (Sub ( (Xcos ( ( (va(
,(Mul((( 4(6)we-50 ) ), ((ua(7)we—50)))) ) ), (wa(8))))) ), (Sub (
5.5) ), (ua(9))) ), Div (((v4(5)~-10.0) ), ( (ua(10)-we—7))))))
, (ug(11) ) ) ), (Mul ( (Add ( (Mul ( (Mul ( (Xlog ( (Xsin
7(7-"4(12))))v(MUI(((U4(13)xt 50 ) ) ((ua(14)@i-50)) ) ) )
) ) s (Xsin ( (Sub ( (Xcos (( (v4(8)-5.5) ), (ua(17))) ), (Mul ((
50)))) ) ), (ua(20))))) ), (Sub ( (Sub ( (Div ( (Xcos ( ( (va(9)-
4 7))))) ), (Add ( (Xexp ( )
2 )%(XCOS(((U(26)xt—4))7(u
1 )= )

—~
—
>
o —
o, ~—

)
v4(10)--10.0) ) , ( (u4(22)-2t—7 ) )
( (Xlog ( ( (ua(24)w¢—3) ), (ua(25) )

dd ( (Add ( (Mul ( (Xlog ( (Xcos ( (Xlog ( ( (v4(12
) , (Sub ( (Sub ( (Xcos ( ( (v4(13)--5.5) ), (u (31)
)) ) ), (Add ( (Xcos ( (Xlog ( ( (ua(33)-wi—9 ) ), (ua
v4(15)--9.0) ), (ua(36) ) ) ), (Xlog ( ( (ua(37)-xt_g
) )5 (ua(40) ) ) ) ) ), (Sub (( (va(16)-
)@e—a ) ), (ua(42) ) ) ) ) ), (Xeos ( (
(Mul ( (Mul ( (Xlog ( (Xcos ( (Xlog ( ( (v4(18)-9.5) ) , (uy
) ), (Xsin ( (Add ( (Sub ( ( (v4(19)-4.5) ), ( (v4(20)-5.0) ) ) ) , (Mu
, ((ua(49)@i—50 ) ) ) ) ) ), (wa(50) ) ) ) ) ), (Sub ( (Sub ( (Div ( (Xcos (
-5~5) ) (U4(51) ) ) ) (Xeos ((((ua(52)-wi—q ) ), (ua(53))))) ), (Xsin ( (Xcos ( (Su
(v4(23)--5.0) ) ) ), (ua(54) ) ) ), (wa(55) ) ) ) ) ), (Xcos ( ( (va(24)-5.5)
)))) ) ), (Xcos ((( (ua(57)-we—a ) ), (ua(58) ) ) ) ) ), (Mul ( (Sub ( (Sub ( (Div
04(25)--5.5) ) , (ua(59) ) ) ), (Sub ( ( (v4(26)--5.5) ) , ( (v4(27)-10.0) ) ) ) ) ), (Sub (
) )5 ((va(29)-5.0) ) ) ) ) ), (Add ( (Xcos ( (Sub ( ( (v4(30)-4.5) ), ( (v4(31)~-5.0) ) )
) ), (Mul ((Xlog ( ( (ua(61)z¢—3) ), (ua(62))) ), (Xlog ( ( (v4(32)-8.5) ), (u (
))) ) (Xexp (((v4(33)-2.0) ), (ua(64) ) ) ) ) )))))) ), (Mul ((Sub ( (Sub (

N —
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(( (Xcos (((va(34)-5.5) ), (ua(6 )
(Xexp ( (Xexp ( ( (v4(36)--5.5) ) , (ua(67)
( ) ) (Xlog (( (va (

u4(70) )
» ((04(39)-10.0) ) ) ) ,
(ua(74) )
))))))

5. Rekursionsstufe

Us = {1.0,
1.00000272397479,
1.00083980533589,
0.98657272012999,
1.00000000000000,
0.96143230868709,
0.99927761328869,
0.98688444563616,

(ua
) ) (Mul ((Xlog (

(
) ) (Xexp (( (04(42)-2.0) ) ,

5)))

)
37) ) ) ; \Ug
72))))) ), (Add (
(’LL4(75) T3 )

(
(

0.99981921138819,

1.00000238624130,
1.00001325861658,
0.98657321629427,
0.99981921138271,
0.97134949862429,
0.99927756000419,
0.98688448320184,

(Sub
)

)) )5 (ua(68))) ),
(71))

/—\A\-//\

us(76))) )
)

)
(us(78) ) ))

( (Xcos ( ( (v4(35)-5.5) ), (u4a(66) )
(Mul ( (Xlog ( ( (us 3))
))) (Xexp ( (Add ( ( (v4(38)-2.0) )
Xexp ( (Xexp ( ( (v4(40)--5.5) ), (ua(73)
(Xlog ( ( (v4(41)-8.5) ), (uq4

))))))) )

))

1.00111615504002,
0.98688448038467,
1.00000943208853,
0.99377181423964,
1.00111615493629,
0.98688448411779,
0.99998708934137,
1.01186289440898,

0.99998993635822, 0.99999391792337, 0.99999833712215}

us = {7.64527030118287, 2.74451172459327, -10.000000000000,
4.13394760712780,
1.73522061393048,

1.09480224167386,
-9.8822606872185,
0.47004859497785,
-2.9570678114711,
~10.000000000000,
1.82743300422383,
-5.5933436530330,
-1.3947152267950,
0.98317185848127,
4.41549794672485,
~10.000000000000,
10.000000000000,

-1.2922853204668,
-1.6762155967290,
-1.5826811688781,
10.000000000000),

2.44750258997954,
-0.9305674270836,
3.0685149287400,

~10.000000000000,
-1.4548901219994,
10.000000000000,

-9.2807448462046,
3.13968867613140,

0.27356750376254,
1.98972411808063,

-10.000000000000,
-4.7238725965467,

-0.2837063026545,
3.93724857497149,
1.50027817222930,

5.76147829197060,

3.46542528718352,

-9.6568747985861,

-0.0904691612625,

1.47521534426457,

5.05092794322877,
1.86635386803540,

-2.3537693768672,
-3.1594913685619,

4.13046062186902,

0.03226695761375,

2.24925613361578,
-0.4453183673581,
6.80740591564751,
3.58092226590711,
1.77984351444304,
1.16198734770406,

5.63933414820638,

-1.9406267504201,
1.15722024204242,
-0.6064168485391,
-0.6759119755263,

0.40184112164706,

3.00695559947444,
0.07050441122026,
2.22578123541413,
8.54750289074980,
-10.000000000000,
-5.8766793465699,

3.92870752883601,

6.95282113157722,
2.77658617257765,

3.07800938275266,

)
(69)'$t_

0.99989266890279,
1.01186286581497,
1.02191790274193,
1.00514129871894,
0.96143062918802,
0.98444349608936,
1.00297216859371,
1.00065841082794,

-9.9989103192661,
4.14111563083367,
-2.2748401483429,
-2.9428164542915,
-8.9389379928478,
-6.8728213813779,
-0.9596351045946,
0.74713573581165,
-5.5828909798398,
-10.000000000000,
5.45556523059236,

-1.9694888553163, -

0.87161373320720,
-9.5436605696227,
-6.9570885138872,

-10.000000000000, -

-1.6981698955686,
-8.0797947849416,

-6.1629922381361, -

10.0000000000000,
0.25382764738119,

-3.1311747228960, -

6.96069202686817,



B.3 Monatliche durchschnittliche Sonnenfleckenrelativzahl 177

2.52150316007867,  3.14457810734431, -3.5616234879410, -4.6539894729128,
4.91371781927688,  -10.000000000000,  -3.8154580303658,  -2.7880633047479,
1.79727564160835,  -0.0263942164484,  -2.0123992980575, -5.5760168611310,
-4.1217366972495,  -2.6392722712729,  2.27273034211806,  -5.2436172722416,
10.0000000000000,  0.63576703934191,  3.26386816132676, -4.1483199092321,
10.0000000000000,  -0.4353644348364,  5.62583397598604,  3.09361778641302,
1.08205385924636,  -4.5766458238213,  0.55737083809743, -6.5608763881640,
4.51066876606400,  -2.8259537819194,  -3.2657526528945,  4.12231763250853,
8.24415656907254, -3.4498991675255, -2.8535615858479, -7.6985181312687, -
2.5126769803600, 9.11764385257668, 7.08947849960100, -0.3472016842777}

Foubs = Add ( (s b ( (Sub ( (Su
(Xlog ( ( (vs(
u5(3) @1 ) )
) ) (u5(7)

Add ( (Sub ( (Add ( (Sub ( (Xcos ( (Sub ( (Xcos (
) ), (Maul ( ( (u5(2)1.5) ) , (Sub ( (Sub ( (Div ( (
)) ) > (Xeos ((Xlog (((v5(3)-1.5) ), (us(6)
(us(9)-x1-70 ) ) 5 (us(10) ) ) ) ) ) 5 (Xeos (
(
(

*Tt—7
Xsi

\_/\_/,d
—~
—~
£
ot
—
>~
N
8
S
|
(=2}
~—
~—

~

—~

0)
)) in (( )
) (Xlog ( (Sub ( (Xcos ( (Sub ( (Xsin ( (Xlog ( ( (v5(4)-1.5))
5)-1.5) ) , (Sub ( (Sub ( (Div ( ( (us(15)-@i—s ) ),
) ) (us(18) ) ) ) ) ), (Mul (( (us(19)-2¢—90 ) ) ,
) (Xsin ( ( (us(21)-@e—70 ) ), (u5(22) ) ) ) ) ), (us(23) )
((v5(8)5.0))))) ), (Xcos ( ( (us(25)-@i—
(Add ( (Sub ( (Xcos ( (Sub ( (Xcos ( (Xlo,
I ( ( (vs(10)-1.5) ) , (Sub ( (Sub ( (Div (
Xsin (( (u5(31) @70 ) ), (us(32) ) ) ) ) ), (Mul (
) ; (us(34) ) ) ), (Xsin (( (u5(35)-2¢—70) ), (u
us (37)-zi-70 ) ), (us5(38) ) ) ), (( ( 2)-1.5)
)))) ), (Xeos (((us(42)-we—s ) ), (us(4
(Add ( (Sub ( ( (v5(13)~-8.5) ), ( (vs(14)-3.0)
) s (us(45) ) ) ), (u5(46) ) ) ), (Xcos ( (Xlog
) ) )) 5 (us(49) ) ) ) 5 (us(50) ) ) ) ) ), (Xeos (( (us(51)-a:—
( (Sub ( (Add ( (Sub ( (Xcos ( (Sub ( (Xcos (
) s (Mul (( (v5(18)-1.5) ) , (Sub ( (Sub ( (Div (
)'fEtf?o ))) ) (Xeos ((Xlog ( ( (v5(19)-1.5) ),
( im0 ) ) 5 (us(63))))) ),
) ) (Mul (((u5(64)2¢-110
g ( ((vs(23)-1.5) ), (us(67)
(v5(24)-1.0) ) , (u5(69) ) ) )
) » (((v5(26)3.0) ) ) ), (Mul (
): ( v s ((us(73)me—6))))) ),
(Xlog ( (Mul ( 9 (2 )7(u(75)))) ))) )
)))) ), (u (78)))) ( (7)))))) (Xlo (v5(29)-1.0) ) , (u5(80) , (Div (
Xlog ( ( (v5(30)-1.5) ), (u5(81) ) ) ), ((v5(31):5.0)) ) ))))))), (Xlog ( (Add ( (Sub ( (Add
(Sub ((Xcos ((Sub ( (Xsin ( ( (u5(82)-@i—70) ), (u5(83) ) ) ), ( (v5(32)-1. » (us(84) )
) 5 (Xsin (( (us(85)-@i—70) ), (u5(86) ) ) ) ) ), (Xcos ( ( (us(87)-we—s ) )))) )

)
b (
) ) > (Mu

=
o
a.
—
wn
=

ub
b (
us(3 L((
5(36
)
3)
)
(

)
))
))
))
(

\/
><\_/\_//—\
~—
~—
—~
£
ot
—
D
o
~
~—

) ) (Xcos

t— 110))
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>

(Xlog ( (Sub ( (Xcos

zi-g ) ), (us(92) ) )
)) ) (ws(97))) ) )
(

( (
)
)
(us(100)-xt—70 ) ), (u
(
):
)

log
91

( (Sub (((Div (( (us5(89)-w1-a) ), ( (us(90)-716 )

): (
6)

(

) )5 (us(93) ) ) ), (Xsin (( (us(94)-21-70 )
(Xlog ( (Sub ( (Div ( ( (us(98)4) ) , ( (u
5(101))))) ), (us(102) ) ) )) ), (u5(103) ) ) )
(Sub ( (Xcos ( (Div ( ( (us(104)-z4—4 ) ), ( (us(
1.5) )5 (Sub ((Sub ( (Div (( (us(107)-2¢—4) ), (
(us(109)-21-70 ) ), (us(110) ) ) ) ) ), (Mul (( (us(111)-z1-90 ) ) , (
us(112) ) ) ), (Xsin ( ( (us(113)-xi—70 ) ), (u5(114) ) ) ) ) ), (Xcos 5 Xt
)))) ) (Xlog ( (Xlog ( (Sub ( (Xcos ( (Xlog ( (Xsin ( ( (us(117)-2¢—70) ), (us(11
(Xcos ((Mul (( (us(121)-2¢-110 ) ), ( (v5(35)-7.0) ) )
5(124) ) ) ) ) ) » (Xeos (( (us(125)-w-5 ) ), (u5(126) ) )
(Div (((us(128)-x1—4 ) ), ((us(129)-216) ) ) ), (Xsin
(us(132) ) ) ) )

)) ), (Xcos

u5(95) ) ) ) )
5(99)wi6) ) )
)) . (Xlog ( (A
105)-z4—6 ) ) )
(us5(108)-z¢—¢
(v5(34)~10.0)
( ((us(115)-

Q
A/—\

)
(
)
(Sub ( (Add ( (Sub ( (Xcos
u5(106) ) ) )

, (Xsin ( (
))))) s (
(

(

)

)
dd

)

» (Mul (((v5(33 )

)
)
u5(116)

)

5
(u5(119) ) ) ), (us(120) ) ) ),
u5(122) ) ) ) ) ) 5 (us(123) ) ) ), (u
, (us(127) ) ) ) ) ) 5 (Xlog ((Sub (
U5(130) Ti70 ) ), (us(131) ) ) ) ) ),

)
)
-8
8)
)
(

)
)
(

B.3.2 Lernen mit den gefilterten Trainingsdaten

ao = {-0.00575776147493}
a; = {0.99989451749779}

= {0.98562325121201}

{10}
fsumn =ap+ (al : fsub1) + (CLQ ' fsubz) + (a3 ' fsubg)

1. Rekursionsstufe

v, = {1.0, 1.0}

u = {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.00000001490116, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0}

foub, = Sub ( (Add ( ( (uy(1)-zi—1 ) ), (Xcos ( (Xcos ( (Xcos ( (Xcos ( (
Add ( ( (u1(3)wi—1) ), (Xcos ( (Xcos ( (Sub ( ( (ur(4)-xi—1) ), (Add (
(Xlog ( (Add ( ( (ua(6)-xr—1) ), (Xcos (((v2(1)=-9.0) ), (ua(7))))) ),

Sub ( ( (w1(2)-z4-1) ),
( (
(
))))) s (@i(10) ) ) ), (wr
) 2
(

(u1(5)-xi—1 ) ), (Xsin
-1 (u1(8))) ), (u(9)))
11))))))) ), (w(12))) ), (ui(13) ) ) ), (ua(14) ) ) ), (u1(15) ) ) )
, (Sub ( ( (u1(17)-2t—1 ) ), (Xcos ( (Xcos ( (Xexp ( (Xcos ( (Xlog (
0)

 (Sub ( ((wr(16)22 ) )
Xlog ( (Add ( ( (u1(19)-2e—1 ) ) , (Xsin ( (Xexp ( (Xeos ( ( (v1(2)-9

(
) )
Add ((((ur(18)-x—1) ), (
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2. Rekursionsstufe

vs = {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.00000001490116, 1.0}

up = {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.00000001490116, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0}

fouby = Div ( (Mul ( (Sub ( (Mul ( ( (vq
(Sub ( (Xcos ( (Xexp ( (Xexp ( (Xexp ( (Xexp (
) ) ), (ua(5)) ) ), (u2(6) ) ) ), (Xeos (( (va(
(Mul ( ( (v2(4)--8.5) ), ( (v2(5)5.0) ) ) ((
(u2(8) ) ) ) 5 (u2(9) ) ) ), (u2(10) ) ) ) , (Xcos ( ( (v2(7) 5) ), (u2(11
log ( (Sub ( ( (u2(13)-w¢—110) ), ( (v2(8 )5 (u )))
( (u2(16)-2¢-110 ) ) , (( ( ) 05)))),(112(17)))
Sub ( ( (u2(19)-@¢-110 ) ), ( (v2(11)--0.5) ) ) ) ) ) ) ) (XCOS ( (Sub ( (Mul
) ) 5 (u2(20) ) ) ), (Sub ( (Xcos ( (Xexp ( (Xexp ( (Xexp ( ( (u2(21)-w¢—2)
23))) ), (u2(24) ) ) ), (u2(25) ) ) ), (Xsin ( (Xsin ( (Div ( (Xlog ( (Xexp
u2(26)-wi—2 ) ), (u2(27) ) ) ), (u2(28) ) ) ), (u2(29) ) ) ), (u2(30) ) ) ),
(uz(32 ), (Xlog ( (Sub ( ( (u2(34)-xi—110 ) ) ,
3)-0.5)) ) ), (u2(35) ) ub (( (u2(37)-@¢-110 ) ), ( (v2(14)-0

(1
)) ) ) s (Xeos ((Sub ( (
) (Xsm((( 2(16)-5.5)

(UQ (41
(UQ (46

~— —
—~

, (X
Mul ( (Xlog ( (Sub (
; (u2(18) ) ) ) ) ), (
(Xsin ( ( (v2(12)-3.5
; (u2(22) ) ) ), (us(
(Xexp ( (Xexp ( ( (
))) )

u2(31)-w4_16

1)-

(

0)
)) ) ), (u2(33)))))) 0
)))) s (u2(36))))) ),
Xsin ( (Sub ( (Mul ( (Mul
) (u2(39))))) ), (Sub

(
) )
( (( 5)
(Add ( (Xlog ( ( (v2(15)-1.0) ) , (u2(38
) (Xcos ( (Xexp ( (Xexp ( (Xexp ( (Xexp

)), m(12))) ), (w(43))) ), (wa(d4) ) ) ) , (ua(45) ) ) ) , (Xcos
))))) ) Xsin (((v2(18):5.5) ), (u2(47) ) ) ) )
(Xexp ( (Xexp ( ( (u2(48)-213 ) ) (u2(49) ) )
) )

0)-8

) (
(S )
( )
( (

o —

)
)

2 )

uz(53)-z1-16 ) ) ) ) 5 (u2(54) ) ) ), ( (u2(5

(Sub ( ( (u2(58)-2t-110 ) ), ( (v2(19)--0.5)

( (Xexp ( (Xexp ( (Xlog ( (Mul (
)))

5)x 1 ))
(
(( 5)
))) s (ua(63) ) ) ), (u2(64) ) ) ), (Add ( (Xlog ( (Xsin
( (
)

)&t
; )) )

UQ(

(
) sin (
» (u2(66) ) ) ), (u2(67) ) ) ), (Xlog ( (Div ( (Xsin ( (Div
( ((ug(68)-x1-2) ), (u2(69) ) ) ), (u2(70) ) ) ), (u2(71) ) ) ), (
s (u2(74) ) ) ) ((w2(75)-2i-16) ) ) ), (w2(76) ) ) ) )
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3. Rekursionsstufe

= {-1.8292486920367, -0.1923765828242, -1.1038412921683, -0.7419025101309,

-0.3554055697478,
1.50680564222280,
0.44140404260064,
1.82495008084099,
-1.0107949807901,
0.02461275813697,
1.54445199264957,

-1.1450447797584,

-1.6726114794431,
1.86141428533790,
1.86966116311116,
1.69239568318158,
-1.9799246654728,
0.62909620504271,

0.34014759721885,
-0.2523597036500,
0.32777032018901,
1.16646679874789,
-0.5369514461996,
-1.5599501261357,
-1.2190867409898,

1.03893059557832, -0.1895237488338, -0.8386616653079 }

0.96014956427048,
-1.7555473778193,
0.85177738976033,
0.19717341273980,
-1.9311539700200,
-0.9042263111385,
0.67104915510205,

ug = {0.26477431566196, 1.94214326118477, -1.0523227282568, -1.6392167374555,

1.06894872661733,

0.2559442813077,

1.94933593122338,
0.82935745249619,
1.79326252455026,
-1.2140649103762,

0.5499339354652,

0.53149833489236,

-1.1344311696874,

2.00000000000000,
0.54194882734234,

-1.1183234711142,
1.9989546706869 }

fbuba = Mul ( Mul ( (Mul ( (Xsin ( (Xcos ( (Div ( (Div ( (Xexp ( (Mul ( (Xsin ( (Xexp ( (Mul (
» (Mul ((Mul (( (v )

» (Div (((us(4)-219) ),

(v3(1)-10.0) ) ,

(
) ) (Xexp ((Div ( (Xsin (( (0.
(us(5))) ) ) ) ) ), (u

(Xexp ( (Xlog (( (v

; (
(v3(8)-7.5) ) ) ), (us
) » (Xlog ( ( (us(1
( ((v3(10):7.0) ),
(Div ( (Xsin ( (Xc
(0.

v3
):
(

0)

)) ), (us(16
(Sub

) ))
; ( ((vs(17):9.0
(Div ( (
( (Div ( (Add ( ( (vs
))

((0.0))) ), (us( (u
0)), (us(3)))
Mul ( (Div ( (Add
) ) (u )))
; (Xsin ( (Xeos (( (v3(9)-

)

)
(

3(6) )
()1

9))
Tt—30
1

3
(Div ( (Di
)

(uz(19)-wi—9 ) ),
0):7.0) ), ( (vs(21

)5 (ws(23)) ) ) ) ), (Xexp ( (Add (( (vs

-0.2504340750512,
-0.3138558077794,

-1.6866529984631,

1.05897875222563,

1.90448901609930,
-1.3939019605323,

-2.0000000000000,

-1.9513251182587,

-0.4665485047830,

-0.0689779449786,
-0.0871484380670,
-0.6060742611180,

D))

), (Mul (
)

) (

5) ), (us(7))

))))

) ) (us(13) ) ) ))

1)-7.5) ) ) ), (Sub

v v ( (Xexp (

(us(17) ) ) ), (M

( (v3(18)-4.5) ) )

( (v3(19)-8.0))) ) )
):

)
)

3(2))))

(u
ul (
)))

7.5
(

-1.7955547948179,

-0.6015190931498,

1.12734484435146,
-0.9691486660795,
-0.8975738799235,
-0.4453732220399,

0.70251706420747,

-1.9909068251063,
0.15111441832183,
1.70389387115873,
-1.0076619961584,
0.53762633303473,

3
( ((vs(4)7.
)

3(3)))))) s (Xexp
-4.5) ) 5 (us(1
us(14))) ) , (us(15)
(15(12)9.0) ) . ( (v5(13).
( (Xsin ( (Xexp ( (Mul

iv (((Add (( (v3(15)-7.0)
((

(Xexp ( (Div ( (Xsin

(u5(20) ) ) ) ) ) ) ), (us
) ) » (Xexp ( (Xlog ( ( (v3(22)-
)

7.0) ), ((vs(24)--7

(
)
d
)

(
)
0

21

-0.1610400222610, -

-0.5639276107708,
-0.9302900675628,
1.04583342350944,
-1.5058634372373,

-1.6058527808895, -

1.07934627208754,
1.37507441231840,
-1.9732408175865,
0.77504414464937,
0.57738597418421,

1.57016063429838, -

3(2)--10.0) ), ( (0.0
(v3(3)-8.0)))))
; (((vs(5)--7.5) )
d (( (vs(7)-7.0))
)5 (us(11) ) ) ))
, (Mul ( (Div ( (A
5))))) ), (Xexp
(v3(14)--10.0)

( )7
(vs ) 5)))
))

’O )

((vs(1
) ) (
)))
2

>—l\-/“
v;
vZ
C
=
=
=

,((
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(Xcos ( ( (v3(25)-4.5) ), (u3(25) ) ) ), (us(26) ) )) (Xlog
) )5 (us(29) ) ) ), (us(30) ) ) ), (Mul ((Xsin ( (Xcos ( (Sub (
) ), (Xsin ( (Div ( (Xsin ( (Xsin ( (Xcos ( (Mul ( ( (v3(27)-1.5)
(us(34) ) ) ), (Mul (( (v3(29)--10.0) ), ( (0. ) 5
) ) (Xexp ( (Xsin ( (Xcos (((Mul (( (v3(30)-1.5) ), ( (v3(31)--0
;(us(40) ) ) ) ) ) ) ) (us(41))) ) ) ) ) ), (Xsin ( (Div ( (Xlog
)) ) (us(44) ) ) ), (Mul ( ( (v3(32)-10.0) ), ((0.0))))) ),
( (Mul ( (Xexp ( (Xlog ( ( (v3(33)~1.5) ), (u3(46) ) ) ) , (u3(47)
5(34)-3.5) ), (u3(48) ) ) ), (u3(49) ) ) ) ) ), (Xexp ( (Xlog ( (Div ( (
) ) ), (us(51) ) ) ), (us(52) ) ) ) ) ), (us(53)))))

) ) ) s (Xlog (( (us(27)-w4—30 )
C -1.

) )
X (Xlog ( ( (v3(26)-1.5)
( ) ((v3(28)-0.5) ) ) )
0)))))), (us(35) )
5) 5)
(

)
(
3

~— — —~ —

B.4 Jahrliche durchschnittliche
Sonnenfleckenrelativzahl

B.4.1 Lernen mit den originalen Trainingsdaten

ap = {-2.33354899074079}
a; = {1.05268217936234}
as = {1.32279336887895}
az = {1.15238773262259}
ay = {1.11943653315843}

as = {0.97911264282707}
,]Esumn = ao + ((11 ' fsubl) + <a2 ' fsubg) + ...+ (CL5 : fsubg,)

1. Rekursionsstufe

vy = {-4.6291974307364, 1.15766665504953, 6.02856813327827, -10.000000000000,
4.95791968686557,  9.27685018588359,  5.46840206489350,  -10.000000000000,
6.10593326903219, -4.9229510912886, -6.0130494928661, -1.0676236153772, -
10.000000000000,  3.52406699618989,  9.46641347755145,  9.40849359616226,
10.0000000000000,  6.64030143123624, -3.6502845432516,  2.76539287223701,
-5.7049403063789, -1.3019108669904, 0.40058752734659, 6.38539801120065, -
10.000000000000,  0.21862553536389,  5.97131206715924,  10.0000000000000,
-2.5331769772455, -7.8508152768764, -7.9440529715389, -2.6291840450762, -
1.9125228604059,  0.54686080324540,  -4.5461946588167,  -9.3853645873862,
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Pradiktionsfunktionen aus den Experimenten

1.18461281827018,
4.72968347973133,
1.42119717643660}

u; = {0.99999994483317, 0.98819732522914, 0.19206932394058,
1.79919187867388,
1.64665443691638,
1.26179392865802,
0.99417906678600,
1.04864230290252,
6.99456583021610,
0.98678361521540,
0.99976960478040,
0.71333089635805,
1.01852233469247,
1.21837288712852,
0.99999996146413,
-0.3946527713130,
1.00265591733507,
1.00909411400740,
0.99958172185665,
-0.0246150608335,
1.11537128137932,
1.00750450087207,

0.98986228214242,
1.07493276812940,
0.97719170924050,
1.00731021870874,
0.98988651764630,
1.00208089290625,
1.00514462295989,
1.00581930940270,
2.23828632655535,
1.99534711886609,
0.78893863460572,
1.22630774552463,
2.86779889441367,
0.80274856181914,
1.00765264916060,
0.99958172200145,
1.96586490498737,
0.88363041188717,
1.06856471737027,
0.99979884276187}

foub, = Div ( (Add ( (Xcos ( (Add ( (Xsin ( (Mul ( (Sub ( (-4.

(2)w1-5))))) ), (ua(3)
) ; ((ua(5)-w—8) ) ))
(Add ( (Xsin ( (Add ( (Add ( (Xcos ( (Xco

(Sub(( 1(6)-4.5) , ((u

(v1(1)-2.0) , ( (uy
) ) (Div ((v1(3)-2.0)

u1(8)-e-s) ) ) ),
Mul ( (Sub ( (v1(7)--4

(

(

((

))

)5 (u1(20))) ),

( (Div ( (v1(13)-2.
(u1(24)-21-2) ) ) )
)  (w1(27)

( (Div ( (vn(
)
(
(

) )
( ((n
31))))

)

)))) )
(Add 1
) ) (ul )
v1(20)-4.0)) ) ) ) ) )

0))
w1 (37)-x1-8) ) ) ) 5 (wa(38) ) ) ),

Xcos ( (Xsin ( (v1(9 )

)))) ) (w17)))

( (Sub ( (v1(12)--4.5)

0) 5 ((ua(22)-21-8) ) ) ), (wa(23))
(Div ( (v1(15)-2.0) , (

; (Add ( (Xexp ( (v1(17)-4

zi-8))) ),

(
; (ua(33) ) ) ) 5 (ua(34) )
(Add ( (Xcos ( (Add
-4.

(Add ( (Mul ( (Sub ( (v1(22)-

)
8)-2.

~— ~—

0.26581731814894,
-5.6820552804445,

)))s
)

1
s ((ui(12)-24-2) )

» (ua(18)) ) ),

0) 5 ((ua(
(u1(32) ) )
)) s (ua(36) ) ) ),

29).
)

(Add ( (Mul ( (Su
(Xsin ( (v1(4)~4.0) , (u
(Add ( (Xsin ( (Xsin ( (Add ( (Div ( (v1(5)-2.0)
xi-2))))) ) (u

(Div ( (v1(8)-2.
1), (wa(14) ) ) ), (wa(15) ) ) ),

)
s (
(9)-
))

))
(u1(25)-21-8) ) )
(

-10.000000000000,
0.89097628497630,

1.06372529974795,
1.10655717148455,
0.73644985220041,
0.99404607225134,
1.84924733271292,
1.00059368499073,
0.99557557177806,
0.99976960481567,
0.99999999537649,
0.99999089481229,
0.84289201820919,
1.00414690551062,
0.99999990177397,
0.99448565703413,
1.00148339524360,
2.79803488960412,
0.99999997739436,
0.97764306712470,
1.00178328598543,

)
(Add
)))
) ’ (ul 28) )
(Xsin ( (Di

) )
(

1(10)))
0), ((wr
(Sub ( (v1(10)--
(Add ( (Xlog ( (Mul ( (v1(11)--4.5
 ((WD)-2i2))))))) ), (Add ( (Xco

( (Mul ( (Sub ( (v1(14)--4.5) ,
, (Xsin ( (v1(16)--4.0) , (u
) ), (Mul ( (Xcos ( (Xsin
iv ( (v1(19)-2.0) , ( (
(Mul ( ( (w1(35)-21-1) )
(Xsin ( (Div ( (v1(21)-2.0) ,

5) 5 ((wa(39)2:1-2))) ),

3.83964474057961,
10.0000000000000,

0.99999995086768,
6.00450826114319,
1.00000001249412,
1.03199612961921,
1.00017187621408,
0.99999992361439,
1.00000000000000,
1.00832521970892,
1.06154134623296,
0.97791096271577,
1.05889840924811,
1.86865069361892,
1.01639742042706,
1.01280966163798,
1.01019569848588,
1.00178714068436,
0.99068439800287,
0.95549018519186,
1.09330123792002,
0.99737293892454,

( ( 1(16)-z¢—2) ) )
((w1(19)z¢—2) ) )
s ( (Add ( (Xsin

) ,
5)

1(26) )
Xsin ( (Xsin
Ul(SO)'l‘t_g)

(Div
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((©1(23):20) , ((@r(40),5) ) )) ) ), (Xsin ( (01(24)-4.0) , (wr(41) ) ))))) ) » (wi(42))))
» (Add ( (Xcos ( (Add ( (Xcos ( (Xcos (((Mul ( (Xsin (((Mul (( (u1(43)-24-1) ), (02(25)-4.0) ) )
C(u(44) ) ) ), (Add ( (Mul ( (Xsin ( (Div ( (02(26):20) , ( (us(45)20s) ) ) ) , (u1(46) ) ) ) ,
(120 (2/53)) ) ) + (Sb ( (0 (28-43) . ( (ur(4T)r1-2)))) 1) )) » (01(48)) ) )« (u1(49) )
), (Mul ( (Sub ( (01(29)-4.5) , ( (ua(50)-212) ) ) ) » (Div  (13(30):2.0) , ( (w1 (51)}05) ) ) ) ) )
)) s (ui(52)))) , (Add ( (Xeos ( (Add ( (Xsin ( (Div ( (2.0) , ( (u1(53)2-5) ) ) ), (ur(54) ) )
), (Add ( (Mul ( (Sub ( (1a(31)-4.5) , ( (ur(55)) ) ) ) » (Div ( (v1(32):2.0) , ( (un (56)-1s)
)) ) ) ) (Xsin ((01(33)-4.0) , (ua(57) ) ) ) ) ) ) ), (ua(58) ) ) ), (Add ( (Xexp ( (v1(34)--4.0)
, (1(59) ) ) ), (Mul ( (Xcos ( (Xsin ( (Xsin ( (Add ( (Div ( (v1(35)-2.0) , ( (u1(60)-2:—5) ) ) )
; (Xsin (((Div ( (02(36)-2.0) , ( (w2 (61)-2-5) ) ) ), (wa(62) ) ) ) ) ), (ua(63)) ) ), (us(64) )
) ) s (ui(65) ) ) ), (Mul (( (u1(66)-2¢—1) ), (v1(37)4.0))))))))))))))))) . (Xlog (
(Add ( (Xcos ( (Xcos ( (Add ( (Xsin ( (Xsin ( (Add ( (Div ( (v1(38)-2.0) , ( (u1(67)-z¢—g8) ) ) ),
(Sub ( (v1(39)--4.5) , ( (u1(68)-x1-2) ) ) ) ) ), (u1(69)) ) )5 (ua(70) ) ) ), (Add ( (Mul ( (Sub (
(v1(40)-4.5) , ( (ua(T1)-w1—2) ) ) ), (Div ((v2(41)-2.0) , ( (wa(72)-x1-5) ) ) ) ) ) , (Add ( (Xcos (
(Xsin ((v1(42)-11) , (u1(73) ) ) ), (u2(74) ) ) ), (Sub ( (01(43) 5) 5 ((un(75)-ai— 2) ))))))))
)5 (ua(76) ) ) ) 5 (ua(77) ) ) ), (Add ( (Xlog ( (Mul ( (v1(44)--4.5) , ( (u1(78)-z1—2) ) ) ), (ua(79)
) (

~—
~—

2. Rekursionsstufe

Sub ( (v1(45)--4.5)

s ((@(80)-w1-2) ) ) ) ) ) ) ), (wa(81)))))

ve = {-9.99999999999998, 2.41151798989646, -3.3345989977552, 3.79601757176831,

2.56310071144439,
2.66312274713770,
-3.8643638382589,

1.5673405261565,

1.86989216078196,
0.56348286906211,
-0.7201768589324,
-9.9445706768353,

6.6252274885813,

0.10652112333616,
7.30327019898680,

1.40527990493915,
2.17564250869102,
-0.2267862094729,

0.10335661406692,

-2.0779204583690,

-1.3978918624369,

2.26062363979709,
-0.8960834564895,

7.20532504073699,
-0.6380658163488,
7.22499363845475,

5.0117461777043, 9.51808057368526 }

-6.1169179849652,
-6.5307820733634,
0.41967942015315,

0.84959533590282,

0.64516333729512,
0.34304292559876,
0.46246315273683,
8.74294841119275,

1.47935213815704,

2.26276096542180,
-2.2995759551182,

-3.8130333960415,
-3.9355833490909,

-1.1847934138130, -

8.15751664781202,
-1.8052598774761,
-1.4071695090769,
-9.9999999999309,

1.76131378780472, -

0.28466963115317,
9.35069835287356,

-7.7962379238892, -

us = {1.09174307081978, 1.01939261799254, 1.03221908812842, 0.87219818739627,

1.06619214662912,
1.01109389513171,
1.00180391530161,
1.07075512573085,
1.25349121891229,
1.00269988828482,
0.99444578321959,

0.99998491999919,
1.00916988313888,
1.02480184216491,
1.00916989467933,
1.24462889132383,
1.00197507643490,
1.00042525147767,

1.02909752703836,
1.02669819585563,
1.00916987389444,
1.07754996845892,
1.01135853725839,
0.97455786197646,
0.93013939524562,

0.98751165719629,
0.99652766200018,
1.02146452239580,
1.04415704908693,
1.27292384278496,
1.00271307888082,
1.08404972308580,
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1.61834222364211,  0.95478940336562, 1.01704756114351, 1.01719174877759,
1.05768698015474,  0.99918986292272,  1.02920134147601, 0.99799102363247,
1.12381997906211,  1.03260363573618,  1.01237956425192,  1.08634839824289,
1.01109071152649, 1.01719179970549, 1.36769563615316, 1.02158838640626,
0.99719018082897,  1.06438282683805,  0.99545321647799,  1.08280097242275,
0.99978699323827,  0.99998925187853,  1.01719182999359,  1.05078425335281,
1.01719174202268,  1.12982556653583,  1.05693828391406,  0.99929032743484,
1.35674781831867,  0.99096697827197,  1.00777270417014, 1.01719178701365,
1.01634817078789,  1.00293699899780,  1.00287499122022,  0.99383949824764,
1.00276196900716,  0.99818554046624,  1.00033656005592,  0.99967852365146,
0.99979382965009, 0.99960205294465, 1.01719181935041, 0.97843380723538}

fouby, = Add ( (Add ( (Xcos ( (Xlog ( (Xcos (
2(1)-3.5) ) ), (u2(3) ) ) ), (u2(4) ) ) ), (u2(5)

Add ( (Add ( (Xcos ( (Div ( (Mul ( ( (u2(6)-z¢

Xlog ( (Xcos ( (Sub ( (Div ( (Div ( ( (u2(8)-x
2(9)wi-4) ), (12(7)-8.0) ) ), (2(8)7))

cos ( (Sub ( (Xcos ( (Sub ( (Xlog (

) 5 (Sub ( (v2(10)-7) , (v2(11)-7)

Sub ( (Xlog ( ( (uz(1)-xi-a) ) » (u2(2) ) ) ),
) (Xeos ((Xlog ( (Xcos ((Sub ( (v2(2)--7) ,
),( 2(3)-8.0) ) ), (v2(4)-3.5) ) ), (u2(7) ) ) ),
) () 0)) ), (v2(6)--3.5) ) ) , (Sub ((Div
1)))))), (Add ( (Xlog
(v2(9)-3.5) ) ) , (ua(14)

(u
(
7, )
iv ((((u2(17)-wi—a) ), (v2(12)-8.0) )
u2(20) ) ) ), (u2(21) ) ) ), (u2(22) ) )
(v2(14)-8.0) ) ) , (v2(15)-3.5) ) ) , (ua(
Sub ( (Xlog ( (Xcos ( (Sub ( (Xlog ( ( (u
) 5 (u2(28) ) ) ), (v2(17)-7) ) ), (u2(29 ;
s (v2(19)-7) ) ) ) ), (w2(31) ) ) ), (u2(32) ) ) ), (u2(33)

(U2(34) T-a) ) 5 (u2(35) ) ) ) 5 (v2(20)-3.5) ) ), (u2(36) ) )

( (Add ( (Xcos ((Div ( (Div (( (u2(38)-2i-4) ), (

) (
(

(1
) )
)) ) ) ), (Xlog ( (Xcos ( (Div (
) ) (w2(19))))))))) ),
(Div ( (Div ( ( (u
Xlog ( (Xcos ( (Sub
)

(u2(26) ) ) ) , (v2(16)--3.5)

2(23)- w14
(Xco

—
<
[\V)
—~
—
Qo
~
—~ o~
~

—~
Q

A
[N}
3

(v
(
(
((
((X
))
(Di
(
)
( )
)

(Add ( (Xcos ( (Div ( (Mul ( ( (u2(40)-z4—4) ) ,
, (Xlog

- —_ — O~ — — —~

( (Xcos ( (Sub ( (Xcos ( (Sub ( (Xlog ( ( (usg

) ) ), (Sub ((Div ( ( (u2(45)-2i-a) ) , (v2(26)

) )), (Add ( (Add ( (Div ( (Div

(Div ((Div ( ( (u2(49)-1-4) ) ,

(Div ( (Mul ( ( (u2(51)-x¢—4q) ), (v2(32)-8.0

( (Div ( (Div ( ( (u2(53)-21-4) ) 5 (v2(

(v2(36)-8.0) ) ), (v2(37)-7) ) ) ) ) ,

=7) (u2(57) ) ) ), (Add ( (Xcos ( (Div ( (Div ( ( (u2

; (u2(59) ) ) ), (Add ( (Xcos ((Div ( (Mul ( ( (u2(60)-

, (ua(61) ) ) ), (Xlog ( (Xcos ( (Add ( (Div ( (Div ( ( (u2(62)-z¢—4

, (Sub ((Div ( ( (u2(63)-2i—4) ), (v2(45)-8.0) ) ), (v2(46)--7) ) ) ) ) (
)))))), Xlog ( (Xcos ( (Sub ( (Xcos ( (Xlog ( (Xsin ( (Sub ( (

1)), (u2(67)) ) ), (u2(68) ) ) ), (Sub ((Div ( ( (u2(69)-@i—a) ), (v2(47)-
2 )5 (u2(70) ) ) ), (u2(71) ) ) ), (u2(72) ) ) ), (Xcos ( (Sub ( (v2(49)-

v (((u2(73)me-a) ), (v2(50)8.0) ) ) ) ), (ua2(74) ) ) ) ) ), (ua(75) ) ) ), (ua(76) ) ) ) ) )

2(44)
u9 (47)

<
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3. Rekursionsstufe

vy = {1.0, 1.0, 1.0, 1.0, 1.0, 1.00000001490116, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0}

us = {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0}

fsub d

U3(

( (Add ( (Xlog ( (Sub
(u3(2) (Sub ( (Xcos ( (Add ( ( (us(3
(v3(3)--6.0) , (u3(5) ) ) ) , (Xlog ( (v3(4)-6.
)) ) ), (us(8))) ), (Add ( (Add ( (Xlog
) (u3(10) ) ) ), (Mul ( (Xexp ( (v3(7)--6.
(u3(12) ) ) ), (Mul ( (Sub ( (Xcos ( (Sub (
(Xlog ( (v3(10)-3.0) , (us(15)) ) ), (Xsin (
)5 ))))
(

)

)

)

( (Su
us3
):

A
) (
(4
(

d b ((Xcos ( (Sub ( ( (us(1)wi—1) ), (v3(1)-5.0) ) )
) 5 )@i-1) ), (v3(2)-5.0) ) ), (us(4) ) ) ), (Mul ((Xexp (
) 0), (us(6)))))))))), (Xsin ((v3(5)6.0), (us(7) )
(Sub ( (Xcos ( (Add ( ( (u3(9)-xi—1) ), (v3(6)--5.0) )
) ) ( (Mul ( (Xsin ( (v3(8)-6.0) ,
(uz(13)-wi—1) ) , (v3(9)--5.0) ) ), (uz(14) ) ) ) , (Mul
v3(11)-6.0) , (u3(16) ) ) ) ) ) ) ), (Add ( ( (us(17)-z1—1
), (u3(19) ) ) ), (Sub ( (Xlog ( (Sub ( (Xcos ( (Xlog
x4-1) ), (v3(13)-5.0) ) ), (Xsin ( (v3(14)-6.0) , (u3z(21) )
(((v3(15)-3.0) , (u3(23) ) ) ) , (Xsin ( (v3(16)-6.0) , (u
)+ (v3(17)--5.0) ) ), (Xsin ( (v3(18)-6.0) , (u3(26) ) )
)5 (us(27) ) ) ), (u3(28) ) ) ), (Mul ( (Xcos ( (Xlog ( (Sub ( (Xcos ( (Sub ( ( (u3(29)-2i—1
(19)-5.0) ) ) » (u3(30) ) ) ), (Mul ( (Xlog ( (v3(20)-3.0) , (u3(31))) ), (Xsin ( (v3(21)-6.0) ,
u3(32))))))) ), (us(33)))), (us(34) ) ) ), (Xsin ( (v3(22)6.0) , (us(35) ) ) ) )
3(

(

)) ) s (Xeos (((Sub ( ( (u3(37)-2¢-1) ), (v3(23)--5.0) ) ), (u3(38) ) ) ) ) ) ) ), (Sub (

( (Sub ( (Sub ( (Xcos ( (Xlog ( (Sub ( (Xcos ( (Xsin ( (v3(24)-6.0) , (u3(39) ) ) ) (
(Mul ( (Mul ( (Add ( ( (us(41)-x¢-1) ), (v3(25)-5.0) ) ), (Xsin ( (v3(26)-6.0) , (u3(4
(

(

)

(
0), (us(11) ) ) ), (Xexp
( (

( ( )
(v3(12)-5.0) ) ) ) ) ) ), (us(18) ) ) ) ) ) ) (
Sub ( (Xcos ( (Mul ( (Add ( ( (us3(20)- )))
) ), (u3(22) ) ) ), (Sub ( (Mul ( (Xlog 3(24)
)) ) ), (Mul ((Add ( ( (us(25)-2¢-1) )))
)) ))
, (vs 0)
( )) ))

Xcos

(us(36)

( (Xlog

40) ) ) ),
)

)
(
u3

2)))))
Xsin ( (v3(27)-6.0) , (u3(43) ) ) ) ) ) ) ), (us(44) ) ) ), (us(45) ) ) ), (Mul ( (Xlog ((v3(28)-3.0)
) ) s (Xsin ((v3(29)-6.0) , (us(47) ) ) ) ) ) ) ), (Xsin ( (v3(30)-6.0) , (u3(48) ) )
)

)
)5 (u3(50) ) ) ) (Xsin ( (03(31)-6.0) , (us(51) ) ) ) ) ) ) ) ) ), (Sub ((Sub
(Xcos ( (Xlog ( (Sub ( (Xcos ( (Sub ( ( (u3(52)w¢—1) ), (v3(32)-5.0) ) ),

(

(Sub ( (Mul ( (Xlog ( (v3(33)-3.0) , (us(54) ) ) ), (Xsin ( (v3(34)-6.0
Add ( ( (uz(56)-2¢-1) ), (v3(35)-5.0) ) ), (Xsin ( (v3(36)-6.0) , (u
( (( (u(58)-a—1) ), (v3(37)-5.0) ) ) , (Xsin ( (v3(38)-6.0) , (u3(59) )
( ) ), (us(61) ) ) ), (Xsin ( (v3(39)-6.0) , (u3(62) ) ) )) ), (us(63) ) )
(Xexp ( (Sub ( ( (u3(64)-x-1) ), (v3(40)~-5.0) ) ), (u3(65) ) ) ) , (Div ( (Sub
(u3(66)-z¢—1) ), (v3(41)--5.0) ) ) , (u3(67) ) ) ), (Mul ( (Xlog ( (v3(42)-3.0) , (
(((v3(43)-6.0) , (u3(69))))))) ), (Xcos ( (Sub (( (us(70)-ai-1) ), (v3(44)~-5.0
)))) ) (ws(72))) ) ) ), (Xsin ( (v3(45)-6.0) , (us(73) ) ) ) )))

)
U( 9))

N
—
<
w
—~ o~
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4. Rekursionsstufe

vy = {0.99999998789599, 0.99999977518993, 0.99999977518993, 0.99999975750456,

1.00180120469587,
1.00034893722543,
1.00000000564634,
0.99999999942898,
1.00074759690047,
1.00122247507093,
0.99882576229466,
1.00233841521799}

uy = {6.37698947658787, -3.7099364757605, -7.1299887489297,
8.22503872940791,
4.32705582551846,
-4.5292786748133,

-1.9598058678632,
4.58223223139043,
-1.8812149653334,
-4.7975628445023,
9.6475851055299,

6.98239826580822,
1.63132296363356,
2.67123964897369,
8.61549581307597,
-9.4983461020357,
6.91618958969383,
-7.5502129690657,
3.23451398441008,
-0.0851930420683,
8.4372833984010,

8.13464109553862,
9.05240029015084,
-9.9565533136607,
3.05158845709120,
-1.4878824370289,
9.39381559564589,
10.0000000000000,
4.41192823539781,

1.00008762996818,
0.99991507478099,
0.99999925968514,
1.00001194172303,
1.00000000441266,
0.99980984537948,
1.00000001204218,

-7.5671164460172,
7.26668632245031,

-9.1189186464466,
-10.000000000000,
-8.8359780730261,
-2.7265696913759,

10.000000000000,

-0.5904907593788,
8.55226693065693,
0.86286625431341,

-4.2173877387221,
2.66121677658299,

-1.9732356423380,
6.05003712715443,
5.05560295299724,
-5.8629679898100,
0.57419270681461,
5.76348153311161,
-7.8876003403849,

1.79975373533153,

1.00005595943645,
1.00006705070728,
1.00491828410373,
1.00000000441266,
1.00001393103181,
0.99980984537857,
1.00000000859480,

2.55286992039664,
2.99405744301743,
-0.8983106098085,

4.18023896765384,
10.0000000000000,

-4.4530392371600,
4.26895975860448,
0.46166075923463,
-10.000000000000,

-0.5443870036212,

4.62190633496551,
4.82114731825106,
0.64992636470026,

-8.8631371439562,
-10.000000000000,

8.88278131675640,
7.53731041023295,
0.64144306862378,

-4.2053165180877,

-0.6622493634491,
-4.7475715979582,
-5.0167933787246,

-6.7764791279149,

6.5558099459291, 9.97060245072671, 0.59788652714931}

)) )

((wa(5)-wi—g) ) 5 (va(3)--9

foub, = Add ( (Add ( (Xcos ( (Add
(Add ( (Xcos ( (Div (

(
( ((ua(3)-w-

8
0)) ), (ua(6))) ),

(Div ( (Xlog ( (Sub ( ( (uq4
) ) ) (’U4

(1)-we-8) ) 5 (va(1)-8.5) ) )
(2)-9.0)) ), (ua(4) ) ) ), s
(Xsin ( (Xsin ( (Div ( ( (ua(7)-z—g) ) , (v4(4)--9.0)

0.99999252572949,
0.99987387865056,
0.99997196664542,
1.00001393103185,
1.00074759690035,
0.99974899749181,
1.00001546665950,

2.62015195145800,
3.67084966596579,
7.13832140738793,
-6.0460522602869,
-3.4870501954035, -
6.16730553543461,
-5.1730738002586,
5.54266630005924,
-2.4721660554733,
-3.6215403002873,
-0.9005783674497,
-4.7209043496581,
-10.000000000000,
-4.4419214682507,
-2.7465016894201, -
3.04155289100017,
-7.3832505032091,
-5.6852219179246,
-6.1186132490685,
1.64792842216370,
-9.5088072588756,
-2.1407888475456,
-4.6912896746320,
1.49607402098665, -

(Add ( (Xco
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)5 (ua(8) ) ) )5 (wa(9))))))))) ), (Xsin ( (Xexp ((Sub (( (us(10)-21-5) ), (va(5)-8.5) )

) )
)5 (wa(11) ) ) )5 (wa(12) ) ) ) ) ) 5 (ua(13) ) ) ), (Add ( (Add ( (Add ( (Xcos ( (Add ( (Xcos (
(Mul (( (us(14)-w1-5) ) , (04(6)-9.0) ) ), (ua(15) ) ) ), (Add ( (Xcos ( (Add ( ( (ua(16)-wi-8) ),
(04(7)=9.0) ) ) 5 (wa(17) ) ) ), (Xsin ((Sub ( ( (ua(18)-x1-5) ) , (v4(8)-8.5)) ), (ua(19))))))))
» (ua(20) ) ) ), (Xsin ((Add ( (Add ( (Xcos ( (Add ( (Xcos ( (Mul (( (ua(21)-21-3) ) ; (v4(9)-9.0)
» (wa(22)) ) ), (Add ((Sub (( (ua(23)-21-8) ) ; (v4(10)-8.5)) ), (Xsin ( (Sub ( ((ua(24)-2¢-3)
(v4(11)-8.5) ) ) 5 (ua(25) ) ) ) ) ) ) ) » (ua(26) ) ) ) (Div ( ((ua(27)-2i-8) ), (va(12)--9.0) ) )
(29)))
(

)
(

ub

)

) ) ( x

) ), (Xsin ( (Xcos ( (Add ( (Div ( (Xlog ( (Sub ( ( (ua(28)-z-s) ) , (v4(13)-8.5) ) ) ,
), (Xeos ( (Xlog ( (Xsin ( (v4(14)-0.5) , (ua(30) ) ) ), (ua(31) ) ) ), (ua(32))))
(Xexp ( (Sub ( ( (ua(33)-2:-8) ), (v4(15)-8.5) ) ) , (ua(34) ) ) ), (ua(35))))) ), (
(ua(37))) ) ) ), (ua(38)))))), (Add ( (Add ( (Xcos ( (Add ( (Xcos ( (Mul ( (
(v4(16)-9.0) ) ) , (ua(40) ) ) ) , (Div ( (Xlog ( (Sub ( ( (ua(41)-2i—s) ) , (v4(17)-8.5
) )5 (Xeos ( (Xlog ( (Xsin ( (v4(18)~-0.5) , (ua(43) ) ) ), (ua(44) ) ) ), (ua(45

)) ), (Xsin ( (Xcos ( (Add ( (Div ( (Xlog ( (Sub ( ( (ua(47)-z¢—5) ) , (va(1

) ) (Xeos ((Xlog ( (Xsin ( (v4(20)-0.5) , (ua(49) ) ) ) , (ua(50) ) )
(Xexp ( (Sub ( ( (ua(52)-ai-8) ), (v4(21)-8.5) ) ), (ua(53) ) ) ), (us
(ua(56) ) ) ) ) ), (Xsin ( (Xcos ( (Add ( (Div ( (Xlog ( (Sub ( ( (ua(57)-wi—s) ), (va(22)-8.5
, (ua(58) ) ) ), (Xeos ( (Xlog ( (Xsin ( (v4(23)--0.5) , (ua(59) ) ) ), (ua(60)

), (Xsin ((Xexp ( (Sub ( ( (us(62)-we—s) ), (v4(24)-8.5) ) ), (ua(63) ) ) ) ,

ug(65) ) ) ), (ua(66) ) ) ) ) ) ) ), (Xsin ( (Xsin ( (Add ( (Xcos ( ( (
( (ua(67)-we—s) ) , (v4(25)8.5) ) ) , (ua(68) )
Add ( (Add ( (Xcos ( (Div ( ( (ug(72)-mi—g) ), (v4(26)-9.0) ) ), (ug(73) ) ) ),

Div (( (ua(74)-we-s) ) , (va(27)-9.0) ) ) , (ua(75) ) ) ) , (Xsin ( (Xcos ( (Mul ( ( (ua(76)-z¢—s) )
, (v4(28)-9.0) ) ), (ua(77) ) ) ), (wa(78) ) ) ) ) ) ) ), (Xsin ( (Xexp ( (Sub ( ( (

v4(29)-8.5) ) ), (ua(80) ) ) ), (wa(81) ) ) ) ) ) ) ), (ua(82))) ), (ua(83))))

Xsin ( (Add ( (Xcos ( (Xlog ( (Sub ( ( (u4(84)-xi—s) ), (v4(30)-8.5) ) ), (us(85))

, (Xsin ( (Xsin ( (Xcos ( (Add ( (Div ( (Xlog ( (Sub ( ( (u4(87)-xt—s) ), (v4(31)-8.5
) )5 (Xeos ((Xlog ((Xsin ( (v4(32)~-0.5) , (ua(89) ) ) ), (wa(90) ) ) ), (ua(91) )
Xexp ( (Sub ( ( (ua(92)wi-s) ), (v4(33)-8.5) ) ), (ua(93) ) ) ), (ua(94)) )
ug(96) ) ) ) (ua(97) ) ) ) ) ), (ua(98) ) ) ), (wa(99)))))

)) )5 (ua(69) ) ) ), (ua(70)
)
(

5. Rekursionsstufe

vy = {-0.3430005947916, 2.03602157354683, 2.58545043840065, 6.24743883884601,
8.95787985541251,  2.84686299117860, -5.8010330164780,  -1.8384343923496,
2.87736827947344,  -8.8542513506124,  -3.4541744562685,  -5.5294898092652,
0.88966282758378, 9.53826199631463, -0.9842501048845, -8.2107281035111, -
7.5269935897144}

= {-7.5296130871936, -7.0650675922424, -9.5932160680759, -0.1578434157133,
-6.1623566616104,  0.74854986278193,  2.83368587592770,  -0.8653032607290,
1.32166374874688,  -1.0229819464766, -2.0747399119541,  10.0000000000000,
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4.97750979358148, 7.36513236188100, 4.06065719089948, 3.15080609421839}

Foubs = Add ( (Mul ( (Xcos ( (Mul ( (Mul ( (Mul ( (v5(1)-5.

)5.0) , (Div (( (us(1)-2-1)
))) )5 (Add ((v5(3)--5.0) , (Xexp (( (us(4)-2i—2) ), (us(
(

( ((v5(2)-6.5)
)))
):

),
)), (Mul ( (Add ( (Xcos ( (
)

)
5) )
5) ) (us(7))

) )

(v5(4)--8.0) ), (us(6) ) ) ), (v5(5)~2.5) ) ), (Div ( (Xsin (( (v5(6)-5. ) » (v5(7)-0.5)
))) ) ) ) (us(8)) ) ), (Mul ((Add ((Xcos ( ( (v5(8)-8.0) ), (us(8) ) ) ), (vs5(9)--2.5) ) ) ,
(Div ( (Xsin ( ( (v5(10)-5.5) ), (u5(10) ) ) ), (v5(11)-0.5) ) ) ) ) ) ) , (Xcos ( (Xcos ( (Add ( (Sub
( (Mul (- (Mul (( (us(11)-z-s) ), ( (v5(12)-1.5) ) ) ), (Mul ( ( (v5(13)-10.0) ), ( (u5(12)-21-4)
)))) ), (Add ((v5(14)-5.0) , (Xexp ( ( (v5(15)-4.0) ), (us(13) ) ) ) ) ) ) ), (Xexp ( (Sub (
(v5(16)-(10/9.5) ) , (v5(17)-10.5) ) ), (us(14) ) ) ) ) ), (us(15) ) ) ), (us(16) ) ) ) )

B.4.2 Lernen mit den gefilterten Trainingsdaten

ag = {1.07727324655168 }
= {1.00893834657706 }

as = {0.97979574945797}
fsumn = ao + (al ' fsubl) + <a2 ' fsubg)

1. Rekursionsstufe

v; = {2.30766158010548, -1.1646660088578, -6.0514209365529, -2.3705129541858,
-0.3158597478346, -5.7534601591981, -3.7092503011697, 0.98286744648103, -
8.7885808933856,  -9.2931215306734,  -10.000000000000,  -2.0783958889639,
7.73857249278220,  -8.9592976095439,  -8.1253954050211,  5.94955710537757,
-10.000000000000, -4.2876054883862, 5.33703161651968, -4.5361903616941, -
4.4275180596064, -8.3503430259878, 0.53582393919567, 2.10387094413300}

u; = {2.53982761009740, 0.66812309686960, -0.9463330501592, -0.0124203410077,
0.31683404960885,  -8.9344314047824,  -9.9999999999805,  9.73244658124166,
-5.8083773463702,  0.06215475006789,  0.07705491371897,  -4.0879593001345,
0.82132454284417,  9.98344028386029, 0.77762972142234,  2.20630693198091,
0.65990475313382, 0.82150781735045, 2.76316140391154, -0.7749713363307, -
4.3944540564576, -3.5188041021548, -9.9999371098004, 1.23295561237161}



B.4 Jahrliche durchschnittliche Sonnenfleckenrelativzahl 189

Fouby = Sub ( ((wa(L)@i—1 ) ), (Sub ((Add ( ((wa(2)@i—2 ) ), ((2(1)-15)) ) ), (Sub ( (
(u1(3)-2i—1 ) ) (Xlog ((Mul ((Mul ( (Div (( (u1(4)-x1-1) ), (Mul ( ( (w1(5)-x1-4) ), (Div (
(Sub (( (u1(6)-x1—1) ), (Div ((Sub ( ( (ur(7)-we—1) ), (Add (( (u2(8)-w¢—s) ), (Div ( (Mul (
(Add (( (v1(2)-10.0) ), ((v1(3)~9.5) ) ) ), (Add (((ua(9)-wi—2) ), ((v1(4)-1.5))))) ), (Add
(((w(10)zi—2) ), ((02(5)-1.5))))))))) ), (Add (( (v1(6)-6.0) ), ((va(7)-4.0))))))))
» (Add (((wa(11)-zi—2) )5 ((02(8)-1.5))) ) ) ) ) )) ), (Xexp ((Div ((Sub (( (u1(12)-2-1) )
» (Add (((ua(13)-2i—a ) ), (Div (((Mul ( (Add (( (v1(9)-10.0) ), ( (v1(10)--9.5) ) ) ) , (Add ( (
(ur(14)2i—2) ), ((02(11)-1.5) ) ) ) ) ), (Xsin (( (02(12)--8.0) ), (wr(15)) ) ) ) ) ) ) ) ), (Add (
((01(13)-6.0) ), ((v1(14)4.0)) ) ) ) ), (ua(16) )) ) ) ), (Xexp ((Div ((Sub ( ( (ur(17)-24-1) )
» (Add (((w1(18)-4—4 ) ) , (Div ( (Mul ( (Add (( (v1(15)-10.0) ), ( (v1(16)-9.5) ) ) ), (Add (
(((19)-zi—2) ), ((01(17)-1.5)) ) ) ) ), (Sub ( ( (w1(20)-24—1) ), (Sub ( ( (u1(2)-2¢—a) ),
(Div ( (Mul ((Add ( ( (v1(18)-10.0) ), ( (v1(19)-9.5) ) ) ), (Add ( ( (v1(20)-6.0) ), ((v1(21)40)
)))) ) s (Xsin (((02(22)-8.0) ), (ua(22) ) ) )))))))))))) ), (Add (((0:(23)6.0) ), (
(01(24)-4.0) ) ) ) ) ) (@a(23)) ) ) ) )5 (w(24)) ) ) ) ))))

2. Rekursionsstufe

v = {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.00000001490116, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0}

= {-4.5887944374249, -9.7531675984699, 4.54440432564415, -3.9934248332591,

-8.9968587764721,

4.6299221765764,

3.73434811813993,
1.52567675302215,
5.34246494907765,
3.98749936596338,
10.0000000000000,
4.08854181061630,
-6.9629490440608,
8.51217339125349,
2.71545064614806,
3.18756410906669,
2.06429538915439,

-6.2857122718428,
-5.1528766550975,
7.0663456326212,

-3.0629934064493,
-0.0495884726617,

9.27497064750845,
0.49363165488699,

5.31679037653083,

-1.3499203451096,
2.59181588827248,
10.0000000000000,
-4.2539055425190,
-2.9549775013329,
-0.8558970541742,

-7.3357990262523,

-0.9729386144975,
-9.1662992932563,
0.60070014409398,
-4.5573647679291,
10.0000000000000,
-3.3131845215100,

1.12145364359789,

4.64140239690645,
6.37753460538947,
1.97365047492014,
5.42505866479746,

1.95512674210417, 4.24241532449856,

0.29636742182464,
-8.7347942794417,
-3.3608708629561,
-7.9660465633773,
-5.9416758079469,
-0.6270475539469,
-9.2810106221376,

-5.2186707905400,

5.66875510750841,
-7.5887209307309,
-8.7709268550219,
-9.7907088668027,
-9.0782546422691,
-10.000000000000,

-5.6200860009681,

-9.9127287969782,
-7.0250996156184,
8.19308737661311,
-2.7965272742324,

-2.3509406806777,

0.89648428612279,
8.30360589407968,
4.95662476410225,
9.76929848805559,
10.0000000000000,
-8.2108315537118,
8.16478959333641,
8.79106787867287,
-0.9970736817987,
4.17640907884968,
6.36920961237808,
-10.000000000000,
-2.7193691658400,

5.27434676860626, -

2.15765696076500,
4.58926338345898,
-7.4475679558883,
-4.044950654 7888,
-2.4450087007100,
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-7.0480233366372,  -10.000000000000,  10.000000000000,  2.06740542737733,
0.24177656008045, -9.6454933289434, -9.5126888472843, -1.1683458538632 }

fsub2 = Sub ( (Xsin ( (Div ( (Xsin ( (Div ( (Xsin ( (Div ( (Xsin ( (Add ( (Xsin ( ( (u2(1)-
s (u2(2) ) ) ), (Xlog ( (Xcos ((Xcos ((Xcos (( (v2(1)4.5) ), (u2(3) )

) ) (u2(6) ) ) ) ) ), (ua(7) ) ) ), (Div ( (Xsin ( (Xlog ( (Xcos ( (Mul ( (Mu1 (
v2(3)-7.0) ) ) ), (Xsin ( ( (uz(8)-ai-1) ), (u2(9))))) ), (u2(10) ))
) » (Add ( (Xcos ( (Xcos (((Mul (( (v2(4)~4.0) ) , (Add ( ( (v2(5)-6.0 ))
uz(13) ) ) ) 5 (u2(14) ) ) ), ((v2(7)=7.0)) ) ) ) ) ) ) (u2(15) ) ) ), (Sub ( ( (v2(8)-4.0) ) , (Ad
Div ( ( ) ), (Add ( (Xcos ( (Xcos ( (Mul ( (11
(17) ) ) ) , (Xsin
)5 ((v2(12)-7.0)
((u2(24)-21-10 ) )
) s (

(

(v2(9)-2.
(Xsin ( (

) (

)

Div ( (v2(10)--4.5) )
M 6)xi—1) ), (uz
)5 (u2(22)))

5)
Xcos (
(u2(20

u ((u2(18)w4-1) ),

))) ) ( (v2(13) 5.0))

( U2
2(20))))) ) (u2(21) )
u2(23) ) ) ), (Sub ( (Sub ( (Xex

(u2(27) ) ) ) , (Xcos ((Mul ((
)5 (u2(29)) ) ) ) ) 5 (u2(30) )

(

)

(

(

( 1

) )

(

)

) a(
((Sub ((Sub (( (v2(16)-4.0)
)

(

)

)

(

)

(

(

)

(1
) )
)) (Xexp ( (Xcos ( (Xexp (
Mul ( ( (v2(14)-6.0)
)

(
)
( (v2(15):7.0) ) )
) ), (Xlog ( (Div (

). , (

(Xsi Div ( (Xsin ( (Add ( (Ad
)
)

(
(
)
(
)
) sin ((Div
( ( (v2(17)~-2.5) ) ) ), (Mul ( ( (v2(18)--8.5)
0) ), (u2(31) ) ) ), (Sub ( ( (u2(32)-@i—12 ) (( ))) )
):2.0) ) 5 (u2(33) ) ) ) 5 (u2(34) ) ) ), (Xlog ( (Xexp ( ( (v2(22)
)) ), (Xlog ( (Xcos ( (Xcos ( (Xcos ( (Mul ( (Mul ( ( (v2(23)
((u2(37)-ai—1) ), (u2(38) ) ) ) ) ), (u2(39) ) ) ), (u2(40)
(u2(43) ) ) ) » (Xexp ( (Xcos ( (Xexp ( ( (u2(44)-w1-10) ) , (
)) ), (u2(48)) ) ), (Sub (((v2(25)4.0) ) , (Add ( (Div ( (Xcos
s (u2(49) ) ) ) 5 (u2(50) ) ) ), (u2(51) ) ) ), (Add ( (Xcos (

)

(

4.5 (
( (v2(27)-6. (ug(52)-we—1 ) ), (u2(53) ) ) )
))) ) ( 5
(

1 )
), (Sub ( (Xcos (( (v2(20)-8.
Mul ( (Xsin ( (Xexp ( ( (v2(2
(u2(35) ) ) ), (u2(36) )
(v2(24)-7.0) ) ) ) , (Xsin
(u2(42))))) ),
) 5 (u2(47) )
(v2(26)-
(

1
)))))
(((

)

) 5 (u2(54) )

)
(28)-7.0) ) ) ) ) )5 ((v2(29):5.0)) ) ) ) ) ))
0

(
( (Xexp ( (Xcos ( (Xexp ( ( (u2(60)-x¢—10 ) ),
s (((Mul ( (Mul ( ( (v2(30)-6.0) ), ( (v2(31)-7.0)
) 2(66) ) ) ) ) ), Xlog ( (Xsin ( (Div ( (Xsin
Sub((SUb(((Uz( 2)-4.0) ), ( (v2(33)-25)) ) ), (Mul
) (Sub ( (Xcos (( (v2(36)-8.0) ) , (u2(67) ) ) ), (Sub (
(0 ))) ) ), (Mul ((Xsin ((Xexp (( (v2(37)2.0) ), (u2(69) ) ) ) ,
(Xexp ( ((v2(38):5.5) ) , (uz(71) ) ) ), (u2(72) ) ) ) ) ) ) ), (Xlog ( (Xcos
L ((Mul (((02(39)-6.0) ) , ( (v2(40):7.0) ) ) ) , (Xsin ( ( (u2(73)-we-1) ),
) ) s (u2(76) ) ) ), (ua(77) ) ) )5 (u2(78) ) ) ) ) ), (u2(79) ) ) ), (Xcos
6.0) ), ((v2(42):7.0) ) ) ), (Div ( (Xsin ( ( (u2(80)-x¢—1) ), (u2(81)))
, (u2(83) ) ) ), (Sub ( ( (v2(44)-4.0) ), (
4 v

0)
2(37

))

(X

/\\_/r\/\\_//\/:\/-\/\/\/\/\\.//\\'
no
—
-~
N
S—

( 1 )

, )) s (w2(82)))) ) ) s ( dd ((Div (
Xsin ((Xlog ( (Xcos ( (Mul ((Mul (( (v2(45)-6.0) ), ((v2(46)-7.0) ) ) ) , (Xcos (( (v2(47)-8.0) ),
uz(84))))) ), (w2(85)) ) ) (u ( 6))) ), (u2(87))) ), (Add ((X 06((XeXp(((uz(88)xt 10
) (u2(89) ) ) ) 5 (u2(90) ) ) ), ((v2(48)~7.0) ) ) ) ) ) 5 ((v2(49)-5.0)) ) ) ) ) ) ), (u2(91)) ) ),
u2(92)))))))
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B.5 Wechselkurs zwischen Euro und Baht

B.5.1 Lernen mit den originalen Trainingsdaten
ao = {1.30604510814502}

a; = {0.96646858467516}

as = {0.98524464536535}

az = {1.22624554661084}

ay = {1.0}

a; = {1.0}

fsumn =ap + (al : .]Esub1> + (a2 : fsubg) + ...+ (CL5 : fsub5>

1. Rekursionsstufe

Uy = {-1.96507508573071,  -1.96319456238003,  -0.57804033823713,
1.06003833213003, 0.99921648382348}

Fouby = Add ( (Xsin ( (Xsin ( (Sub ( ((ur()-ze-1) ), ((@(2)-w-2)))) s (w@)))), (m@))
) ) ((wa(d)ai2)))

2. Rekursionsstufe

vy = {1.84574427494441, -0.5729915597166, -1.2780601767133, 1.00759579362657,
-1.2048774971967,  -1.5918591983156,  0.32940385120571,  -0.0248670207901,
2.85169016772381, -0.4094223213248, -0.3131185523668}

us = {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.00000001490116, 1.0, 1.0}

Foub, = Mul ( (Xsin ( (Xcos ( (Add ( (Xexp ( (Xexp ( (Div ( ( (v2(1)--1.0) ), ( (v2(2)-2.0))) ),

(
2(1)))) 5 (ua(2)) ) ), (Div ( (Xsin ((Add ((Div ( ( (v2(3)~1.0)

) 2
(u )5 ((v2(4)-2.0) ) ) ), (Xexp ( (
(v2(5 ) 0)), (wa(3)))))) 5 (u2(4) ) ) ), (Xexp ((Xeos ((Div (( (v2(6)-2.5) ), ((v2(7)--10.0) )
) ) (w2(5)) ) )5 (u2(6) ) ) ) ) ) ), (u2(7) ) ) ), (u2(8)) ) ), (Xsin ((Div ( (Add ( ( (u2(9)-21—20
) (( 2(8):6.0) ) ) ) » (Xexp (((v2(9)-3.0) ), (u2(10) ) ) ) ) ) s (u2(11) ) ) ) )
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3. Rekursionsstufe

vy = {0.76864396791004, 5.99051997888494, 9.72639890876945, -8.0915110491606,
-0.1658217955084,  -9.1300569122680,  9.99999902948681,  6.45704173012868,
2.49554504637781,  3.92552795623577,  9.99999999999996,  -9.4893725993735,
-9.9999999999645,  -9.5168063613571,  5.43291863396495,  -1.1194921433871,
-9.9999999999841, -5.6180907414214, -9.1476001070109, -8.1984915180003, -
2.5252229151796,  1.00279233516262,  -2.3406060682203,  -0.8079178846087,
-7.5561932638676,  -0.8561042755422,  9.10430357866637,  8.94840744078938,
0.19660909604439,  1.02205442485750, 9.51583106888115,  4.53929387025707,
-9.9999999999999,  9.99999999999836,  5.77842596760039,  -9.9999999999999,
2.22650336183910,  -7.1911984363422, 9.56753456366317,  3.22858993764042,
-6.5875139393011,  -2.1560938151446,  9.95139870459944,  1.52948583947030,
9.66173572731235}

= {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0,1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0}

b

ub (((v3(1)-1.0) ), ((0.0))) ), (us(1))))
(Div

( (v us
( (Mul ( (Div ( ( (v3(2)-6. 0) )5 ((v3(3)-7.5)
(Xlog ( (Sub ( (Xsin ( (Xsin ( ( (v3(5)--7.0)
4.0) ), (us(7))) ), (u ()))))) (us(9) )
( (v3(7)~-10.0) ), (u3(11) ) ) ), (Div ( (Xlog
)=7.0) ), (us(12) ) ) ), (Mul ( ( (v3(9)--7.0)
) ), (Mul ( (Xsin ( (Mul ( (
(v3(13)-8.5) ) , ( (v3(14)-4.0)
(v3(17)-9.5) ) , (us(16) ) ) ) )
(19)4.0) ) ) ), (Sub ( (Div ( (Add
8)%10 )5 ((v3(22)-7.0) ) ) ) ) ) , (Xsin (
(Xsin ( (Mul ( (24)-8.0) ) ,
8.5) ), ( (v3(26)-4. ) (Add (
)5 (u3(23)) )))))))
) 5 (us(26) ) ) s (us(27)
(Xlog ( (Sub
(v3(33)--4.0)
) ) ) (us(
) (u3(36)
) ) s (u3(40

o
[=]
o
w
|
~— U
z.
—
)
o
on

( (Xsin ( (Xexp ( (Xexp ( (S
)) ), (Xexp ( (Sub ( (Xcos (
4

—12) ), ((v3(4)-7.5)))) ) ),
))),(Xsin((Xlog(((v:a 6)-
(

<
w

~ ~—

.0)
» (us( ) )
, (Sub ( (Div ( (
, (Xlog ( (
, ( ):

—~
@]
e
lon
<

w

[\3\_/

~
@
o

=

)
(
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<
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w
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[y
o
(=}
N
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—~
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w
—_
e
N
~—
~—
~— ~—

)
(vs
0)))
))
)))))
) ) s (u3(28)))
Div ( (Xcos ( (
)-3.0) ) ) ), (us(3
( (v3(36)--7.0
) ) ) s (us(39)
( (v3(39):5.5))))))) ), (S
), (Add(((us(‘l)xt 10) ), ((v3(42)-7.0)

)

)
33

1))
2)

s (us(34) ) ) ) ) ) 5 (us(35) )
, (Xsin ( (Xexp ( (Xlog (

d (((us(41)-wr6) ), (S

( (v3(40)-6.5) ), ( (v3(41)-9.0

)
) )))
) )))
ub (
)))

—~
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) ) (Mul ((Div (( (v3(43)-2.0) ), ( (v3(44)-10.0) ) ) ), (Xsin ( ( (v3(45)-10.0) ) , (u3(43) ) ) ) )
))))))

4. Rekursionsstufe

vy = {0.07748965343560, -3.9937971746014, 4.10533184633024, -4.0272934449074,
3.05955187211295,  -2.2622902180589,  4.99609044348103, -4.9959670021497,
-1.1157363842249,  2.50286582261069,  4.00292581906747,  -2.2938569594828,
3.20822843689664,  0.87486313638309, 2.05990786616210,  3.81044357251513,
4.68271942144782,  2.72692601089766,  3.94048373554039,  2.82911881506963,
-1.7928919688601, 0.28020555113809, -4.9971901931084, -2.9279143251442, -
3.8112198646138,  -0.1386010839000,  4.63586904144759,  0.76493502205781,
0.64882635007175, 4.03114091008439, -4.1285337189519, 4.93112095709472, -
2.1751518937574, 2.90925234427109}

uy = {4.72829351609376, 0.03083848658670, 1.92269057918886, -4.9999999746068,
-3.9684572400342, -2.2329094086965, 2.78640498899035, -4.9999999999992, -
2.7201496321013,  -0.0169863149583,  4.54934020095951,  -2.6627684223988,
3.54564854589489,  0.80091201837841,  3.72795640375423,  3.13438233332844,
-4.9999999999995, -0.8446069432972, -2.3708930488313, -2.8994430814428, -
0.1127051184992,  -3.8558591045555,  -1.4183741691357,  -3.3788728635433,
4.68866497410826,  4.99999999999970,  2.79479306229758,  4.88614368310568,
-4.9999999999999,  0.42877620059923,  -1.9590321845747,  1.81528258315439,
-3.9487972019082,  4.99999999999998, -4.7030492715575, -1.6464379316748, -
0.9444205267946, -4.9020702113939, -4.5129096722756, 2.71564959181239,
2.19538626301907,  4.99999999999998,  1.96335225048477,  4.48079334269342,
-4.9999999999999,  1.00659992603613,  3.23227310651384,  4.40023847951583,
1.82983240488326, 4.65842618569343}

fsub4 = Div ( (Xlog ( (Xcos ( (Sub ( (Xcos ( (Xcos ( (Sub ( (Xcos ( (Mul ( (Xlog ( ( (v4(1)-1.0) ),
)

), (Div ((Mul ( ( (va(2

( (

(ua(1)) (2)-8.0) ), ((va(3)-8.5) ) ) ), (Add ( ( (v4(4)~-1.0) ), ( (v4(5)--10.0)
)))))) )5 (ua))) ), (Sub ((Mul ((Div ((Div (( (wa(3)-21-10)) 5 ( (0a(6)--4.5) ) ) ), (Xsin
(((ua(d)@ia) ), (wa(5))))) ), Xeos ((Xlog (( (ua(6)-xi—2) ), (ua(7))) ), (ua(8))))
) )5 (Mul (((va(7)--45) ), ( (va(8)-35) ) ) ) ) ) ) ), (ua(9) ) ) ) (wa(10) ) ) ), (Sub ( (Mul
( (Div ( (Div (((ua(11)-21-10 ) ), ((v4(9)-4.5) ) ) ), (Xeos (( (v4(10)-8.0) ), (ua(12) ) ) ) ))
» (Xeos ((Xlog (( (ua(13)-wi—2 ) ), (ua(14) ) ) ) (ua(15) ) ) ) ) ), (Mul (( (va(11)-4.5) ) , (
(v4(12)-3.5) ) ) ) ) ) ) ) 5 (ua(16) ) ) ), (wa(17) ) ) ), (Div ( (Sub ((Div ( (Xcos (( (va(13)--1.5)
)5 (ua(18) ) ) ), (Add (( (v4(14)-2.5) ), ((v4(15)-0.5) ) ) ) ) ) , (Xsin ( (Mul ( (Sub (" (Mul ((
(04(16)~-8.0) ), ( (v4(17)-8.5) ) ) ) , (Xsin ( ( (ua(19)-2e—1 ) ), (ua(20))) ) ) ), (Div ( (Xlog (
( 2) ) (ua(22) ) ) ), (Xlog ( ( (va(18)~7.5) ), (ua(23))) ) ))) ), (ua(24))))))

S ( b

(18)- )
Xexp ( (Add ( ( (v4(19)-6.0) ), ( (va(20)-7.5) ) ) ), (ua(25) ) ) ), (Su
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(Add ( (Add ( ( (ua(26)-m¢-15 ) ) 5 ( (va(23)-3.0)

)))))) ), Xsin ( (Add ( (Add ( ( (ua(29)-wi-18

8) ), (ua(31))))) ), (wa(32))))) ), (Sub (

Ti—2 ) ), (ua(34) ) ) ), (Xlog (( (v4(25)~7.5) ) ,

, )) ), (Xcos ( (Sub ( (Xcos ( (Mul ( (Xlog (

; 8)-ai-10) ), (ua(39) ) ) ), ((v4(28)-2.0))

) )5 (ua(40) ) ) ), (Sub ( (Mul ( (Div ( (Div ( ( (ua(41)-@e-10 ) ), ( (v4(29)-4.5) ) ) ), (Xcos

(v4(30)-8.0) ) , (ua(42) ) ) ) ) ), (Xeos ( (Xlog ( ( (ua(43)-wi—2) ), (ua(44) ) ) ), (ua(45))))

(va(31)--4.5) ), ((va(32)=-3.5)) ) ) ) ) ) ), (ua(46) ) ) ) ) ), (ua(47) ) ) ), (Xexp (

(((ua(48)-i15) ), ((v4(33)-3.0) ) ) ), (Xlog ( ( (v4(34)2.0) ) , (us(49))))) ),
)

Mul (( (v4(21)-8.0) ), ( (v4(22)85) ) ) ) ,
) » (Xeos (((ua(27)1-5) ), (ua(28) ) )
» ((va(24)-3.0) ) ) ), (Xeos (( (ua(30)-2
sin ( (Add ( (Add ( (Div ( (Xlog ( ( (u4(33

us(35))))))
)

vaﬁ

4(33) ¢
(Xlog ( ( (v4(26)-2.0) ) , (ua(3

6))
(ua(37) ) ) ), (Mul ((Xeos ( ( (u
(

4

)
(3
(u
((

5. Rekursionsstufe

= {1.0, 1.0, 1.0, 1.0, 1.00000001490116}

us = {-3.6704619926401, -4.1166259175897, -4.8593554556441, 5.00000001490093,
-4.9996705710760,  -4.9950638185126,  0.16645380132959,  1.16534809907377,
0.80106525946271, -2.3426576368809, -0.9082182041046 }

Joubs = Div ((Mul ( (Sub ( (Mul ( (Xsin ( ( (us(1)wr-20) ) . (u5(2))) ) , (Mul ( ( (v5(1)-85) )
((05(2)-45)))))) . (Xexp ( (Add ( (Xsin ( (Xsin ( ( (u5(3)-2r-20) ), (us(4) )) ) . (us(5))) ) ,
Xsin ( (Xlog ( ( (v5(3)-2.0) ) , (us(6) ) )) . (us(7))))) ), (us(8)))) )+ (Xexp ( ( (v5(4)-9.5)
) (us(9)))))) s (Xeos ( (Add ( ( (us(10)-14) ), ( (v5(5)-05) ) ) ) , (us(11) ) ) ) )

—

B.5.2 Lernen mit den gefilterten Trainingsdaten

ao = {0.00074546585596 }
a1 = {0.99997086504890}
as = {1.02909450569510}

— {1.04827634895412}

fsumn =aqap + (al : fsub1) + (a2 ' fsubg) + (a3 : fsub3)



B.5 Wechselkurs zwischen Euro und Baht 195

1. Rekursionsstufe

v; = {0.84060960397770, -0.5929501008869, -2.2266778040744, -3.4335954287508,

-1.2203447179501,

2.42238448760756,
0.22052067134778,
3.56473069045426,

-4.0000000000000,

1.70661113026722,

4.0000000000000,

1.27042915763396,

-0.2942897196693,

4.00000000000000,

-1.1474670864705,

2.73155382980174,
-0.6413078938107,
2.72690515702388,
-3.9048718419455,
3.97282940882149,
-1.5545566583229,

3.67309329546542,

-3.9997289993974,

-3.9999876263008,

4.00000000000000,
3.75820699933888,

-0.9723835092792,
-0.9881627144895,
0.85472622189867,
0.59961197645602,
0.41451115026605,

2.84863742139472,
2.37795959446336,

-4.0000000000000,
-1.0908328058182,
-3.7929210985691,
-4.0000000000000,

-0.1067485033792,
-3.2934976490422,
1.73329660776175,
-1.3805483099472,
-0.9155191019739,

-2.3345315546636, -

1.28704255703344,
-1.8983741936890,
-2.9550659454209,
-2.1368690363948,
-0.6415363125361,

2.49860600521124, 4.00000000000000, 2.76728708396434, -0.7780843577093 }

u; = {1.00100064657082, 1.00198259338088, 1.00100064760186, 0.99970268920222,

1.13710196496755,
0.99415664779681,
1.01582615373315,
0.95420235899835,
1.00134332422170,
0.56531348096334,
1.00013152283720,
1.00350628274371,
0.97017715947124,
0.99967958485671,
1.31939191760981,
0.70862260686039,
0.45726676113703,
1.48911768488088,
1.15715398626601 }

fbubl = Sub ( ( (ul(l)"rt—l ) ) ’
(Xlog ( (Xlog ( (Sub ( (Div ( (Xlog ( (Div ( (Xcos ( (Xcos ( (Xcos ( (Sub ( (Mul ( ( (u1(4)-x
0)))), (Add (( (v )
( 1(8 ) x

((01(1)-1.

) ) (U1(14) )
, (Xlog ( (Div

, (Sub (((Mul (( (uy(18)-x-2) ), (

1.22865004450867,
1.01174537085058,
1.00890472188573,
0.90351399343835,
0.90266168246142,
1.00054097822948,
1.38371856856503,
1.00302888986940,
0.99738363639658,
0.97324462675366,
1.01847886985857,
9.65440366861464,
0.98117889448261,
0.12947474587453,

(Sub ( ( (u

1(2)-6.5) ), ((v
—1) ), (

; (Add (( (ur(1

) s (ua(15)) ) ),
( (Di

a
)

v1(10)-1.

1(2)'$t_2 ) ) ’
Div ( ( (u1(9)-t-14 )
2) w14 ),

(
( (Sub ( (Div (
( 0)))

1.00280917755179,
1.00753634106769,
0.98202856695684,
0.99973775645400,
1.06129814876085,
0.97675714900236,
0.99886884985215,
0.97324462675366,
0.99967950728643,
0.52345735259537,
1.11620602260714,
9.65440366861464,

0.99819581701196,
0.98782941205671,
0.77856268483247,
1.03602480474752,
-0.0823553194252,
0.99976141646642,
0.96753390885130,
1.00322602121886,
0.99955578041760,
2.88543898840597,
1.00123749819683,
0.45325942217605,

0.82798689354572, 1.11641602342868,
-0.6570869433580,  -0.1900582265883,
(Sub ( ( (u1(3)-24-1) ), (Div ( (Xlog (

t—2))

1(3):5.0)) ) ) ) )5 (wi(5) ) ) ), (ui(6) ) (u1(7)
)5 ((01(4)=7.5)))))) ) ), (ui(10))) ),
((v1(5)-7.5))))))) ), (Xlog ( ( (v1(6)-2.5)
u1(16) ) ) ) , (Sub((Add(((m(W)xt 1)), (
(Div ( (Add ( ( (v1(8)-6.5) ), ((v1(9)5.0)))

)5 (Add (((v1(11)-6.5) ), ((v1(12):5.0) ) ))
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2)
( (v1(39)-6.
Mul ( (Xcos

5) ) (
(
v1(42)-1.0) )
X

1(45) (
) > (Add ( ( (v1(37)-6.5) ), ( (0v1(38)5.0)) ) ) ) ), (w(47)) ) ), (Add
v1(40):5.0) ) ) ) ) ) ,
(Mul ( ( (u1(50)-2—2 )
(u1(52) ) ) ), (Add ( ( (v
Sub ( (Xcos ( (Mul ( ( (u1(54)-xt—2
((v1(47)5.0))))))
u1(58)-z1—2 ) ), ((v1(48)-1.0)
(Add ( ( (v1(51)-6.5) ), ( (vs(
))

(
( (

(u1(48) ) ) ), (w1(49) ) ) ) ) ), (Sub ( (Div ((Xeos ( ( (Sub
)5 ((v1(41)-1.0) ) ) ), (Mul ( ( (ua(51)-2—2) ), (( )))
( ) (v1(44)-5.0) ) ) ) ) ), (ua(53) ) ) ), (Xlog ( (Xcos (
) > ((v1(45)-1.0)) ) ) 5 (ua(55) ) ) ) » (Add (( (v1(46)-6.5)
) ( ((Sub ((Mul ( (
)) (u1(59) ) ))
61 )

)
61)))))))))

(Sub ( (Xcos
65)),((01( 0)50)
) )))))

~—
~—

))) ), (Xlog ((Xcos ((Sub ( (Xcos ((Sub ( (Mul (( (u1(19)-21—2) ), ((v1(13)-1.0))) ), (Add
(((02(14)6.5) ), ( (v1(15)-5.0)) ) ) ) ) (u1(20) ) ) ), (Add (( (v1(16)-6.5) ), ( (v1(17)-5.0) ) )
))) s ((21)) ), (w(22) ) ) ) ) ), (Div ( (Xeos ((Sub ( (Xcos ((Sub ( (Mul (( (u1(23)-2¢—2
) ) ((01(18)-1.0) ) ) ), (Add (( (v2(19)-6.5) ), ((v1(20):5.0))) ) ) ) (ua(24) ) ) ), (Add ( (
(v1(21)6.5) ), ((v1(22)-5.0) ) ) ) ) ) 5 (ua(25) ) ) ), (Xlog ( (Xcos ( (Sub ( (Sub ( (Xcos ( (Mul
(((ua(26)-z1—2) )5 ((02(23)-1.0) ) ) ), (wa(27) ) ) ) » (Mul (( (ua(28)-z1—2) ) » ( (v1(24)-1.0) )
))) )5 (Add (((v1(25)-6.5) ), ((v1(26)-5.0) ) ) ) ) )5 (ua(29)) ) ), (wa(30))))))) ), (Xlog
( (Xcos ((Sub ( (Xcos (((Mul (( (ua(31)-wi—2 ) ), ( (v1(27)-1.0) ) ) ), (wa(32) ) ) ), (Mul (
(ur(33)-i—2 ) ), (((02(28)-1.0) ) ) ) ) ), (ua(34) ) ) ), (ua(35) ) ) ) ) ), (Div ( (Xlog ( (Xlog (
(Xexp ( (Xcos ((Sub ( (Xcos (((Mul (( (u1(36)-2¢—2) ), ((v1(29)-1.0))) ), (ui(37))) ), (Mul
(((ua(38)-wr—2) ), ((v1(30)-1.0))))) ), (wr(39))) ), (ur(40) ) ) ), (ur(41) ) ) ), (u2(42) ) )
), (Sub ( (Div ( (Xcos ( (Sub ( (Xcos ( (Sub ( (Mul ( ( (u1(43)-xt—2) ), ( (v1(31)-1.0) ) ) ), (Add
(((v1(32)-6.5) ), ((v1(33)-5.0)) ) ) ) ), (ua(44) ) ) ), (Add (((v1(34):6.5) ), ( (v2(35)-5.0) ) ) )
) (u )) ) s (Xlog ((Xcos ( (Sub ((Xcos ( (Sub ( (Mul ( ( (u1(46)-2¢—2) ), ( (v1(36)-1.0)
)) (3

(

(

)

(

)

(

)

2. Rekursionsstufe

vy = {-0.6286528226003, -0.4598752965517, 5.00000000000000, 5.00000000000000,
1.08994799121375,  -5.0000000000000,  0.51436269558011,  -3.9825503946870,
1.05253446107211,  -2.9138422358051, -3.6611680303809,  3.66703645908915,
1.00530160009538,  2.28733932548029, -4.1710897974118,  0.85568527646039,
-0.1189754076530,  1.21695173102629,  4.99989613904175,  0.20759924400771,
-4.6133046362495, 0.85077562905555, -2.5826299701791, -4.9999587231062, -
0.5032350512989,  0.11704179020930,  0.00575494077662,  0.23753967162593,
0.68430124502012,  1.76057585783106, -2.7120162756495, -4.6716348028067,
3.10987638690525, -1.9863251437897,  2.25662638646093, -1.1176018936484,
4.38986618199912,  2.16089450141434, 1.08885636793124, -1.8097775415831,
-4.9198608510501,  -4.5600874573461,  4.92748695906277,  5.00000000000000,
4.94495829565401,  -0.7101658641551,  2.97487235456398,  -4.3370911380178,
-0.2875186809798, -4.1753546862013, -4.4739190361324, 3.01106942117222, -
1.0350794043887, 3.45825170022315}

us = {0.99991813021954, 1.00009077684425, 1.00009077684425, 1.00009014767177,
0.99991806507308,  1.00009032008368,  0.99991496101030,  1.00008808502361,
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1.00009052786523,
0.99979772097120,
0.99701106364080,
0.99991806507308,
1.00136108319144,
1.00004391262238,
0.99972204312038,
0.99996779027060,
1.00039235006226,
0.99995500767076,
1.00002541562413,
1.00009276314060,
0.99995198733095,
0.99997196879248,
0.99986990059801,
1.00000000000000,
0.99851396157849,
1.00047143660287,
1.00236559806494,
0.99733164470345,
1.00000000000000,
1.00217754351725,
1.00347135150207,
0.99783715457398,
1.00003371839586,
0.99988184225928,
1.00024562383392,

1.00100742376617,
0.99991806507308,
0.99991806507308,
1.00009936638582,
0.99844802577793,
0.99908913887184,
0.99975742640787,
0.99992547983162,
0.99997279569269,
1.00003847007602,
1.00003824366976,
1.00006723638910,
0.99995196547039,
0.99996594413010,
0.99986991083261,
1.00000000000000,
1.00076077815012,
0.99957380834855,
1.00240204828707,
1.00231367306936,
1.00000000000000,
1.00234532635704,
1.00351096409056,
1.00183416991077,
1.00012616161839,
1.00003175705973,
1.00377476960259,

1.00051105066016,
0.99940893640478,
0.99977244784852,
0.99901652607682,
1.00003958597942,
0.99908947851523,
0.99975805836202,
1.00000094559774,
0.99996776748735,
1.00003786231112,
1.00003677245301,
0.99912760581978,
0.99999277623187,
0.99996413733830,
0.99732376449972,
1.00000000000000,
1.00076079029687,
0.99955696867862,
0.99780366910736,
1.00234532635704,
1.00000000000000,
0.99608551914379,
1.00349826290456,
1.00169460773815,
0.99999587054941,
0.99886670151250,
0.99940163469520,

0.99988880990653,
0.99939824133145,
0.99977693488294,
1.00117490959092,
1.00003958067691,
1.00008823219927,
0.99992907465098,
1.00000094502997,
1.00009699414076,
1.00003847007602,
1.00003847007602,
0.99866290807492,
0.99997968127074,
0.99021431188754,
0.99655676604912,
1.00242066649043,
1.00046945743072,
0.99957380834855,
0.99782060390257,
1.00000000000000,
1.00000000000000,
1.00347135150207,
1.00357957258593,
0.99787881819590,
0.99999587054941,
1.00027106951575,
1.00018902142782,

1.00020309364427, 0.99982246192495, 1.00024562383392, 0.99982141658182}

foub, = Div ( (Xsin ( (Add ( (Xlog ( (Xsin ( (Sub ( (Div ( (Xlog ( (Xsin ( (Mul ( (Xexp ( (Xcos

2(1)--35) ) ,

b

» (Sub (( (v2(4)-3.
(S
us(12)-w-5 ) ), ((v2
(
u2(19)) ) ),
va(13)--1.5) ) ,

’Ug(

(
)
)
(
(
)
)
(
(
(
(
) » (Mul (( (v2(17)~
(

(21)
2(5)) ) ), (DIV

(v
S
ub ( (Xexp ( (Dl

(u
(1
, (Mul ( (Xexp ( (Xcos ( (Mul
(((v2(10)-1.5) ) ) ) ) ),
(1

(Add ( ((u
((u2(22)we—1 )
4)-3.5) ), (u2(25)) ) ),
(Add ( (Xcos ( (Mul ( (Xsin ( (Sub
(Mul 1.5) ), (
v2(18)-1.5) ) ) ) ) ), (u2(32) ) )

) ))))

7(( 2(5)-4
( (v2(6)-9.0) ),
~2.5))) ),

(Mul ( (Xcos ( (
2(20)--16 ) ) ,
))))
(Add ( (Sub ( (

NN —

, (Xlog ( ( (v

(Xcos (( (v

(
2)-15))))) ),
)) ) ) (u2(24)
u2(26)-x1-5 ) ), ((

(Xexp ( (Xlog ( ( (v2(16)-9.
(u2(29)-2¢-1) ) ) ) ) ), (u2(30))))
), (Xexp ( (Xsin ( (Sub ( (Mul ( ( (v2(19)--1.5) ), ( (u2(33)-x¢-1

( (o2

(v
(ug(1 ))))7(u2(18))))7
) 5 (ua(

2(7)) ) ) 5 (u2(8)
) ) ) ) (us(
5) ), (u2(13)
0.5) ), (u2(15) ) )
(Xcos ( (Mul

(uz(
)

 (u2(2 2(2)~6.5) ) , (u
( (Xlog ( Xlog ( (Xcos ( (Mul ( (Xlog ( ( (v

5))))) ), (u
( (u2(10)@¢—q
()

2(3)
2(3

9))
)))»(Add
)))))) s (u

1
) 2
) » (Add (( (u2(16)-x1-16 )
(
2

))
va(15)--2
5) ), (u2(27) )
» (Add (( (u2(31)zi-16) ) (

(
))))
)-10.0)

,(U2()))
(

s (u2

1
))))))))) ), (Mu
(Xlog ( (Add ( (Xcos ( (

5))) ), (Div
) (u2(28) ) )

( (Xexp
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( (Xcos (( (v2(20)--0.5) ) , (u2(34) ) ) ), (Add ( ( (u2(35)-w¢—16 ) ), ( (v2(21)-1.5)
s (u2(36) ) ) ), (u2(37) ) ) ) ) ), (u2(38) ) ) ), (Xexp ( (Add ( (Xcos ( (Mul ( (Xex
) » (u2(39) ) ) ), (Add ( ( (u2(40)-wi—16 ) ), ( (v2(23)-1.5) ) ) ) ) ), (u2(41) ))
(Div ( (Xlog ( (Xcos ( (Mul ( (Xcos ( ( (v2(24)-0.5) ), (u2(42) ) ) ), (Add (
 ((v2(25)-1.5) ) ) ) ) ), (u2(44) ) ) ), (u2(45) ) ) ), (Xlog ( (Xexp ( (Xlog (
) » (Xlog ( (Add ( (Xlog ( ( (v2(27)--6
))) ), (ue(51))))) ), (u2(52) ) ) )
(uz(56) ) ) ), (Sub ( (Div ( (Xexp
(u2(58) ) ) ), (Add ( (Sub

N

A~ —

p
)
(
(
uz(46) ) ) ) 5 (u2(47) ) ) ), (u2(48) ) ) ) ) 5)
» (Xexp ((Xlog ( ( (v2(28)-9.5) ) ; (u2(50 )
) ))) (

(

s (u2(54)))))))) ) ), (u2(55))))) ), )

ul ( (Xlog ( (Xexp (v2(29)-8.0) ) , (u2(57) ) ) ),

( (u2(59)-ai-5) ), ((v2(30)-2.5) ) ) ), (Div ( (Xexp ( (Add ( (Xcos ( (Mul ( (Xlog ( (Xlog (
Div (( (v2(31)-1.0) ) , ( (u2(60)-z1—6 ) ) ) ), (u2(61) ) ) ), (u2(62) ) ) ), (Add ( ( (u2(63)-z¢—16
) (v2(32)-1.5) ) ) ) ) ), (u2(64) ) ) ), (Xexp ( (Xlog ( ( (v2(33)-9.5) ), (u2(65) ) ) ) , (u2(66)
) )
X

= Z

)

H~

)
(
)
)

) (
) ) ), (u2(67) ) ) ), (Sub ( (Xlog ( ( (v2(34)-10.0) ) , (u2(68) ) ) ) , (Xexp ( (Xexp ( (Xexp (
(v2(35)--9.5) ), (u2(69) ) ) ), (u2(70) ) ) ), (u2(71) ) ) ), (u2(72) ) ) ) ) ) ) )))) ),
) ), (Xexp ( (Xlog (( (v2(36)~9.5) ), (u2(74) ) ) ), (u2(75) ) ) ) ) ), (u2(76) ) ) ), (Sub
(Xexp (( (v2(37)-8.0) ), (u2(77) ) ) ), (u2(78) ) ) ) , (Xlog ( (Xexp ( ( (v2(38)-8.0) ) ,
) ), (u2(80) ) ) ) ))) ), (Div ( (Xexp ( (Xcos ( (Xlog ( (Xsin ( (Xexp ( (Mul ( (Div (
ub ( (Xlog ( (Mul ( ( (v2(39)-1.5) ), ((u2(81)-wi—1))) ), (u2(82))) ), (Xlog ( (Xexp
40)-8.0) ) , (u2(83) ) ) ), (u2(84) ) ) ) ) ), (Xlog ( (Sub ( (Mul ( (Xcos ( ( (v2(41)-0.5)
) ) )5 (Sub (((v2(42)3.0) ), ( (v2(43)-4.5) ) ) ) ) ), (Add ( ( (u2(86)-2— 16) , (
))) ), (Xlog ((Add ( (Mul ( (Xexp ( (Xcos (( (v2(45)-3 ),
) )5 (Xlog ( ( (v2(46)-6.5) ) , (u2(90) ) ) ) ) ) , (Xexp ( (Mul ( (XCOS (
2(91) ) ) ), (Add ( ( (u2(92)-21-16 ) ), ( (v2(48)-1.5) ) ) ) ) ), (u2(93) ) ) )
), (Xsin ( (Add ( (Xexp ( (Xsin ( (Mul ( (Xexp ( (Xcos ( ( (v2(49)--3.5)
)) ) (Xlog (( (v2(50)-6.5) ), (u2(97) ) ) ) ) ), (u2(98) ) ) ), (u2(99) )
—8) ), ((v2(51)-2.5)) ) ) ) ), (u2(101) ) ) ) ) ), (u2(102) ) ) ), (u2(103
, uz(105) )) ), (u2(106) ) ) ), (Add ( (Xlog ( (Xcos ( (Xlog ( (Xcos ( (Xlo
( (u2(107)-wi—s ) ), ( (v2(52)~-2.5) ) ) ), (Sub ( ( (u2(108)-zi—s5 ) ),
2(109) ) ) ), (u2(110) ) ) ), (u2(111) ) ) ), (u2(112) ) ) ), (u2(113) )
(Xcos ( (Xlog ( (Xsin ( (Xexp ( (Div ( ( (v2(54)-1.0) ), ( (u2(115)-x¢—¢
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3. Rekursionsstufe

vy = {1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0,
1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0, 1.0}

ug = {-0.6925938246634, -0.8450701487198, 0.82884625622811, -3.7461159230467,
2.96180101219058,  -3.1639398387199,  -2.1042980035687,  -0.2796697065060,
3.07590709472504,  -2.0559887318618,  3.51604329090463, -1.9700562654818,
3.47943951672410,  0.35616333828805,  -3.4729682327639,  3.20612074446293,
-2.4048540211591,  4.99999999999999,  3.84452443549387,  2.83288074947560,
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-3.9795608293284,
4.84484107684578,
3.64196617000498,
-4.9999999999999,
-0.7995623778820,
3.08151015637154,
4.07632008419133,
-4.7585171874685,
-0.9027393106217,

1.9597449035534,

0.40692206246545,
2.97477296738194,

-3.4181017384553,
-3.3342816250352,

0.24387712526006,

-4.5639587014128,
4.1387098223190,

4.25372290783471,
3.18298804723164,
2.55689950428139,
0.69178801495283,
1.79087507835009,

1.5521973644060,

2.37305410861186,

-1.8186786523208,
-0.9819271964792,

4.99999999999999,

-4.9999984877716,

0.11535680044777,
2.12083120789570,

-2.8926670964753,

1.98042874077456,
1.31093496687747,

-2.3743391715058,

0.95502978260760,
-0.0903204694173,
2.62242418607705,
1.64712593798068,
-1.8758423077750,
-4.9999999999999,

-0.3854939281340,
-3.6526629726753,
-4.0926280643825,

-3.1578628842157,
-2.4908065371908,

-1.0447647646341,
-0.2859068214010,

-0.9011900098067,

1.46002530283118,
-0.3218282447305,

2.83052426119797,
3.71372489361805,
-4.7326305755791,
-2.2167976444844,

-0.3438420727232,
3.62313825166084,

0.80884303368868,
3.57646903588253,
3.63065353643314,
-2.6177331723131,
4.99999999306399,
0.29477253318107,

-4.6241992150537,
-4.7903496666792,

3.12301581475963,

-4.0800813571933,

3.90747559233183,

0.87041936417434,

-4.6820797377143,
-3.6821325431272,

1.61721293787298,
-1.2774702942939,

-4.9984425350323,

4.19497430600511,
-4.8541628760964,

-0.1405590463555,
-0.3050462490276,

-3.9309489925775,

-2.1004435128160,

-0.7229528282265,
-4.4025476358988,
-4.9999988023039,

4.99999990963398,

4.25738818563115,
-2.4356723365264,

-1.5980132695681,

4.96940972848017,
-1.4538553582952,

2.17326336773601,
3.90793757390493,
-4.8691376635807,
-4.5458059212017,
1.46296721250282,
-0.9055849164287,

-3.7456175086865,
3.91295596914832,
2.11985264627988,
-0.7998085054148,
0.25922263013010,

4.28350626943602,
-4.1076383793474,
2.13744222828269,
3.94012828421573,
-2.3803225243172,
-2.1838565871711,
3.44601051414802,
-3.1057461103875,

-4.9902459627107, -

4.99999910592657,
3.37476264593342,
-1.6362927571172,
3.76597740085965,
-1.0430222818813,
-2.8794896782852,

-4.0641841522176, -

0.49966463985882,
3.98419360596655,
-4.9568155917174,
4.99999999999999,
-4.4000336779114,

-1.6148949461258, -

-1.3848763402679,
-2.8321154733176,
-3.8287192201669,
-1.8337583166134,
-3.1936937626653,
-3.2206214504671,
3.26334519331538,
3.41825679748413,
4.88263741086410,
1.06489649268744,
0.12602522372451,

-4.6562503007705, 1.42223625908141, 3.66677131561901, -1.7385697309629 }
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))))))), (us(29) ) ) ), (Add ( (Xcos ( (Xcos ( (Add ( (Xexp ( (Add ( (Xcos ( (Add
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